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6 Uvob

Uvod

Motto:
Ucitel Vam miZe pootevrit dvére,
vstoupit uZ musite sami.

Cinské piislovi

Predmluva

Studijni materidl, ktery mate v rukou, je pfepracovanou verzi elektronické studijni opory [13],
jejiz posledni dva autofi uz na nasi fakulté nepuisobi. Text je urcen studentkdm a studentiim
predmétu Pravdépodobnost, statistika a operacni vyzkum, ktery je zarazen do prvniho roc¢niku
navazujiciho magisterského studia na FEKT VUT v Brné.

Na zéakladé zkusenosti z pfedchozich ro¢nikt bylo do textu mj. nové zafazeno diikladné opakovani
potfebného matematického aparatu a predev§im teorie pravdépodobmnosti. AZ po vybudovani
téchto zakladd bylo pristoupeno k vykladu jednotlivych ¢asti pfedmétu. Cely text byl upraven
a sjednocen.

Rozsah studijniho textu vyplyva z obsdhlosti osnovy predmétu. Pti inovaci textu jsme byli vedeni
snahou zahrnout do textu vse potfebné nejen pro studium daného predmétu, ale i pro pripadné
pozdéjsi aplikace a pouziti pro feSeni konkrétnich technickych problémi.

Uvitame jakékoli vase pfipominky a navrhy.

V Brné 31. 3. 2014 Autori
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8 PRAVDEPODOBNOST

1  Pravdépodobnost

Pruvodce studiem

Se zdklady teorie pravdépodobnosti jste se seznamili v pfedmétu Matematika 3. ProtoZe budeme
potrebovat pravdépodobnost v pribéhu celeho kurzu, zaradili jsme zde dikladné opakovani.

Nejdrive si fekneme co jsou to jevy, ketré budeme studovat, zavedeme si klasickou i axiomatickou
pravdépodobnost, ukdZeme si pouZiti pfi vypoctech pravdépodobnosti.

Potom si nadefinujeme nahodnou veli¢inu a budeme dale studovat jeji vlastnosti.

Uvedeme si nejcastéji pouzivand rozdéléni a to jak diskrétni, tak i spojita. V' zavéru se seznamime s
limitnimi vétami, které ndam mohou dobre poslouZit pfi nahrazeni jednoho rozdéleni jinym, se ketrym
se bude lépe pocitat.

Cile
Po prostudovani této kapitoly budete schopni:

e Resit zakladni alohy z pravdépodobnosti.
e Pracovat s ndhodnou veli¢inou a jejimi charakteristikami.
e Zvladat zakladni rozdéleni a praci s nimi.

e Pracovat s tabulkami hodnot vybranych ndhodnych veli¢in.

1.1 Jevy a jejich vlastnosti

Definice 1.1. Na neprazdné mnoziné B definujme operace N (prunik) a U (sjednoceni), které
splnuji podminky:

1.
a) anb=bnNa, aUb=>bUa
b) ana=a, ala=a
c) (anb)nc=an(bnec), (aUb)Uc=aU (bUc)
d) aU(and)=a, aN(aUb) =a
e) aU(bne) =(@Ub)N(aUc), an((dUc)=(anb)U(anNc)
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2. V mnoziné B existuje nejvétsi prvek I a nejmensi prvek (), pro které plati:

a) and=0, aUl=a
b) anl=a, aUl=1I

3. Ke kazdému prvku a € B existuje komplement a, pro ktery plati:
ana=0, aUa=1

Potom B = (B,N,U, 0, I,) nazveme Booleovou algebrou

Definice 1.2. Jevem nazveme vysledek provedeného pokusu.

Jevy mohou byt jisté, ndhodné, nemozné. Je to déleni relativni, vzdy vztazené na dany soubor
podminek.

Priklad 1.3. Pfi hodu hraci kostkou bude:

jev jisty - padne kladny pocet bodt,
jev ndhodny - pocet bodn,
jev nemozny - padne zaporny pocet bodt.

1.2 Definice, zakladni vlastnosti, priklady

Definice 1.4. Jev B je ndsledkem jevu A (jev A je ¢asti jevu B), jestlize pfi nastoupeni jevu
A nastupuje vzdy i jev B.

Oznadeni: A C B.

Véta 1.5. Pro libovoln€ jevy A, B, C plati:

1. ACA.

2. Jestlize AC B,B C C, potom A C C.

Priklad 1.6. A - pfi hodu kostkou padne ¢tytfka.
B - pii hodu kostkou padne sudé ¢islo,
potom je jev A C B.

Definice 1.7. Jestlize soucasné plati A C B a B C A, pak jsou jevy A, B ekvivalentni a piSeme
A=B.

Véta 1.8. Pro libovolné jevy A, B,C plati:
1. A=A.

2. A = B tehdy a jen tehdy, kdyz B = A.

3. Jestlize A= B,B = C, potom A=C.
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Definice 1.9. Prunik C jeva A, B se nazyva jev ekvivalentni se soucasnym nastoupenim jevi
A, B. Zna¢ime C = AN B.

Véta 1.10. Pro libovolné jevy A, B, C plati:

1. AnA=A.
ANB=BnNA.
(ANB)NC=An(BNOC).
ACB=ANB=A.
(AN B) C A.
(AN B) C B.

A N N

Jestlize C C A,C C B=C C (AN B).

Definice 1.11. Sjednocenim jevi A, B se nazyva jev C, ekvivalentni s nastoupenim alespon
jednoho z jevii A, B. Oznaceni C' = AU B.

Véta 1.12. Pro libovolné jevy A, B, C plati:

1. AUA=A.
AUB=BUA.
(AUB)UC =AU (BUCQ).
ACB=AUB=B.
ACAUB.

B CAUB.

NS o

AcC,BCcC= (AUB)cCC.

Definice 1.13. Jistym jevem nazveme jev, které za daného systému podminek musi vzdy na-
stat. Znacime jej I. NemozZnym jevem nazveme jev, ktery za daného systému podminek nastat
nemtize. Znacime jej (.

Véta 1.14. Pro libovolny jev A plati:

1. )c AJAC.
2. 0NA=0,INA=A.
3. DUA=ATUA=1.

Definice 1.15. Jevem opacnym k jevu A rozumime jev ekvivalentn™ s tim, ze jev A nenastoupi.
Oznacujeme jej A.

Véta 1.16. Pro libovolny jev A plati:
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1. (4) = A
2. AUA=T1,ANnA=.

Véta 1.17. Pro libovolné jevy A, B plati de Morganovy vzorce:

Il
b N

1. AuB

N
U

v

2. ANB=A

1.3 Elementarni jevy

Definice 1.18. Elementdrni jevy jsou takové jevy, rizné od jevu (), které se nedaji rozlozit na
dalsi jevy riizné od jevu 0.
Jev E je elementarni, kdyz ze vztahu £ = AU B plyne E = A nebo E = B.

Jestlize mame mnozinu elementarnich jevi {E;,7 € J}, pro kterou plati | J F; = I, pak mluvime
i€J
o Uplném systému elementdrnich jevi.

Definice 1.19. Jevy A, B se nazyvaji disjunktni (navzajem neslucitelné), nemohou-li nastat
soudasné, tzn. AN B = .

Véta 1.20. Dwva rizné elementdarnt jevy jsou navzdjem disjunktni.

Dukaz. Méjme dva rizné elementarni jevy Ei, Fo. Oznacme
X = FE1 N Es,

Y:ElﬁEQ,
Z =FEiNE,.

Potom
XUZ=FE,,

XUY =EF

a podle definice 1.18 proto plati, ze bud X = F; anebo Y = Ej.
a) Necht Y = Ej, potom
EFi=FEi1 N EQ,

X =FE1 Nk,

dosazenim dostaneme )
X = (ElﬂEQ)ﬂEQ:ElﬁQ):Q).
b) Necht X = F;, potom
Ei=FEiNEy= FE CEs.

A soucasné
XNZ=0=X=0.
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1.4 Axiomaticka definice pravdépodobnosti

Autorem axiomatické teorie pravdépodobnosti, prijaté dnes na cekém svété, byl sovétsky ma-
tematik A. N. Kolmogorov. Jeho teorie byla poprvé publikovana v roce 1933 a je budovana na
zékladé teorie mnozin a teorie miry.

Véta 1.21. Necht M je mnoZina jevi, pro kterou plati:
1. ABeM=AUBe M,ANB e M,
2.0 e M, I €M,
3. Ae M= AeM.
Potom (M,U,N,0,1,7) je Booleova algebra.
Definice 1.22. o-algebrou nazyvame Booleovu algebru jevi v piipadé, zZe jevll miize byt ne-

koneéné mnoho a plati, Ze ke kazgdé posloupnosti jevii {4;, Ag, ...} existuje jejich sjednoceni

U Az a prfmik ﬂ Az

Definice 1.23. Ozna¢me M néjakou o-algebru jevi. Pravdépodobnost, ze za urcité situace
nastane jev A € M vyjadfuje hodnota funkce p(A), ktera spliiuje podminky:

1. p(A) >0VAe M,
2. p(I) =1,
3. pro mnozinu {A;},i € J navzajem disjunktnich jevi plati
p (U Ai) = " p(4).
icJ icJ
Dvojici (M, p) budeme nazyvat pravdépodobnostnim prostorem.

Véta 1.24. Necht (M, p) je pravdépodobnostni prostor. Potom plati:

1. Jestlize A,Be M,ANB =0 = p(AUB) = p(A) + p(B).

(

(
4. p(A) =1-p(A).
5. p(AU B) = p(A) +p(B) — p(AN B),

6. Jestlize je A C B, potom p(A) < p(B).
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1.5 Klasicka pravdépodobnost

Véta 1.25. Necht (M, p) je pravdépodobnostni prostor, M je koneénd o-algebra, kterd obsahuje
n elementdrnich jevi, tvoricich uplny systém elementdrnich jevi

{E;,i=1,...,n} takové, §e p(E1) = p(Es) = -+ = p(Ey) = e

Necht jev A € M lze rozloZit na m navzdjem riznych elementdrnich jevi. Potom plati

Véta 1.26. Véta o geometrické pravdépodobnosti.
Necht (M, p) je pravdépodobnostni prostor. Necht o-algebra jevi je systém podmnozin A mno-
ziny 1, které maji miru || A||. Potom
A
p(A) = T=r-
1]

1.6 Podminéna pravdépodobnost

Definice 1.27. Necht (M, p) je pravdépodobnostni prostor. Necht nastoupil jev B € M, p(B) #
= 0. Podminénou pravdépodobnosti jevu A € M za predpokladu, Ze jev B nastal nazveme vyraz

B p(AN B)

Véta 1.28. Viastnosti podminéné pravdépodobnosti.

1. pp(0) =0.
2. pB(B) =1.
3. Ae M,ANB=0=pp(A) =0.

~o_k

Ae M,BC A= pp(A)=1.
5. A€ M,BC A= pa(B) =18 kde pa(B) = 2400,
6. pr(A) =p(A).

Véta 1.29. Necht (M, p) je pravdépodobnostni prostor, A, B € M. Potom pro pravdépodobnost
praniku jevi A, B plati

p(ANB) =pp(A)-p(B).

Véta 1.30. Necht (M,p) je pravdépodobnostni prostor, A, B € M,p(A) # 0,p(B) # 0. Potom
plati

pB(A) - p(B) = pa(B) - p(A).
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Véta 1.31. Necht M, p) je pravdépodobnostni prostor, A; € M,i =1,...,n. Pro vypocet prav-
dépodobnosti soucasného nastoupeni n jevi plati

p(Al N A2 N...N An) = p(Al) . pA1 (AQ) : pAlﬂAz (A3) . -pAlﬂ...ﬂAn_l(An)'

1.7 Nezavislé jevy

Definice 1.32. Necht (M,p) je pravdépodobnostni prostor. Jevy A, B € M jsou nezaqvislé,
jestlize plati aspon jedna z podminek:

L. p(B) = 0 nebo pp(A) = p(A),
2. p(A) = 0 nebo pa(B) = p(B),

Podminky 1. a 2. definice 1.32 jsou ekvivalentni. P¥i diikazech staci proto provéfit platnost jen
jedné z nich.

Véta 1.33. Jevy A, B € M jsou nezdvislé, pravé tehdy, kdyz plati
p(ANB) = p(A)p(B). (1.1)

Dikaz.

a) Nechf plati vztah (1.1).

Potom je-li p(B) = 0, jsou podle definice 1.32 jevy A, B nezavislé.

Je-li p(B) # 0, potom

pi(A) = p(ANB) _ p(A)p(B)
p(B) p(B)

a podle definice 1.32 jsou jevy A, B nezavislé.

b) Necht jsou jevy A, B nezavislé, potom je-li p(B) = 0 vztah (1.1) plati. Je-li p(B) # 0, potom

= p(A).

p(ANB)
p(B)

I v tomto piipadé vztah (1.1) plati. O

p(A) = pp(A) = = p(AN B) = p(A)p(B).

Definice 1.34. Necht (M, p) je pravdépodobnostni prostor, My C M. Jevy mnoziny My jsou
navzdjem nezdvislé, jestlize pro kazdy jev A € Mj plati, Ze je nezavisly na libovolném jevu
podmnoziny My C {Ml \ {A}} = M N A;.

Véta 1.35. Necht (M,p) je pravdépodobnostni prostor, A; € M,i = 1,...,n. Jestlize jevy
mnoziny { A1, ..., A} jsou navzdjem nezavislé, potom

p(A1NA2N...NAp) =p(A1)p(As) ... p(An).

Priklad 1.36. Hézime dvéma kostkami. Jev A; - padne liché ¢islo na prvni kostce, jev Ay -
padne liché ¢islo na druhé kostce, jev A3 - soucet na obou kostkich je sudé. UrcCete pravdépo-
dobnosti jevi Ay, As, Az a jejich nezavislost.
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Reseni.
1 1 1
p(Al) = 57 p(AQ) = 57 p(A3) =5
p(Al M Ag) 3% 1
A = = V= = — = A
Pa. P(Az) % 2 p( 1)
Jevy Ai, As jsou nezavislé.
p(Al N Ag) 3% 1
A = —— = — = - = A .
Pas A1 (As) I p(Ar)

Jevy Ai, As jsou nezavislé.
pA10A2A3 =1# p(Ag).

Jevy Aj, Ao, A3 jsou zavislé. O

Véta 1.37. Necht (M, p) je pravdépodobnostni prostor. Pro kazdy jev A € M plati

1. 0, A jsou nezdvislé jevy,
2. 1, A jsou nezavislé jevy.

Véta 1.38. Jevy A, B € M jsou nezdvislé, jsou-li nezdvislé jevy A, B % A, B % A, B.

1.8 TUplna pravdépodobnost

Véta 1.39. O dplné pravdépodobnosti.

Necht (M, p) je pravdépodobnostni prostor a { By, ..., By} je uplny systém navzdjem disjunktnich
jevi ze o-algebry M, pro které plati p(Bj;) # 0,7 = 1,...,n. Potom pro libovolny jev A € M
plati

p(A) = pp;(A) - p(B;)
j=1

Priklad 1.40. Mame n kloboukt a v kazdém je a bilych a b éernych kuli¢ek. Z prvniho klobouku
nahodné vyjmeme jednu kulicku a prendame ji do druhého, poté z druhého klobouku prendame
jednu kulicku do tfetiho, atd., z n—1 klobouku prenddame jednu kulicku do posledniho klobouku.
Z posledniho klobouku vyjmeme jednu kulicku. Urcete pravdépodobnost, ze bude bila.

Reseni. Pravdépodobnost vytaZzeni bilé kuli¢ky z prvniho klobouku je

a
a+b

p(Bl) =

Pravdépodobnost vytazeni bilé kulicky z druhého klobouku je podle véty 1.39 o tplné pravdeé-

podobnosti
a+1 a a b
B2) = _
p(B2) <a+b+1><a+b)+<a+b+1><a+b>
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a a+1 n b _a
a+b)\a+b+1 a+b+1) a+0d

Méme tedy p(B1) = p(B2). Pokracujeme déle po indukci a dostaneme

p(B1) = p(B2) = --- = p(Bn).

1.9 Bayesova véta

Véta 1.41. Bayesova véta.

Necht (M, p) je pravdépodobnostni prostor a {Bi,...,B,} je uplny systém navzdjem disjunkt-
nich jevi ze o-algebry M, pro které platip(B;) # 0,5 = 1,...,n. Potom pro libovolny jev A € M,
pro které plati p(A) # 0, plati Bayestiv vzorec pro k =1,...,n

B, (A) - p(By)

pA(Bk) = .
5 i, (4) 515,
j=

Priklad 1.42. Ve skupiné 10 studentt, ktefi se dostavili ke zkousce, jsou 3 pfipraveni vyborné,
4 dobfe , 2 primérné a 1 Spatné. Material ke zkousce obsahuje 20 otazek. Vyborné pfipraveny
student odpovi na vSechny otéazky, dobfe pfipraveny na 16, primérné piipraveny na 10 a Spatné
pripraveny na 5. Nahodné vybrany student odpovédél spravné na vsSechny tfi ndhodn zadané
otazky. Urcete pravdépodobnost, Ze Slo o Spatné pripraveného studenta.

Reseni. Pouzijeme Bayestiv vzorec. Jev A — student odpovédél na vSechny tii zadané otazky.
Uplny systém disjunktnich jevi je

H; — vyborné pripraveny student,

Hy — dobfe pripraveny student,

Hs — primérné pripraveny student,

H, — $patné pripraveny student.

PH, (A) =1,

161514 .

109 8 .
5 4 3

i, (A)p(Ha)
i1 pi; (A)p(H;)

pa(Hy) = = 0.002.
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1.10 Opakované pokusy

Véta 1.43. Bernoulliova posloupnost nezavislych pokusi.
Provedeme n po sobé jdoucich pokusi, pricemz pri kazZdém pokusu mizZe nebo nemusi nastat
jev A. Necht jsou vysledky pokusti na sobé nazdvislé a necht ddle v kazdém z pokusi plati, Ze

p(A) = p,p(A) = ¢ = 1—p, neboli pravdépodobnost nastoupeni jevu A je v kkaZdém pokusu stdle
stejnd. Potom pravdépodobnost, Ze jev A nastane béhem n pokust prdave k-krdt, k < n je rovna

n _
b(n,p, k) = <k>pkq” k.

Véta 1.44. Veta o zavislych pokusech

Necht je ddn soubor N prvki, z nichZ M vykazuje sledovany znak a N — M prvki tento znak
nemd. Vybereme postupne ndhodné n prvkid, z nichZ Zdadny nevracime zpét. Pravdepodobnost
toho, Ze vybereme pravée k prvki majicich sledovany znak a n — k prvku, které tento znak nemaji

(jev A) je rovna s
() Cai)

()

p(A) =

1.11 Nahodna veli¢ina

Véta 1.45. Necht U je o-algebra éiselngch mnozin, generovan intervaly (—oo,a),a € R. Potom
plati:

1. {a,+0) € U Va € R,

2. (a,+00) €U, (—o0,a) € U,

3. {a,b) € U, (a,b) € U,

4. {2} e UVz eR.

Definice 1.46. Ndhodna velic¢ina X je redlna funkce X(w) definovana na pravdépodobnostnim
prostoru (M, p),w € M, takovd, ze pro kazdé x € R je mnozina

{we MX(w) <z}

ndhodném jevem. T.j. hodnota ndhodné veli¢iny je jednozna¢né urcena pokusem a Vr € R
mizeme uréit pravdépodobnost p = p(X < ).

1.12 Distribudéni funkce

Definice 1.47. Necht X je nahodné veli¢ina definovana na (U, p). Funkci F'(x) definovanou

vztahem
F(z) =p(X € (-00,2)) =p(X < 2)

nazveme distribucni funkci ndhodné veli¢iny X.
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Véta 1.48. Viastnosti distribucni funkce:
Necht F(x) je distribucni funkce. Potom pro vsechna x € R plati:

1. 0< F(z) < 1.
2. F(x) je neklesajici funkce.

3. F(z) je spojita zleva (hli%l F(z+h)=F(x).
s

4. lim F(zx)=0. lim F(z)=1.

T——00 T—-+00

5 p(X=z)= lim F(z+h)— F(z).

h—0t

6. p(x1 <X <) = F(z2) — F(x1).

1.13 Diskrétni a spojita nahodna velicina

Definice 1.49. Necht F'(z) je stupriovita funkce, tzn. Ze existuje posloupnost {z,},n =1,2,...
takova, Ze na intervalech (z;,x;+1] je F(z) konstantni. Potom se X nazyva diskrétni ndhodnou
veli¢inou.
Necht F(x) je spojité a po ¢astech hladkd na mnoziné R. Potom se X nazyva spojitou ndhodnou
veli¢inou.

Dausledek 1.50. V bodé x, kde je F(x) spojitd plati p(X = z) = 0.

Véta 1.51. Necht je ddna funkce F(x) definovand na R. Spliiuje-li F(x) podminky 1 — 4 véty
1.48, pak existuje nahodnd veli¢ina X, definovand na (U, p) s distribuéni funkci F(x).

1.14 Vlastnosti nahodné veliciny

Definice 1.52. Necht X je diskrétni ndhodna veli¢ina nabyvajici hodnot z kone¢éné a nebo
spocetné ¢iselné mnoziny S (mnozina S je mnozina bodt nespojitosti distribuéni funkce F'(x)).
Na mnoziné S definujeme funkei f(x;) vztahem

flx) =p(X =ua;), Va; € S.
Potom funkei f(x) nazveme frekvencéni funkci ndhodné veli¢iny X.

Véta 1.53. Pro distribucni funkci F'(x) diskrétni nahodné veli¢iny X nabyvajici hodnot z mno-
Ziny S a frekvenéni funkci f(x;) plati

Fa)= Y fla).

T €S, x;<x
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Véta 1.54. Pro frekvencni funkci f(x) diskrétni ndhodné veli¢iny X nabyvagici hodnot z mno-

zZiny S plati Z

z; €S

Priklad 1.55. Sestavte frekvenc¢ni funkci pro Bernoulliovu posloupnost nezavislych jevi pro
n=5ap=0.2.

Reseni. Podle véty 1.43 mame

Po dosazeni dostaneme

k 0 1 2 3 4 5
f(k) | 0.32768 | 0.40960 | 0.20480 | 0.05120 | 0.00640 | 0.00032
Tim méame urdenou hledanou frekvenéni funkci. O

Definice 1.56. Necht X je spojitd ndhodné veli¢ina s distribuéni funkci F'(x). Funkci hustoty
pravdépodobnosti ndhodné veli¢iny X nazveme realnou funkci f(x) pro kterou plati:

1. f(z)>0Vx eR,

+00
2. [ flz)dz =1,

3. F(x)= [ f(t)dt.
Dusledek 1.57. 1. V bodé x, kde je F(x) spojitd, plati f(x) = F'(z).
2. Funkce hustoty f(z) je bud spojitd a nebo po cdstech spojitd.

3. Plati mll)Ithloo f(z)=0.

Priklad 1.58. Mame zadanou funkci

e, TE<ab>,
0,  jinak.

Ovéite, Ze se jedné o funkci hustoty nékteré ndhodné veli¢iny a urcete jeji distribuéni funkei.

400 b 1 1
dr = dr =
/Oo f(x)dx /ab—ax P

Reseni.
1
b
= b—a)=1.
L= ()

Protoze funkce f(x) je nezdpornd, jedna se o funkci hustoty.

Pro distribuéni funkci plati

F(z) = /_ .
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Po integraci dostaneme

0, z < a,
F(z) = gg:a, a<z<b,
1, x> b.

O]

Véta 1.59. Pro spojitou ndhodnou veli¢inu X s distribucni funkci F(x) a pro libovolnd redlnd
¢isla x1,x9,x1 < 9 plati

p(r1 <X <) =p(r1 <X <m9) =p(r1 < X< 19) =plr; <X < ag) = F(ag) — F(xy).

Véta 1.60. Pro spojitou nahodnou velicinu X s funkci hustoty f(x) a pro libovolnd redlnd cisla
1, T2, x1 < xo plati

plzy <X <) = /x2 f(t)dt.

Dusledek 1.61. Funkce hustoty f(x) je bud spojitd a nebo po cdstech spojitd funkce.
Dale plati lim f(x) =0, lim f(z)=0.
T——00 T—>+00

1.15 Vicerozmérna nahodna velié¢ina

Definice 1.62. Necht Xi,Xo,..., X, jsou ndhodné veli¢iny definované na pravdépodobnost-
nich prostorech (Ui, p1), (U2, p2),- .., (Un,pn). Necht vSechny veli¢iny jsou stejného typu (bud
diskrétni a nebo spojité). Potom n-tici (X1, Xy,...,X,,) nazveme n-rozmérnou ndhodnou velici-
nou.

V ptipadé n = 2 dostaneme dvourozmeérnou nahodnou veli¢inu, kterou budeme oznazovat jako
dvojici (X, Y).

Definice 1.63. Necht (X,Y) je dvourozmérnd ndhodné veli¢ina. Simultdni distribucni funkci
F(x,y) budeme nazyvat funkci definovanou vztahem

F(z,y) =pX <z AY <y).

Véta 1.64. Simultani distribucni funkce F(xz,y) dvourozmérné ndhodné veliciny (X,Y) md
ndsledugict vlastnosti:

1. 0 < F(z,y) <1,

2. jestlize x1 < w2,y1 < Y2, potom F(x1,y1) < F(22,y2),

3. lim  F(z,y) = F(zo,Y0),

T=Ty Y=Yy

4. lim F(z,y)= lm F(z,y) = lim F(z,y) =0,
T——00 Yy—>—00

T——00,Yy——00

5. lim F(xz,y) =1.

T—+00,Yy—+00
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Definice 1.65. Jsou-li u dvourozmérné ndhodné velic¢iny (X,Y) obé veli¢iny X i Y diskrétni,
pak hovorime o diskrétni dvourozmérné nahodné veli¢iné, ktera nabyva nejvyse spocetné mnoha
hodnot tvoricich mnozinu T'. Na T definujeme simultdni frekvencni funkci

Véta 1.66. Pro dvourozmérnou diskrétni nahodnou velicinu plati

Fla,y)= Y [y,

T <T,Y; <Y

> flay) =1

(xivyj)eT
Definice 1.67. Jsou-li u dvourozmérné ndhodné velic¢iny (X, Y) obé veli¢iny X i1 Y spojité, pak

hovofime o spojité dvourozmérné nadhodné veli¢iné. Simultdni funkce hustoty f(x,y) je funkce
pro kterou plati

1. f(z,y) > 0Vz,y € R,

+00 400
2 [T S y)dedy =1,
3. F(x,y) :}/ <f f(u,v)du) dv.

Véta 1.68. Pro dvourozmérnou spojitou ndhodnou velicinu plati

1. pfX=2,Y=y)=0Vz,y € R,

2

2. V bodech spojitosti funkce hustoty je f(z,y) = %@F(x,y)

1.16 Marginalni rozlozeni

Véta 1.69. Méjme dvourozmérnou nahodnou velicinu (X,Y). KaZdd z velicin X, Y md svoje
rozdéleni. Necht X md distribuéni funkci Fy(x), Y md distribucni funkci F3(y) o (X,Y) md
simultdnd distribucéni funkci F(x,y).Pak plati

1. p(X<z)=pX <2,Y € (—00,+0)),

2. p(Y <y) =p(X € (—o0,+x),Y <y),
3. Fi(z) = lim F(z,y),

Y—r—+00

4. Fa(y) = lim F(z,y).

T—+00
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Definice 1.70. Distribu¢ni funkce Fj(x), F»(y) se nazyvaji margindlni (okrajové) distribuéni
funkce.

Definice 1.71. Pro diskrétni dvourozmérnou ndhodnou veli¢inu (X, Y) se simultani frekvenéni
funkei f(x;,y;) definujeme margindlni (okrajové) frekvenéni funkce fi(x;), f2(y;) nasledovné:
Necht X nabyva hodnot z mnoziny 77, Y nabyva hodnot z mnoziny 75, potom

fil@) = > f@oy), faly) = > flaiy;).

Y €Ty x; €T

Pro spojitou dvourozmérnou nadhodnou veli¢inu (X,Y) se simultdni funkci hustoty f(z,y) defi-
nujeme margindlni (okrajové) funkce hustoty fi(x), f2(y) nasledovné:

+o0
fi(x) = / f(y)dy,

—0o0

faly) = / " ey

—0o0

1.17 Nezavislé nahodné veli¢iny

Definice 1.72. Nechf X je ndhodné veli¢ina definovand na pravdépodobnostnim prostoru
(U,p1), Y je ndhodna veli¢ina definovand na pravdépodobnostnim prostoru (U, ps). Jestlize
pro vSechny mnoziny A,B € U jsou jevy X € A, Y € B navzajem nezavislé (t.j. plati
p(X € AY € B) = ;mi(X € A) - po(Y € B)), pak nazyvame X,Y nezdvislymi ndhodnymi
velicinami.

Véta 1.73. Necht (X,Y) je dvourozmérnd ndhodnd velicina se simultdni distribucni funkcé
F(x,y). Necht Fi(x), Fa(y) jsou marginalni distribucni funkce. Potom XY jsou mezdvislé na-
hodné veli¢iny prave tehdy, kdyz

F(x,y) = Fi(z) - Fa(y).

Véta 1.74. Necht (X,Y) je diskrétni dvourozmérnd ndhodnd veli¢ina se simultani frekvencni
funkct f(x;,y;). Necht fi(x;), f2(y;) jsou marginding frekvencni funkce. Potom X,Y jsou nezd-
vislé nahodné veli¢iny prave tehdy, kdyz

f(@isyy) = fi(@i) - falys)-

Véta 1.75. Necht (X,Y) je spojita dvourozmérnd ndhodna velic¢ina se simultani funkci hustoty
f(z,y). Necht fi(x), fa(y) jsou margindglni funkce hustoty. Potom X,Y jsou nezdvislé ndhodné
veliciny pravé tehdy, kdyz

fl.y) = fi@) - fa(y).

Dikaz.
a) Necht X,Y jsou nezavislé nahodné veli¢iny, potom plati F(z,y) = Fi(z)F(y).

0%F(z,y) _ 0*(Fi(z)Fa(y) _ OFi(z) 9F3(y)

flx,y) = =

oxdy 0xOy O Dy = f1(z) f2(v).
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b) Plati-li f(z,y) = fi(x)f2(y), potom

(2.9) / / fry dxdy—/;/:fl(fﬂ)fz(y)dwdyz

T y
| @i [* ptidy = @),
Velic¢iny X, Y jsou nezavislé. O

Priklad 1.76. Necht (X,Y) je spojitd ndhodna veli¢ina se simultani funkci hustoty

1

ran={ 4

re<—1,1>ye< —1,1>,
jinak.

Rozhodnéte, zda jsou (X, Y) nezavislé.

Reseni. Pro marginalni funkce hustoty plati

+oo +o00
fi(x) = / F,y)dy, Faly) = / J(x,y)de.

— 00 —00

Po integraci dostaneme

0, <-1,
filz)=4¢ 3, ze<—1,1>,
0, x>1.

Analogicky pro druhou proménnou dostaneme

0, y< -1,
Ply)=1 3, ye<-11>,
0, y>1.
Takze plati f(z,y) = fi(z)f2(y) a podle véty 1.75 jsou X, Y nezavislé. O

1.18 Transformace nahodnych veli¢in

Definice 1.77. Méjme pravdépodobnostni prostor (U,p). Necht y = y(z) je funkce defino-
van na (—oo,+00) piifazujici kazdé mnoziné A € U mnozinu B = {z|y(z) € A}, pro kterou
plati B € U. Necht X je ndhodné veli¢ina. Funkci ndhodné veli¢iny X rozumime ndhodnou veli-
¢inu Y = y(X), kterd nabyva hodnoty y pravé kdyz ndhodné veli¢ina X nabude takové hodnoty
z, ze plati y = y(z). Pro libovolnou mnozinu A € U a B = {z|y(z) € A} plati

p(Y € A) =p(X € B).

Véta 1.78. Necht'Y = y(X) je fukce ndhodné veli¢iny X. Necht ndhodnd veli¢ina Y md distri-
bucni funkci G(y). Potom plati

G(yo) = p(Y < yo) = p(X € {z|y(z) < yo})-
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Priklad 1.79. Nechf ndhodna veli¢ina X ma distribu¢ni funkci F'(z). Uréete distribuéni funkeci
nahodné veli¢iny Y = X2.

ReSeni. Postupujeme piesné podle piredchozi véty.
1) Necht yo < 0. Potom {z|2% < yo} = 0, a proto
G(yo) = p(Y < yo) = p(X € {z[a® < yo < 0}) =0,
2) Necht yo > 0. Potom {z|2? < yo} = (—/%0, /¥0) a tedy
G(yo) = p(Y < 90) = p(=v/yo <X < /o) = F(Vyo) = F(=/o)-

Proto
0, y <0,

G“’):{ F(3) - F(=yi), 3>0.

O]

Véta 1.80. Necht g(x) je monotonné rostouct funkce. Jestlize X je nahodnd velic¢ina s distri-
buéni funkci F(x). Potom Y = g(X) je ndhodnd veli¢ina s distribucéni funkci

G(y) = F(g~ " (y)).

Véta 1.81. Necht g(x) je monotonné klesajici funkce. Jestlize X je ndhodnd velic¢ina s distri-
buéni funkci F(x). Potom Y = g(X) je nahodnd veli¢ina s distribucéni funkci

G(y) =1-F(g " (y)).

Véta 1.82. Necht g(x) je ryze monotonni funkce. Jestlize X je nahodnd velic¢ina s distribucni
funkei F(z) a funkci hustoty f(x). Potom Y = g(X) je ndhodnd veli¢ina s funkci hustoty

hMy)=f (9 (v)) ‘jy(gl(y))’ :

Dusledek 1.83. . )
y=ar+ba#0=g(y) = f (y_>

|al a

1.19 Charakteristiky nahodnych veli¢in

Definice 1.84. Necht X je diskrétni ndhodna veli¢ina s frekvenéni funkei f(z;) definovana na
mnoziné S. Obecnym momentem k-tého Tddu my(X) ndhodné veli¢iny X nazveme

mp(X) = Y aff(zi), k=1,2,....

;€S

Definice 1.85. Necht X je spojitd ndhodna veli¢ina s funkci hustoty f(z). Obecngm momentem
k-tého tadu my(X) ndhodné veli¢iny X nazveme

+o0
mk(X):/ e f(x)de, k=1,2,...,

pokud integral vpravo existuje.
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Definice 1.86. Stredni hodnotou ndhodné veli¢iny X nazveme ¢islo E(X) = my (X).

Dusledek 1.87. Aritmeticky primér je specidalnim pripadem stredni hodnoty v pFipade, Ze
f(zi) = ¢>0,Vi.

Dukaz. Méjme diskrétni ndhodnou veli¢inu X s frekvenéni funkei f(z;) = =,i = 1,2,...,n
Potom stfedni hodnota E(X) je

1 1
B(X)=) @i-=—(z1+22+  +a,) =17

O]

Definice 1.88. Nechf X je diskrétni nahodna veli¢ina s frekvenéni funkei f(z;) definovana na
mnoziné S. Centrdalnim momentem k-tého tadu My (X) ndhodné veli¢iny X nazveme

Mp(X) =Y (2 — EX)" f(z), k=1,2,....
z; €S

Definice 1.89. Necht X je spojitd ndhodnd veli¢ina s funkei hustoty f(x). Centrdlnim momen-
tem k-tého tadu My (X) ndhodné veli¢iny X nazveme

Mk(X)z/m (z — E)F f()dz, k=1,2,...,

— o
pokud integral vpravo existuje.

Dusledek 1.90. Pro libovolnou ndhodnou veli¢inu X plati M;(X) =0

Dukaz.

@ = [ @B s = [ @) - B0 ) de =

—0o0 —0o0

+o00 +oo
/ 2f(@)dz — E(X) / Fa)de = B(X) — E(X) = 0.

—00 —0o0

Definice 1.91. Rozptylem (disperzi) ndhodné veli¢iny X nazveme ¢islo D(X) = My (X).
Véta 1.92. Necht X je nahodnd velic¢ina. Potom pro nahodnou velicinu Y = aX+b,a # 0 plati
E(Y) =aE(X) + b,
D(Y) = a*D(X).

Dukaz. Podle dtsledku 1.83 véty 1.82 plati

y:ax+b,a7é0:>g(y):1f<y_b>.
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Dale

E(Y) = /m yg(y)dy = /m yé,f (y — b) dy = (%).

oo oo a
Zavedeme si substituci
y =ax +b,

dy = adzx.

Pro a > 0 zistavaji hranice beze zmény, pro a < 0 se zméni na opacné.

T qx teo
(= [ " @adds = [ (aaf(e) + bf(e) dn = aB(X) 4,

—00 ’ | —0o0

Pro rozptyl mame analogicky

+o0 +oo
) = [ - B gy = [ (ar+0—aB0 0 o (@lalds =

+o00o
/_ 0 (z — B(X))? f(2)dz = a? D(X).

O]

Véta 1.93. Necht X je ndhodnd velicina. Potom pro ndhodnou velicinu Y = (X — E(X))? plati

Véta 1.94. Necht X je ndhodnd velic¢ina. Potom plati

D(X) = BE(X?) — (E(X))".

+00 Foo
D(X) = / (z — BE(X))? f(x)dx = / (22 —2E(X)z + (E(X))?) f(2)dzx =

+00 +oo +oo
/ 22 f (&) dz — 2B(X) / of(@)dz + (B(X))? / f(@)do =
E(X?) - 2BE(X)E(X) + (B(X))* = B(X?) — (B(X))*.
O
Definice 1.95. Necht X je nadhodné velicina. Cislo 0(X) = /D(X) nazveme smérodatnou

odchylkou ndhodné veli¢iny X.

Definice 1.96. Normovand nahodna velicina k ndhodné veli¢iné X je

X B(X)

V=

Véta 1.97. Pro normovanou ndhodnou velicinu U plati

E(U) =0, D(U)=1.
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Dukaz.

Podle véty 1.92

1 E(X)
E(U) = ——E(X) — =0
Dale podle téze véty
1 1
D(U) = DX)=——DX)=1
(0(X))? D(X)
O
Definice 1.98. Necht X je ndhodn4 veli¢ina. Cislo
M3(X)

k1=

(0(X))?

nazveme koeficientem sikmosti nahodné velic¢iny X.

Definice 1.99. Cislo
My(X)

(o(X))?

nazveme koeficientem Spicatosti ndhodné veli¢iny X.

ke = -3

Véta 1.100. Necht X je ndhodnd velicina. Koeficient Sikmosti 1 koeficient $picatosti se neménd
pri linedrni transformaci. T.j. Va,b € R, a # 0:

k1(aX +b) = k1(X),
ka(aX + b) = kx(X),

Véta 1.101. Plati:

1. Pro symetrickou ndhodnou veli¢inu X je k1(X) = 0.

2. Pro ndhodnou velicinu s rozdélenim protdhlejsim vpravo je k1 > 0 a pro ndhodnou velicinu
s rozdelenim protahlejsim vlevo je k1 < 0.

3. Pro normadlni rozdéleni je ko = 0.

4. Mad-li ndhodnd velicina symetricke rozdéleni a je-li ko > 0, potom je funkce hustoty pro
x — Foo véetsi neZ funkce hustoty normdlniho rozdéleni se stejnou stiedni hodnotou.

5. Mad-li nahodnd velicina symetrické rozdéleni a je-li ko < 0, potom je funkce hustoty pro
T — 0o mensi nez funkce hustoty normalniho rozdéleni se stejnou stredni hodnotou.

Definice 1.102. Necht 0 < p < 1. p-kvantil ndhodné veli¢iny X je ¢islo x,, takové, ze F(z,) <
<p, F(zp,+0) > p.

Poznamka 1.103. p-kvantil neni uréen jednoznac¢né. Je-li X spojitd ndhodnd veli¢ina je
F(xp) =p.
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Definice 1.104. 0.5-kvantil ve nazyva medidn.
Definice 1.105. Modus  spojité ndhodné veli¢iny X je bod pro ktery plati f(Z) > f(x)Vz € R.
Priklad 1.106. Nahodné veli¢ina mé funkci hustoty

0, proz <0,
flx)=1 aBz—a?), pro0<z <3,
0, prox > 3.

Urcete parametr a, stfedni hodnotu a rozptyl.

ReSeni. Musi platit
“+oo
f(z)dz = 1.

—00

+
8
&h
—~~
8
SN—
Q
S
Il
O\
w
=8
w
S
|
&
\9
QU
=
Il
)
| — |
)
S
no
Q| =
w
| I
w
Il
IS
| — |
‘ [\)
\]
I
©
—_
Il
—_
Q
Il
| DO

Priklad 1.107. Graf funkce hustoty ndhodné veli¢iny X tvofi na intervalu [0, a] pfimka spo-
jujici body (0,2/a) a (a,0). Mimo interval [0,a] je funkce hustoty nulova. Urzete: hodnotu
parametru a, stfedni hodnotu a rozptyl.

Reseni.
0 x <0,
fl@)y=¢ —Zz+2 z€l0,d,
0 , T > a.

Musi platit

oo a 2 2 222 2
der=1= - “lde=—-———+ =
/—oo f(x) ! /0 < a2$+ CL> ! (12 2 " am
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1.20 Ciselné charakteristiky dvourozmérnych nahod-
nych veli¢in
Definice 1.108. Centrdlnim bodem dvourozmérné nahodné veli¢iny (X,Y) nazveme bod
(E(X), E(Y)).
Definice 1.109. Necht X, Y jsou ndhodné veli¢iny. Hodnotu
K(X,Y) = EXY) - EX)E(Y)

nazyvame kovariact ndhodnych veli¢in X, Y.

Véta 1.110. Plati:

1. K(X,Y) = K(Y, X).
2. K(X,Y) = 0 pro nezavislé nahodné veliciny X, Y.
3. K(X,X) = D(X).

4. K(X,X) = B(X?) - [E(X)]%

Definice 1.111. Necht (X,Y) jsou ndhodné veli¢iny. Hodnotu

K(X,Y)

RN = S o)

nazyvame korelacnim koeficientem ndhodnych veli¢in X, Y.

Veéta 1.112. Plati:
I “1<R(X,Y)<1.
2. R(X,Y) = R(Y, X).
3. R(X,Y) =0 pro nezdvislé X, Y.
4. Je-li Y =aX +b,a # 0, potom R(X,Y) = sign a.
Priklad 1.113. Dvourozmérnd ndhodné veli¢ina (X, Y) m4 funkci hustoty

) = a(z® +y?), prox? +y? <r?
Y= 0, proz?+y%>1r2

Urcete koeficient a.
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Reseni. Koeficient a uréime z rovnice

a//(x2 +yH)dzdy = 1,

kde integrujeme pies kruznici 22 + y? = r2. Pfejdeme k polarnim soufadnicim a dostaneme

2 r
a/ / o3dodp =1,
0 0

.
—2ra =1
1 Ta ,

Priklad 1.114. Dvourozmérnd nahodné velic¢ina (X, Y) ma funkci hustoty

| asin(x +y), v oblasti D,
flz,y) = { 0, mimo oblast D,

kde oblast D je urzena nerovnostmi 0 < z < 7/2,0 <y < m/2.
Urcete

1. Koeficient a,
2. Stfedni hodnoty E(x), E(y),
3. Smérodatné odchylky o(z),o(y),

4. Koeficient korelace.

Reseni. 1. Musi platit

w/2 /2
a/ / sin(z + y)dydzr = 1.
0 0

/2
/ / sin(z + y)dydx = —a/ cos(x + y)]g/2 dr =
0

(sinx + cosz)dr = a (sinx — cosz)|y /2 — 9a.

Odtud

\

1
a=—.
2

/2
/ / xsin(x + y)dydx = - / :L‘dx/ sin(z + y)dy =

1
:—2/0 cos(z +v)|, /Qxda:——z/o {cos(m—i— 2)—cosx] zdr =
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1 w/2 1 /2 1 /2
:/ x [sinz + cosz|dr = - [sinz — cos z]|, —/ [sinx — cosz|dx =
2 Jo 2 2 Jo
1
= Z + = (cosx —i—sinnr:)]g/2 = Z
Stejnym zpusobem dostaneme
Bly) =%
Y 1
3.
/2
D(z) = E(2?) — / / 2% sin(z + y)dydz — E
1 7T/2 2 / T 9 7-[-2
—2/0 x cos(a:—l—y)] dx _16:2/0 x (smaH—cosa:)dw—E
/2 2
= x2(sinxcosx)‘g/2/ x(sinx—cosx)dm—l =
o 16
2 /2 w/2 7_[_2
— + z(sinz + cos x)|, —/ (sinx + cosz)dr — —
8 o 16
2 2 2
=%+g+ (sinx—cosx)g/z—%=%+g—2
Stejnym zpusobem dostaneme D(y) = D(x).
(@) =o) =+ T 2
x) = =\t
o= o 16 " 2
4.
w/2
K(z,y) = E(xy) — / / zysin(z + y)dydr — ZZ
1 /2 w/2 2
2/0 x /0 ysin(z + y)dy da:—1—6
_ 8m—16 — 7
B 16 '
K -1
(wy) _8m—16—7" (o454

Riw.y) = o(x)o(y) T 72 4 81— 32

1.21 Regresni koeficient a regresni primka

Necht X, Y jsou ndhodné veli¢iny. Necht ndhodnéa veli¢ina Z je linedrni funkci ndhodnych veli¢in
Y, X, tj. Z =Y — kX. Hleddme takové k, aby D(Z) bylo minimalni.

D(Z) = D(Y — kX) = E((Y — kX)?) — (BE(Y — kX))? =
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= B(Y?) — 2kE(YX) + K*E(X?) — (E(Y))? + 2kE(X)E(Y) — k*(E(X))? =
= D(Y) + k*D(X) — 2k K (X, Y)

£ D(Z) = 2KD(X) ~ 2K(X,¥) = 0
KX, Y) o(Y)
k= DO = R(X,Y) o(X)

Definice 1.115. Koeficientem regrese nahodné veli¢iny nazyvame cislo

K(X,Y)
D(X)

a(Y)

"= (%)

= RX, V)2
Dausledek 1.116. Hodnota k nam ddava minimum D(Z).

Dukaz. Protoze

d
—D(Z)=0
7 P@)
a
i D(Z) =2D(X) >0
a2 (z) (X) >
dava ndm hodnota k£ minimum D(Z). O

Definice 1.117. Primku
y— E(Y) = k(z — E(X))

nazyvame regresni primkou ndhodné veli¢iny Y vzhledem k ndhodné veli¢iné X.

Priklad 1.118. Necht (X,Y) je diskrétni ndhodné veli¢ina se simultani frekven¢ni funkci

[z [[ O | 1 [ 2 | fla) ]
0 02101]0.05[ 035
1 0 (03] 0 0.3
2 0 [02]015] 035
| fly) |o2]06] 02 1 |

Urcete regresni ptimku.

Reseni. Uréime postupné E(X), E(Y), D(X), D(Y).
E(X)=0-035+1-03+2-0.35=1.

E(Y)=0-02+4+1-06+2-0.2=1.
D(X) = (0 —1)%0.35 + (1 — 1)%0.3 + (2 — 1)%0.35 = 0.7.
D(Y) = (0 —1)%0.2 4+ (1 — 1)%0.6 + (2 — 1)?0.2 = 0.4.
Dale
E(X-Y)=0-(024+0.14+0.05)+1-03+2-0.2+4-0.15=1.3.

Kovariace
KX Y)=13-1-1=0.3.
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Koeficient korelace 0.3
R(X)Y) = ———— = 0.567.
( ) v0.4v/0.7
Regresni koeficient
V0.4

k= 0.567T—— = 0.429.

V0.7

Regresni pfimka ma potom tvar
y—1=0.429(x — 1),

y = 0.4292 + 0.571.

1.22 Nejuzivanéjsi rozlozeni diskrétnich nahodnych

oo
velicin
1. Klasické rozloZeni. Nahodna veli¢ina X mé klasické rozloZeni s parametrem n € N,
jestlize
% prox =1,2,... n,
fla)=pX=1) =
0 pro zbyvajici ptipady.
Véta 1.119. Ma-li ndhodna velicina X klasické rozloZeni s parametrem n € N, potom
plati:
n+1
2
nc—1
D(X) =
2. Binomické rozlozeni Bi(n,p). Nahodna veli¢ina X ma binomické rozlozeni s parametry

n e Nape(0,1), jestlize
(Mp'(L—=p)"* proi=0,1,2,...,n,

fli) =p(X=1i) =
0 pro zbyvajici pripady.

Véta 1.120. Md-li nahodnd veli¢ina X binomické rozloZeni Bi(n,p), potom plati:
E(X) = np,

D(X) = np(1 - p),

I
Vnp(L=p)’

hy — L2 OP( = p)
np(l —p)

Modus & je uréen nerovnici (n+1)p—1<Z < (n+ 1)p.
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Dusledek 1.121. V pripadé, Ze (n+1)p je celé ¢islo, budeme mit pro modus dvé hodnoty.

Dausledek 1.122. Bi(n, %) md symetrickou frekvenéni funkci.

. Alternativni rozlozeni A(p). Ndhodnd veli¢ina X mé alternativni rozloZeni s paramet-

rem p € (0,1), jestlize
fA)=p, [f(O)=1-p.

Véta 1.123. Ma-li nahodna velicina X alternativni rozloZeni A(p), potom plati:

E(X) =p,
D(X) = p(1 —p),
= L2

V(L =p)’
= L= 6p(1—p)
2 p(l—p)

A(p) = Bi(1,p).

4. Poissonovo rozlozeni Po()). Ndhodna veli¢ina X m4 Poissonovo rozlozeni s parametrem

A\ € RT, jestlize

%e*)‘ pro:=20,1,2,...

0 pro zbyvajici priipady.

Véta 1.124. Ma-li ndhodnd veli¢ina X Poissonovo rozloZeni Po()\), potom plati:

E(X) =\,
D(X) = A,
k1 = /\7%,
ko = AL

Dusledek 1.125. E(X) = D(X) = X je charakteristickou vlastnosti Poissonova rozloZent.
Priklad 1.126. Urcete stfedni hodnotu diskrétni ndhodné veli¢inz s frekvenéni funkci

A=A
' )
m:

p(X=m) = m=20,1,2,....

Reseni. Jde o ndhodnou veli¢inu s Poissonovém rozloZenim.

o0 A=A o A=A N o0 Am—1
BX) = Zm ml Zm m! =Ae Z (m—1)I
m=0 m=1 m=1
Protoze -
-1

> i

— (m—1)!
po dosazeni dostaneme

EX) =\
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5. Negativni binomické rozlozeni Nbi(n,p). Kolik pokust pii Bernoulliovské posloup-
nosti nezavislych pokust je tfeba udélat, aby nastal jev A po n-té? Jestlize ndhodna
veli¢ina X nabyva hodnoty poc¢tu pokusi, pii nichz jev A nenastal predtim nez nastal po
n-té a X = z;, pak jev A nastal po n-té v (x; + n)-tém pokusu.

Néhodn4 veli¢ina X mé negativni binomické rozloZzeni s parametry n € N a p € (0,1),

jestlize

(“:{f;l)pn(l —p)¥ prox; =0,1,2,...,n=1,2,...,

0 pro zbyvajici pfipady.

Véta 1.127. Mad-li ndhodnd veli¢ina X negativni binomické rozloZeni Nbi(n,p), potom
plati:

6. Geometrické rozlozeni Ge(p). Jde o rozlozeni Nbi(1,p). Pocet nezavislych pokust,
které konéi pri prvnim tspésném pokusu. Nahodna veli¢ina X mé geometrické rozlozeni
s parametrem p € (0, 1), jestlize

p(1—p)® prowx; =0,1,2,...,
0 pro zbyvajici piipady.

Véta 1.128. Ma-li nahodna velicina X geometrické rozlozeni Ge(p), potom plati:

7. Hypergeometrické rozlozeni H(N, M,n). Pocet prvka vykazujicich sledovanou vlast-
nost v souboru n prvkil, vybranych bez vraceni ze souboru N prvkd, z nichz celkem M
mé dannou vlatnost.

Nahodna veli¢ina X ma hypergeometrické rozlozeni s parametry N, M,n € NN > M,
jestlize
M\ (N—M
() Gia)
)
n

Véta 1.129. Md-li nahodna veli¢ina X hypergeometrické rozlozeni H(N,M,n), potom

fz) =

plati:
M
EX)=n—
(%) =n't,
M M\ N —n
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VD 4

1.23 Nejuzivanéjsi rozloZeni spojitych nahodnych ve-
li¢in

1. Rovnomérné rozloZzemni. Nadhodné veli¢ina X mé rovnomérné rozloZeni, jestlize mé
konstantni hustotu pravdépodobnosti na celém intervalu hodnot, kterych miize nabyt.
Funkce hustoty je

1
— rox € |a,b
floy={ Fa Poze
0 pro = & [a, b).
Distribucni funkce je

0 z < a,
F(x) =4 7=% proz¢€[a,b],
1 pro x > b.

Véta 1.130. Mad-li nahodnd velicina X rovnomérn€ rozloZent, potom plati:

B(X) = J(a+1)
D(X) = (b~ )",
ky =0,
0~ o)’
80 >

2. Normalni rozloZeni No(u, ). Nahodné veli¢ina X mé normalni rozlozeni s parametry
1€ R o> 0, jestlize ma funkci hustoty

1 _@=p)?
fla) = —m=e %
27
a distribuc¢ni funkci
;L
Fl(x o2 dt.
(@) U\/ 27
Véta 1.131. Ma-li ndhodnd veli¢ina X normdlni rozlozeni No(u, o), potom plati:
E(X) = M,
D(X) = o2

Dukaz:

B(x) = — / e
€Tr) = 20 €.
oV21 J_x

T —p
g

Zavedeme si substituci

=t=x=o0t+ pu=dr=odt

Po dosazeni mame

“+oo “+o00 2
E(x) (ot + 2dt / 2dt+/
\/271'/ e V2T

Protoze prvni integral je integralem z liché funkce, ktery je roven nule, a druhy integral

je roven /2.
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Normalni rozlozeni N(u,o)

Priklady:
1. N(0,1/2) me—
2. N(0,]) m—

3. N(03)

10 -

08 |

0.6

Funkce hustoty

)’

e 202
o2

(%)=

Obr. 1.1:

Distribucni funkci

F(x)= e 2 dt
2 o\2rx _'[O

Normalni rozlozeni 1
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Normalni rozlozeni N(u,o)

Priklady:
1. N(=11) e———
2. N(0)]) ——
3. N(LD
R ) 2 P
Funkce hustoty Distribu¢ni funkci
1 _Gemp)? 1 =’
S(x) = e F(x)= e 2 dt
o227 o 27r,J;

Obr. 1.2: Normalni rozlozeni 2

3. Exponenciilni rozloZzeni E(A, d). Nahodna veli¢ina X mé exponencialni rozlozeni s pa-
rametry A € R, d > 0, jestlize ma funkci hustoty

0 <A,
f(x) =
1 z—A
Ee d T > A,
a distribuéni funkci
0 < A,
F(z) =

l—e"a x> A
Véta 1.132. Mad-li ndhodnd veli¢ina X exponencidlni rozlozeni E(A,d), potom plati:
EX)=A+d,
D(X) = d>.
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Normalni rozlozeni N(u,o)

1.
2.
3.

Ptiklady:
N(-16) —
N(0,2) e—

N(1,3)

.

S

Funkce hustoty

_Gap)?
207

fx)=

e

o227

L
5

10 -10

-5

Distribucni funkci

1 =)

F(x)=

o2z °,

Obr. 1.3: Normalni rozloZzeni 3

je 20 gy
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4. Gama rozlozeni I'(m, d). Ndhodn4 veli¢ina X mé gama rozloZeni s parametry m > 0,d >
> 0, jestlize ma funkci hustoty

kde "
I'(m) = / e it 1at.
0

Véta 1.133. Md-li ndhodnd veli¢ina X gama rozloZeni I'(m, d), potom plati:
E(X) =md,
D(X) = md>.

Dusledek 1.134. Prom =1 je I'(1,d) = E(0,d).

5. Beta rozlozeni Be(p, ¢). Ndhodna veli¢ina X mé beta rozloZeni s parametry p > 0,q > 0,
jestlize ma funkci hustoty

0 z ¢ (0,1),
f(x) =

B(}D,q) P11 —2)9t 2z €(0,1),

kde )
Blp,q) = / N1~ 2)0
0

Véta 1.135. Md-li nahodnd veli¢ina X beta rozloZeni Be(p, q), potom plati:

B = T,
_ pq
D)= P+93?(p+q+1)
_ T(p)T(q)
B(p, Q) = m

6. Pearsonovo rozloZeni x2.(¢ti chi-kvadrat) Néhodna veli¢ina X méa rozlozeni x? s k
stupni volnosti, jestlize ma funkci hustoty

0 xz <0,

L (e_%> <:):§_1> x>0
2k/21(%) '

Véta 1.136. Md-li ndhodnd velicina X rozloZeni x? s k-stupni volnosti, potom plati:

fz) =
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Chi-kvadrat rozlozeni x~(n)

Priklady:

1. 220 —— 10 F .
2. ZZ (4) —
020 3. 20 sl
015 06

0.10 04 |-

0.05 02k

Funkce hustoty Distribuéni funkci
0 ,x<=0
== e x>0
251“(%)

Obr. 1.4: Pearsonovo rozlozeni

D(X) = 2k,
4
k= ——,
V2R
12
k2 — ?7
k
r(E.2)= ()

I
25

7. Studentovo rozloZeni t. Mé&me dvé nezévislé ndhodné veli¢iny U, Y. Necht mé U roz-

lozeni No(0,1) a Y m4 rozlozeni 2. Utvoime ndhodnou veli¢inu

Nahodna veli¢ina T ma rozlozeni t o k stupnich volnosti s funkci hustoty pro k € N,z € R

k41

- g (%) -
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Studentovo rozlozeni (k)

Priklady:
1. i(l)  ——————
2. 1(2) ——— sl
3. «7) '

0.6

02 -

-4 -2

P
2

Distribuéni funkci

Funkce hustoty

F(%) x? - F(x) F(%) j;(l 7’ )_ﬂd
fe= (e n=—2Jae T ar
kyook \/%r(g) o

MF(E)

Obr. 1.5: Studentovo rozlozeni

k41
_ D ( )
Ve
Pro k — 400 konverguje t-rozlozeni k rozlozeni No(0,1).

Véta 1.137.
k1 =0,

8. Fisherovo - Snedecorovo rozlozeni F. Méjme dvé nezévislé ndhodné veli¢iny X, Y
Necht ma X rozlozeni x%(n1) a Y m4 rozlozeni x?(nz). Utvoime ndhodnou veli¢inu

F =

3 |=| 3 [
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Fisherovo-Snedecorovo K

rozloZeni (n,1,)

Priklady:

08 1. F(3,15) w—

r 10F
2. F(7,15) w—
3. F(12,15)
08 -
0.6

06
04
04

. | . . .
-1 1 2 3 4 5 1 2 3 4

02 |

Funkce hustoty Distribucni funkci
nom _mtny P ,1,1 nt
f)=——— Py Cr D ) Fe=— (0 [r2 1+ dr
D 2 B(? U

Obr. 1.6: Fisherovo - Snedecorovo rozloZeni 1

Nahodna veli¢ina F ma rozlozeni F(ni,n2) o n1 a ny stupnich volnosti s funkei hustoty
proni,ne € Nz >0

9. Weibullovo rozlozeni W (4,0, k). Nahodna veli¢ina X ma rozlozeni W (d,b,k) o 6 >
>0,k > 0,b € R, jestlize ma funkci hustoty

f(x)—{ %(aj—b) exp( (x_éb)k) prox >b

0 pro x < b.

Dusledek 1.138. W(d,b,1) = E(b,0).
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Fisherovo-Snedecorovo K

rozlozeni (7,,1,)

0l Priklady:
) ; f 1. FGl) e 101
0.63’ 2. F(35) m—
3. F@3,15) 08 -
05
04 0.6 -
03 F
04
02
£ 02
M \\
T T T
Funkce hustoty Distribu¢ni funkci
1 moom _mtn 1 n moxom oy n _mtny
f(x)= Ay gty 2 F(x)= (2 [r2 (+te) 2 dr
B M2y 1y n, Bl Ty m L n
272 22

Obr. 1.7: Fisherovo - Snedecorovo rozlozeni 2
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Weibulovo rozlozeni pro £ > 1 modeluje Zivotnost zarizeni podléhajiciho opotfebeni a
nebo tnavé materialu.

Weibulovo rozlozeni pro & < 1 modeluje zivotnost zafizeni, kde dochézi k porucham
v disledku skrytych vad, nikoliv opotfebenim.

1.24 Vlastnosti normalniho rozlozZeni

Néahodna veli¢ina X mé normalni rozlozeni s parametry p € R, o > 0, jestlize ma funkci hustoty

1 (a—p)?
a distribuéni funkeci )
1 z t—
F(z) = / e %dt.
oV21 J -0 20

vvvvvv

nahodné veliciny je zpusobeno souc¢tem velkho poc¢tu nepatrnych a vzajemné nezavislych jeva a
vlivi.
Modus & = p, f(u) = (ov2m)7L.
Inflexni body x = p + 0.
Véta 1.139. Pro ndhodnou velicinu X s normdlnim rozloZenim No(u, o) plati
EX)=pu, DX)=o>
Véta 1.140. Je-li X ndhodnd velicina s normdlnim rozlozenim No(u,o), potom normovand

ndhodnd velicina U k ndhodné veli¢iné X md normdlnt rozloZeni No(0,1).

Distribu¢ni funkce ndhodné veli¢iny X s normélnim rozlozenim No(u, o) je tvaru

)2

(t—p
202 (.

Tento integral nelze vyjadiit pomoci elementarnich funkci.

Definice 1.141. Laplaceovou funkci nazveme

1 w 2

Laplaceova funkce je distibu¢ni funkce norméalniho normovaného rozlozeni.

Hodnoty funkce ®(u) jsou uvedeny v tabulce 1.1 a 1.2.

Véta 1.142. Necht F(x) a ®(u) jsou distribucni funkce normdalniho rozloZeni a normovaného
normdlniho rozloZeni. Potom
x—p
Flx)=® .
@=a("2")
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Dusledek 1.143. Bud X ndhodnd veli¢ina s normdlnim rozloZenim No(u, o). Potom pro libo-
volné x1,x2 € R, x1 < xo plati

p(xlgxgxz)—q><x2_”>—@(xl_“>.

o g

Véta 1.144. Pro Laplaceovu funkci plati

Véta 1.145. Zakon t¥i sigma
Pro nahodnou velicinu s rozloZenim No(u, o) plati,

P(p—30 <X < pu+30) > 99.7%.

Dukaz. Nahodna veli¢ina mé rozlozeni No(u, o), potom

30 — — 30—
P(M—30<X<u+30):@<w>_¢)<w>:
4 o

_ o <3j> By (i"’) _ B(3) — B(—3) = 20(3) — 1 = 0.997...
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Tab. 1.1: Hodnoty Laplaceovy funkce ®(u) I.

®(u)

u

®(u)

u

®(u)

u

®(u)

®(u)

0,00
0,01
0,02
0,03
0,04
0,05
0,06
0,07
0,08
0,09
0,10
0,11
0,12
0,13
0,14
0,15
0,16
0,17
0,18
0,19
0,20
0,21
0,22
0,23
0,24
0,25
0,26
0,27
0,28
0,29

0,5000000
0,5039894
0,5079783
0,5119665
0,5159534
0,5199388
0,5239222
0,5279032
0,5318814
0,5358564
0,5398278
0,5437953
0,5477584
0,5517168
0,5556700
0,5596177
0,5635595
0,5674949
0,5714237
0,5753454
0,5792597
0,5831662
0,5870604
0,5909541
0,5948349
0,5987063
0,6025681
0,6064199
0,6102612
0,6140919

0,30
0,31
0,32
0,33
0,34
0,35
0,36
0,37
0,38
0,39
0,40
0,41
0,42
0,43
0,44
0,45
0,46
0,47
0,48
0,49
0,50
0,51
0,52
0,53
0,54
0,55
0,56
0,57
0,58
0,59

0,6179114
0,6217195
0,6255158
0,6293000
0,6330717
0,6368307
0,6405764
0,6443088
0,6480273
0,6517317
0,6554217
0,6590970
0,6627573
0,6664022
0,6700314
0,6736448
0,6772419
0,6808225
0,6843863
0,6879331
0,6914625
0,6949743
0,6984682
0,7019440
0,7054015
0,7088403
0,7122603
0,7156612
0,7190427
0,7224047

0,60
0,61
0,62
0,63
0,64
0,65
0,66
0,67
0,68
0,69
0,70
0,71
0,72
0,73
0,74
0,75
0,76
0,77
0,78
0,79
0,30
0,81
0,82
0,83
0,84
0,85
0,36
0,87
0,38
0,89

0,7257469
0,7290691
0,7323711
0,7356527
0,7389137
0,7421539
0,7453731
0,7485711
0,7517478
0,7549029
0,7580363
0,7611479
0,7642375
0,7673049
0,7703500
0,7733726
0,7763727
0,7793501
0,7823046
0,7852361
0,7881446
0,7910299
0,7938919
0,7967306
0,7995458
0,8023375
0,8051055
0,8078498
0,8105703
0,8132671

0,90
0,91
0,92
0,93
0,94
0,95
0,96
0,97
0,98
0,99
1,00
1,01
1,02
1,03
1,04
1,05
1,06
1,07
1,08
1,09
1,10
1,11
1,12
1,13
1,14
1,15
1,16
1,17
1,18
1,19

0,8159399
0,8185887
0,8212136
0,8238145
0,8263912
0,8289439
0,8314724
0,8339768
0,8364569
0,8389129
0,8413447
0,8437524
0,8461358
0,8484950
0,8508300
0,8531409
0,8554277
0,8576903
0,8599289
0,8621434
0,8643339
0,8665005
0,8686431
0,8707619
0,8728568
0,8749281
0,8769756
0,8789995
0,8809999
0,8829768

1,20
1,21
1,22
1,23
1,24
1,25
1,26
1,27
1,28
1,29
1,30
1,31
1,32
1,33
1,34
1,35
1,36
1,37
1,38
1,39
1,40
1,41
1,42
1,43
1,44
1,45
1,46
1,47
1,48
1,49

0,8849303
0,8868606
0,8887676
0,8906514
0,8025123
0,8943502
0,8961653
0,8979577
0,8997274
0,9014747
0,9031995
0,9049021
0,9065825
0,9082409
0,9098773
0,9114920
0,9130850
0,9146565
0,9162067
0,9177356
0,9192433
0,9207302
0,9221962
0,9236415
0,9250663
0,9264707
0,9278550
0,9292191
0,9305634
0,9318879
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Tab

. 1.2: Hodnoty Laplaceovy funkce ®(u) II.

®(u)

®(u)

u

®(u)

u

®(u)

®(u)

1,50
1,51
1,52
1,53
1,54
1,55
1,56
1,57
1,58
1,59
1,60
1,61
1,62
1,63
1,64
1,65
1,66
1,67
1,68
1,69
1,70
1,71
1,72
1,73
1,74
1,75
1,76
1,77
1,78
1,79

0,9331928
0,9344783
0,9357445
0,9369916
0,9382198
0,9394392
0,9406201
0,9417924
0,9429466
0,9440826
0,9452007
0,9463011
0,9473839
0,9484493
0,9494974
0,9505285
0,9515428
0,9525403
0,9535213
0,9544860
0,9554345
0,9563671
0,9572838
0,9581849
0,9590705
0,9599408
0,9607961
0,9616364
0,9624620
0,9632730

1,80
1,81
1,82
1,83
1,84
1,85
1,86
1,87
1,88
1,89
1,90
1,91
1,92
1,93
1,94
1,95
1,96
1,97
1,98
1,99
2,00
2,01
2,02
2,03
2,04
2,05
2,06
2,07
2,08
2,09

0,9640697
0,9648521
0,9656205
0,9663750
0,9671159
0,9678432
0,9685572
0,9692581
0,9699460
0,9706210
0,9712834
0,9719334
0,9725711
0,9731966
0,9738102
0,9744119
0,9750021
0,9755808
0,9761482
0,9767045
0,9772499
0,9777844
0,9783083
0,9788217
0,9793248
0,9798178
0,9803007
0,9807738
0,9812372
0,9816911

2,10
2,11
2,12
2,13
2,14
2,15
2,16
2,17
2,18
2,19
2,20
2,21
2,22
2,23
2,24
2,25
2,26
2,27
2,28
2,29
2,30
2,31
2,32
2,33
2,34
2,35
2,36
2,37
2,38
2,39

0,9821356
0,9825708
0,9829970
0,0834142
0,0838226
0,0842224
0,9846137
0,9849966
0,9853713
0,9857379
0,9860966
0,9864474
0,9867906
0,9871263
0,0874545
0,9877755
0,9880894
0,9883962
0,9886962
0,9889893
0,9892759
0,9895559
0,9898296
0,9900969
0,9903581
0,9906133
0,9908625
0,9911060
0,9913437
0,9915758

2,40
2,41
2,42
2,43
2,44
2,45
2,46
2,47
2,48
2,49
2,50
2,51
2,52
2,53
2,54
2,55
2,56
2,57
2,58
2,59
2,60
2,70
2,80
2,90
3,00
3,20
3,40
3,60
3,30
4,00

0,9918025
0,9920237
0,9922397
0,9924506
0,9926564
0,9928572
0,9930531
0,9932443
0,9934309
0,9936128
0,9937903
0,9939634
0,9941323
0,9942969
0,9944574
0,9946139
0,9947664
0,9949151
0,9950600
0,9952012
0,9953388
0,9965330
0,9974449
0,0981342
0,9986501
0,9993129
0,9996631
0,9998409
0,9999277
0,9999683

4,50
5,00
5,50

0,9999966
0,9999997
0,9999999
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1.25 Limitni véty

Véta 1.146. Prvni CebySevova nerovnost
Necht X je ndhodnd velicina, kterd nabyvd pouze nezdpornich hodnot. Potom

p(X>1) < EX).
Dukaz. Necht X je diskrétni ndhodnd veli¢ina s frekvenéni funkei f(x). Potom pro nezaporné

x; plati

pX>1) =) flz) <Y xif(x) <Y wif(zi) = BEX).

O
Véta 1.147. Druhi CebySevova nerovnost
Pro kazdou ndhodnou veli¢inu X a pro kazdé € > 0 plati
D(X
p(X—EX)| <e)>1-— 5(2 )
Dukaz.
p(X—EX)[>¢e) =1-p(X-EX)|<¢)
X—-EX X - E(X)|?
p(|X—E(X)| 25)2p<|5()| > 1) :p<|52()‘ > 1)'
Podle prvni CebySevovy nerovnosti pro ndhodnou veli¢inu s nezapornymi hodnotami plati
X - EX)]? X - E(X)? D(X
p(EBOL 5 1) p (H=ECOR) _ D60
€ € €
Je tedy
D(X
1-p(IX—EX)|<e) < 5(2 )
Po tpravé dostaneme tvrzeni véty. O

Piiklad 1.148. Pomoci druhé CebySevovy nerovnosti odhadnéte pravdépodobnost
p(IX - B(X)| < 0.1)

pro néhodnou veli¢inu X s rozloZenim E(3, 55).

Reseni. Pro ndhodnou veli¢inu s exponencidlnim rozlozenim E(A, d) plati

1
B(X)=A+d= E(X) =3+ 5 = 3.05,

D(X) = d? = D(X) = 0.0025.

Dosadime

0.0025
0.01

(X —EBE(X)| <e)=p(|X—3.05 <0.1)>1— =1-0.25=0.75.
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Véta 1.149. Bernouliova véta, Zakon velkych cisel
Necht nahodnd veli¢ina X md rozloZeni Bi(n,p), potom pro libovolné ¢ > 0 plati

X 1-—
n ne

Diikaz. Podle druhé Cebysevovy nerovnosti plati

([Ep(E) <) 212

n n -
Néhodna veli¢ina X ma binomické rozlozeni Bi(n,p) a proto

E(X)=np, D(X)=np(l-p).

Podle véty 1.92 méame

Dusledek 1.150. Necht ndhodnd velicina X md rozloZeni Bi(n,p), potom pro libovolné € > 0

plati
X
lim p(’—p‘ <€> =1.
n—-+o00 n

Priklad 1.151. Méjme nahodnou veli¢inu s binomickym rozlozenim Bi(1000;0.514). Urcete:
a) Pravdépodobnost, Ze relativni ¢etnost se bude od pravdépodobnosti lisit 0 méné nez 0.02.
b) Kolik musime udélat pokust, aby jsme s pravdépodobnosti alespon 0.95 mohli oc¢ekéavat, ze
se relativni ¢etnost bude lisit od pravdépodobnosti o méné nez 0.027

Reseni. Nahodn4 veli¢ina X ma binomické rozlozeni Bi(n,p) a proto

E(X)=np, D(X)=np(l-p).

Relativni ¢etnost je veli¢ina %.
a) Podle Bernoulliovy véty mame
X
pll—=—p <e)=21-
n

p(1 —p)
ne?

Dosazenim dostaneme

~ 0.514(1 — 0.514)

= 0.3755.
1000 - 0.022

X
= 0514 <0.02) > 1
p( 1000 ’ < ) =
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b) Opét podle Bernouliovy véty mame
0.514(1 — 0.514)

X
— —0.514 02)>1- > 0.95.
p<n 0.5 '<OO>_ 0022 >0.95
Vyfesime posledni nerovnost
.514(1 — 0.514
1—05 (1-05 )20.95

n-0.022
a dostaneme
n > 12490.

O]

Véta 1.152. Lindebergova - Levyho véta, Centralni limitni véta
Necht X1,Xs,...,X,, jsou navzdjem nezdvislé ndhodné veliciny, které maji vsechny stejnou
stredni hodnotu 11 a stejny rozptyl o2. Potom pro dostatecné velké n md ndhodnd velicina

Xi+Xo+ -+ X, —nu

Y =
ov/n

priblizné normdlni rozloZeni No(0,1).

Dusledek 1.153. Necht X1,Xo, ..., X, jsou navzdjem nezdvislé ndhodné veli¢iny, které magi
viechny stejnou stiedni hodnotu 1 a stejnij rozptyl 0. Potom pro dostatecné velké n pro ndhodnou
velicinu Y = X1 +Xo 4+ -+ + X, a pro libovoln€ x1,x0 € R, 1 < 29 plati

E(Y)=nu, D(Y)=no%
Véta 1.154. Moivreova - Laplaceova véta
Necht ndhodna veli¢ina X md binomické rozloZeni Bi(n,p). Jestlize je n dostatecné velké a p

nent blizké ani k nule ani k jedné, potom lze toto binomicke rozloZeni aproximovat normdinim
rozlozenim No(u, o), kde p = np,o = \/np(l — p).

Dausledek 1.155. Necht X mda binomické rozlozeni Bi(n,p). Potom pro dostatecné velké n,
v praxi n > 30, p které nent blizké ani k nule ani k jedné a pro libovoln x1,x9 € R, 21 < 29 plati

. m—np | z1—np
p(xlgxgxz)_q>< np(l—p)> (I)< np(l—p))

E(X)=nu, D(X)=no>
Aprozimace se povazuje za vyhovujici pro

1 n

Priklad 1.156. Pravdépodobnost nastoupeni jevu A v kazdém pokuse je rovna 0.7. Pomoci
Moivre-Laplaceovy véty odhadnéte, kolikrat musime opakovat pokus, abychom s pravdépodob-

nosti 0.9 mohli ocekavat, Ze se relativni c¢etnost bude odliSovat od pravdépodobnosti o0 méné nez
0.057
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Reseni. Mame nahodnou veli¢inu s binomickym rozlozenim, které miizeme aproximovat nor-
méalnim rozlozenim.

X
‘ - 0.7‘ < 0.05,
n

0.65n < X < 0.75n.
0.75n — 0.7n) B (0.65n — O.7n>

vVn-0.7-0.3 vVn-0.7-0.3

p(0.65n < X < 0.75n) = @ <
o < 0.05m > % <_ 0.05m > _ 9% < 0.05m ) 1-009
vn-0.7-0.3 vn-0.7-0.3 vn-0.7-0.3
0.05m
®| —— ] =095
(\/n -0.7- 0.3>
0.05/n

V21
n = 228.65

= 1.645

Musime provést alespon 229 pokusii.
Podle presnosti Vami pouZitych hodnot Laplaceovy funkce se mize numericky vysledek odlisovat
O

Priklad 1.157. Bylo provedeno 100 nezévislych pokusii. Pravdépodobnost nastoupeni jevu A
je v kazdém pokuse rovna 0.2. Urcete pravdépodobnost, Ze pocet nastoupeni jevu A bude vétsi
nez 15 a mensi nez 30.

Reseni. Nahodna veli¢ina udévajici podet nastoupeni jevu A méa binomické rozlozeni
Bi(100;0.2). Budeme je aproximovat normalnim rozlozenim No(u, o), kde

pw=mnp=100-0.2 = 20,

o =+/np(l —p) =+100-0.2-0.8 = V16 = 4.

30 — 20 15—-20
p(15<X<30):<I>< 1 >—<I>< 1 ):

$(2.5) — ®(—1.5) = 0.99379 — (1 — 0.89435) = 0.88814.

Proto

O]

Priklad 1.158. Pravdépodobnost nastoupeni jevu A je v kazdém pokusu rovna p. Jestlize je
n dostatecéné velké (n > 100), jak je pravdépodobnost, ze pocet nastoupeni jevu A bude od «
do S.

Reseni. Pomoci Moivre-Laplaceovy véty

P(O¢<m<5):P< a-np i f—np ):

Vnp(1—p) - vnp(1—p) - vnp(1—p)

_ (M?) s (cv—np) |
np(l —p) np(l —p)
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Véta 1.159. Poissonova

Méjme posloupnost {X,,} ndhodnych veli¢in s rozlozenim Bi(n,py,),n =1,2.... Necht p, — 0

pron — 400 a lim np, = A, kde A > 0 je konstanta. Potom
n——+00

lim p(X, =14)= lim <?Z>pz(1 —p)t = %e_/\.

n—-+o0o n—-+o0o

Neboli binomické rozlozeni v limité prechazi v Poissonovo.

V praxi pro n > 30 a p < 0.1 mizeme Bi(n,p) aproximovat rozlozenim Po(A = np) s chybou

mensi ne§ 1072,

Pojmy k zapamatovani

— Definovali jsme si pravdépodobnost a odvodili si jeji zdkladni vlastnosti.

— Zavedli jsme si ndhodnou veli¢inu a ulazali si, jak se s ni pracuje.

— Uvedli sme si n€které nejuzivanéjsi rozlozeni diskrétnich i spojitych ndhodnjch veli¢in.

— Specialni pozornost jsme vénovali normalnimu rozlozeni.
— Seznamili jsme se s limitnimi vétami.
Kontrolni otazky

1. Co rozumime pojmem rozptyl?
2. K ¢emu nam slouzi ndhodné veli¢ina?

3. Kde se vSude muzZete setkat s normalnim rozloZzenim?

Cvicéeni

1. Obrazovka radaru je kruhova o poloméru r. Pfi zapnuti se na ni ndhodné objevi svitici bod
znamenajici letici objekt. Urcete pravdépodobnost, ze svitici bod bude od stfedu obrazovky
r

vzdalen o méné nez 3

2. Nahodn4 veli¢ina X ma funkci hustoty

a
fa) = { T Pl<e

0, |z| > a.

Urcete 1) parametr a, 2) pravdépodobnost, ze ndhodné veli¢ina X bude lezet v intervalu

(5:a).

3. Muze byt pro né€kterou spojitou nahodnou veli¢inu X
a) distribuéni funkce vétsi nez 17
b) funkce hustoty vétsi nez 17
c) distribuéni funkce zaporna?
d) funkce hustoty zaporna?
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4. Nahodn4a veli¢ina X ma Laplaceovo rozlozeni s funkci hustoty
f(z)=a-e Nl

kde A > 0 je konstanta piislusnd k danému rozlozeni. Uréete a) paramatr a, b) distribuéni
funkci, ¢)E(X), d) D(X).

5. Tovarna vyrobi za sménu 20 000 diod. Pravdépodobnost vyroby vadné diody je 0.02. Jaka je
pravdépodobnost, ze pocet vadnych diod za sménu bude nejvyse 450.

6. Tovarna vyrobi za sménu 15 000 ¢ipti. Pravdépodobnost vyroby vadného ¢ipu je 0.03. Jak je
pravdépodobnost, Ze pocet vadnych Cipt za sménu bude nejvyse 475.

7. Je dana funkce

0, x <0,
ax?, 0<x<,

flz) = a2-12)?, 1<z<2,
0, x> 2.

Urcete: a) parametr a tak, aby funkce f(x) byla funkei hustoty, b) stfedni hodnotu, rozptyl
a smérodatnou odchylku, c) koeficienty Sikmosti a $picatosti.

8. Pravdépodobnost poruchy stroje za dobu T je rovna 0.2. Urcete pravdépodobnost, Ze ze
100 strojt stejného typu, které pracuji nezavisle na sob€, bude mit poruchu 14 az 26 strojt.
Reste a) pomoci binomického rozloZeni, b) pomoci CebySevovy nerovnosti, ¢) pomoci Moivre-
Laplaceovy véty.

9. Odhadnéte pomoci Moivre-Laplaceovy véty, kolik je tieba provést nezavislych pokust,
abychom s pravdépodobnosti 0.8 ziskali alespori pétkrat kladny vysledek, jestlize pii kazdém
pokusu nastane kladny vysledek s pravdépodobnost™ 0.05.

10. Ndhodné veli¢ina X mé pro x > 0 funkci hustoty f(z) = Ame‘hz‘”Q, kde h > 0 je parametr,
aproz <0 je f(z) = 0. Urcete 1) koeficient A, 2) modus M, 3) stfedni hodnotu a rozptyl
4) pravdépodobnost, ze ndhodné veli¢ina bude mensi nez M.

11. Odhadnéte pomoci Moivre-Laplaceovy véty, kolik je tfeba provést nezavislych pokusi,
abychom s pravdépodobnost™ 0.9 ziskali alespon Sestkrat kladny vysledek, jestlize pti kazdém
pokusu nastane kladny vysledek s pravdépodobnosti 0.04.

12. Pro néhodnou veli¢inu X, kterd ma rozlozeni F'(2, k) uréete
1)P(X > x), 2) distribuéni funkeci.

13. Nahodny pokus spociva ve vytazeni 4 karet z dukladné promichané sady 32 karet. Urcete
pravdépodobnost, ze budou vytazeny karty cerved sedma, zelend desitka, zaludsky krél a
kulové eso v uvedeném potadi.

14. Mame 10 krabic. V kazdé je 10kouli. V i-té krabici je 7 ¢ernych a 10 —1 bilych kouli. Nahodné
vybereme krabici a z ni vyjmeme jednu kouli. Jak je pravdépodobnost, ze bude ¢erna?



1.25 LIMITNT VETY

Vysledky

1. Pouzijeme geometrickou pravdépodobnost

S |
pA) =5 =% =

- Sq w2

1
2. 1) Parametr a ur¢ime z podminky pro funkei hustoty
+oo
f(z)dz = 1.
—0o0
Proto

I

@ a 1
f(a:)d:v:/ ————dr=1=a=—.
- a2 — 22

0
1
3

1
2)p(%<X<%)=

3. Pfimo z definice plyne: a)ne, b) ano, c)ne, d) ne
4.
A
a=—
27
1 _—Xz
B e, z>0
Fa) = { 1— %e_’\x, x>0
E(X) =0,
2
5. Mame n = 20000, p = 0.02. Potom

Z = np = 20000 - 0.02 = 400, 0 =

np(l — p) = 19.79898987.
450 — 400
p(X < 450) = F(450) = & <

= ®(2.525381361 — 0.99413.
19.79898987) (2.52538136179) = 0.99413
6. Mame n = 15000, p = 0.03, potom

Z = np = 15000 - 0.03 = 450, 0 =

np(1 — p) = 20.893.
475 — 4
) = F(475) = < ™ — 450

B /

1 2 23
f(x)dx = a/ a2da —I—a/ (2—2)%dz = a

00 0 1

Odtud a = %
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3/, 3 (%, ) 3 45
— d — 2 — dr = —+14+ —=1.1
" 2/o$x+2/1x( pfdr= g Tt =1
3 (M 5. 3%, ) 1 45 186 63
=5 dr + 5 2—x)dr=—+ 5 ——F—+--=13
ms 2/03:x+2/1x( x)ac4—|—2 5+4 ,
1 2
3 186 381 22
6 4 2
=2 do+ 2 2 —z)lder=— +— —63+— =1—
my /Ox x+2/1:c( x)“dz 14+5 +14 2
My, =0,
My = mo — (ml)2 =0.1,
M3z = m3 — 3mimg + 2(m;)% =0,
1
My = my — 4mims + 6(m1)*mg — 3(my)? = 3=
Potom u
3
E(X)=m;=1,D(X)=My=0.1,0 = D(X),]ﬁ:F:()’
M4 1 1
kg =—2_3=35_ _3_—-_"=
S 0.01 7
8.

p(14 < X <26) =p(|X —20| <6)=p(|X —20| < 7).
a) Pfimy vypozet pomoci biomického rozlozeni je velmi zdlouhavy!
26

100
p(14< X <26)= > ( . ) - 0.2k(.8100-F
k=14

b) Podle Cebysevovy nerovnosti mame

np(1 —p) 100-0.2-0.8 16
X -2 >l-————=1-—-—=1——=0.
(] 0/<7) > = =) 9 0.6735
c) Podle Moivre-Laplaceovy véty mame:

x — 20

p(14 < X <26) =p <—1.5 < < 1.5) = 28(1.5) — 1 = 0.8664...

. Médme Bi(n,0.05) a mame urcit n.

n — 0.05n 5—0.05n
PE<X<n) =0 ——0" )@ 2" ) =08,
(5= ) (\/n0.05 : 0.95) <\/n0.05 : 0.95)

@(ﬁ-@)—@(%)—o.&

protoze je n > 5 je y/n- /19 > 4 a proto miZeme piedpokladat, ze ®(y/n - v/19) = 1. Potom
5 —0.05n
1o 222" ) _og,
<\/ 10.05 - 0.95)
5 —0.05n
o (2220 _go,
<\/0.0475n>

5-0.050 g

v0.0475n
n > 144.
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10. 1)
+o00

/ f(z)dr =1= A =2h%

2) 1
M=

3)

E(X) = *2/]7:7 D(X) = 44;2”
4)

P(X < M) ~ 0.393.

11. Mame Bi(n,0.04) a mame urcit n.

—0.04 6 — 0.04
P(6§X<n):<I>(H>—<I>< o >—0

vn0.04 - 0.96 vn0.04 - 0.96

@(ﬁ-@)—@(%):o.g,

protoze je n > 6 je \/n - v/24 > 5 a proto miizeme piedpokladat, ze ®(\/n - v/24) = 1. Potom
6 — 0.04n
1—a(——2"" ) _qy,
<\/ 10.04 - 0.96>
(6 - 0.()4n> o1
1/0.0384n o
6 — 0.04n

v/0.0384n
n > 247.

= —1.289,

12. Prostym dosazenim dostaneme
D)P(X > z) = (14 2z)=F/2

2)
2z 3
F(fﬂ)zl_(l_k) '
13. _ L L L yseri1078
3231 30 29 '

14. Pouzijeme vétu o uplné pravdépodobnosti.
Ozna¢me A vytazeni ¢erné koule. Pravdépodobnost vybéru i-té krabice je

p(Bi) = Tlo
Jevy B;, i =1,2....,10 tvorfi tplny systém jevi. Proto
10 0.
P(A) = ;p& (A)p(Bi) = 2 070"
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Maplety

V nasledujicich mapletech si mizete nékteré studované pojmy priblizit, pripadné si sesta-
vit vlastni zadani piiklad.

Opakovani pojmi z kombinatoriky

Binomické rozlozeni pravdépodobnosti
Aproximace binomického rozlozeni normalnim
Exponencialni rozlozeni pravdépodobnosti
Geometrické rozlozeni pravdépodobnosti
Hypergeometrické rozlozeni pravdépodobnosti
Normalni rozlozeni pravdépodobnosti

Kvantily normalniho rozlozeni pravdépodobnosti

© 0N Tt W

Poissonovo rozlozeni pravdépodobnosti

—
e

Fisher-Snedocorovo rozlozeni pravdépodobnosti

—_
—_

. Studentovo rozlozeni pravdépodobnosti

—
[\

. Distribu¢ni a frekvenéni (pravdépodobnostni) funkce

—
w

. Urcity integral

-y
S

. Integrovani

—
ot

. Derivovani


http://matika.umat.feec.vutbr.cz/maplenet/maplety/kombinatorika.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/PstBinomicke.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/PstBinomNorm.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/PstExponencialni.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/PstGeometricke.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/PstHypergeometricke.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/PstNormalni.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/PstNormKvantil.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/PstPoissonovo.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/PstFishSned.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/PstStudent.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/PstHust2Distr.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/UrcityIntegral.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/Integrovani.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/Derivovani.html
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2 Statistika

Pruvodce studiem

Predmét Pravdépodobnost, statistika a operacni vyzkum je po pfedmétu Matematika 3 uZ druhym

vvry

vvrv

ProtoZe zakladni principy statistiky byly uz probrany v predmétu Matematika 3, doporucujeme pri-
slusné oddily projit jesté jednou. Uvedené opakovdni se bude urcité hodit. Také tabulku hodnot
distribucni funkce ® normovaného normaliniho rozdéleni U budete potfebovat i v této casti. Hodnoty
funkce ®(u) jsou uvedeny v tabulce 1.1 a 1.2 v predchozi kapitole.

Cile
Po prostudovani této kapitoly budete schopni:

e Pracovat s nejcastéji provadénym testem — {-testem a také s intervaly spolehlivosti.

e Budou zopakovény nékteré vzorce z predmétu BMA3, zejména vzorce pro X, 5% - a déle
je vysvétlen a odvozen vzorec pro S2 jako nejlepsi nestranny odhad neznamého rozptylu o2
normaélniho rozdéleni.

e Naucite se praci s testy typu p; = uo.

e Seznamite se s rozdily mezi parovym a neparovym testem.

2.1 Uvod

Ze vsech existujicich vyroki o statistice si pfipomeneme jen dva:
1. Existugi tri druhy [Zi:

(a) lez obycejnd
(b) predvolebni sliby
(c) statistika

2. V pohadce Princové jsou na draka zaznél refrén pisné od Zdenka Svéraka:
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Statistika nuda je,
ma vSak cenné udaje,
neklesejte na mysli,
ona vam to vycisli.

Nékde mezi témito dvéma vyroky lezi podstata statistiky.

Statistika ndm mutze pomoci odhalit skrytou strukturu procesu, ktery mame popsan dosti vel-
kym poctem méfeni, idajii, ... Pokud je hodnot p#ilis mnoho, tak se mtizeme v nich ,stratit“.
Statistika nas uci, jak postupovat a jakym zpisobem hledat podtatné idaje o kazdém souboru
hodnot.

Protoze jste se uz se zaklady statistiky setkali, ale od té doby uz ubéhly minimélné t¥i semestry,
tak si v rychlosti zopakujeme zakladni pojmy.

2.2 Zpracovani statistického materialu.

S témito pojmy jste se stkali uz v predmétu Matematika 3. Provedeme si opakovani a zavedeme
si jejich oznaceni:

Zakladni soubor = mnozina hodnot se kterou pracujeme. Vybér= {x1, z2,...,2,}.

n je rozsah vybéru.

[Tmin, Tmax) varia¢ni obor.

R = Tpax — Tmin variaéni rozpéti.

Pokud pracujeme s rozsahlejsim vybérem, miZzeme jej rozdélit do t¥id.

T#idy - navzdjem disjunktni mnoziny, jednoznacné zaraditelnost prvki.

Délka tiidy - vétSinou se voli stejna délka h.

Pocet t¥id k byva vétsinou mezi 7 az 15, popfipadé roven /n.

Tmax — Tmin
=" "~

h

Jinak vyuzijeme empirické vztahy
k= 0.08R,

1
h < —R < 2h.
< 19 <

Kazdému prvku dané tfidy prifazujeme stejnou hodnotu - t¥idni znak.
Absolutni ¢etnost n; = pocet prvka v i-té tride.

E n; = n.
i
NP n; , 4 / 1x
Relativni ¢etnost f; = — - Casto byva uvaddéna v procentech.
n

Plati
d fi=1
i

Dukaz.

Zfi: Zfziznz‘:?lln:l.
(3 7

7
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Kumulativni absolutni ¢etnost N; = > ns.
s<1

Kumulativni relativni ¢etnost F; = > fs.
s<i
N =n, Fr=1.

Relativni ¢etnost f; predstavuje empirickou hodnotu pravdépodobnosti, ze ndhodna veli¢ina X
nabude hodnoty z i-té tiidy.

F; je empirickd hodnota distribuc¢ni funkce.

Varia¢ni fada = rozt¥idéni do dvojic (z;, f;) a nebo (x;,n;).

Grafické zptisoby zobrazeni:

Graf - mnozina bodu {(z;,n;),i =1,...,k}.

Polygon - lomend ¢ara spojujici body (z;,n;).

Histogram - stupnovita ¢ara ohranizujici obdelniky, jejichz zadkladnou jsou rozsahy t¥id a vyskou
odpovidajici t¥idni ¢etnosti.

Useckovy diagram - mnozina tsecek rovnobéznych s osou y, vychéazejicich ze stfedu t¥idy a
s délkou n;.

2.3 Vybérové charakteristiky a jejich vlastnosti

Definice 2.1. 1. Vybérovy primeér

3\*—‘

e

2. Vybérovy rozptyl

n—l

||M

3. Vybérova smérodatna odchylka

4. Vybérové rozpéti
v= max {x;} — mln {z;}.
i=1,...,n =1,...,n
Véta 2.2. Necht X = (z1,...,X,) je ndhodny vybér z rozloZeni, které md stredni hodnotu 1 a
rozptyl o®. Potom

E(X)=u
p(E) =2,
E(s*) = L_laz.

n
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Dukaz.

Véta 2.3. Necht X md rozloZeni No(u, o). Potom
— 7 l v /N O—
T md rozlozeni No | p1, — | ,
m

T 'u\/ﬁ md rozlozeni No (0,1),
o

2
S , v 2
2 ma rozlozeni x“(n — 1),
T B /=T md rozdosent t(n—1).
s

2.4 Zakladni bodové odhady.

Pozadavky na odhad:
Necht G je vybérova charakteristika parametru a. Potom pozadujeme:
a) Nestranost: a = E(G).
b) Konzistentnost: lim P(|E(G)—al <e¢)=1.
n—-+0o00

Se zvétsujicim se rozsahem vybéru se zmensuje pocet chyb.

2.4.1 Bodové odhady

Pro paramety souboru se zhruba norméalnim rozdélenim plati:

Proto
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2.5 Odhad parametri, t-test, intervaly spolehlivosti

2.5.1 Nestranny a konzistentni odhad parametru rozdéleni

Ve statistickych testech v predmétu Matematika 3 jsme tise predpokladali, Ze rozptyl o2
je znamy. To ale ve skutecnosti vétsinou neni pravda a my jej musime odhadnout, t;.
priblizné urcit. Proto se nyni pustime do trochy teorie a praxe v odhadovani parametri.

Priklad 2.4. Pét sad soucastek o dvaceti kusech bylo podrobeno zkouskdm extrémnich
teplot. U kazdé sady je v tabulce uveden pocet soucastek z danych dvaceti, které v teplotni
zkousce obstaly:

z 20 obstdlo x; x; — T (x; —T)?

13 0 0
11 -2 4
12 -1 1
15 2 4
14 1 1

1
V tabulce uz byla vyuzita hodnota primeéru R > x; = 13. Ve tfetim sloupci tabulky

jsou uvedeny ¢tverce odchylek od primeéru, odkud spo¢teme empiricky rozptyl (= priamér
¢tverct odchylek od praméru ... :-)):

1 10
2 —\2
§° == T — 1) = —=2.

52w — ) =5
Jedné se o méfeni hodnot ndhodné veli¢iny, kterou je mozné popsat stfedni hodnotou u
a rozptylem 2. OvSem tyto hodnoty nezname - pokusime se je odhadnout.
Otézka zni: Jak dobrym odhadem pro p je primér z? Jak dobrym odhadem pro o2 je
empiricky rozptyl s2?

Hodnoty 7, s? jsou riizné pro rtizné soubory méfeni, pfi jejich popisu uzivime nahodné
veli¢iny X7, Xo, ..., Xy oznacované jako ndhodny vybér. Zde v teorii odhadi je potieba
tento i nasledujici pojmy uvést presné.

Definice 2.5. Rikame, Ze veli¢iny X, Xs, ..., Xy tvoii ndhodny vybér rozsahu N
z rozdéleni pravdépodobnosti o distribu¢ni funkei F'(x), pokud

a) jsou navzajem nezavislé;

b) maji stejné rozdéleni pravdépodobnosti zadané distribuéni funkei F'(x).

Rozlisujeme maléd a velka pismena. Naméfenou hodnotu oznac¢ime napt. x; = 13, tuto
nahodnost prvniho méfeni reprezentuje nahodnéa veli¢ina X, které nepfifazujeme zadnou
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konkrétni hodnotu, pouze jsme si védomi, ze pod (velkym pismenem) X; se mohou skryvat
rizné hodnoty. Podobné se mohou skryvat rizné hodnoty pod veli¢cinami Xs, ..., Xy.
Takze maléd pismena budou vzdy oznacovat konkrétni realizaci a velkd budou oznacovat
nadhodné veliciny.

Definice 2.6. Libovolnou funkci T := T'(X3, Xo, ..., Xy) nad ndhodnym vybérem X7,
X5, ..., Xy nazveme statistikou. Specialné

a) Statistiku

1 N
X = —. X; 2.1
N ;1 (2.1)

nazveme vybérovym prumérem:;
b) Statistiku
?:L-i(x_f)? (2.2)
N -1 p— ’ '
nazveme vybérovym rozptylem.

Ddle pokud do statistiky Ty dosadime konkrétni namérené hodnoty x1, xsa, ..., x N, dostaneme
hodnotu ty = t(x1,x2,...,xN), kterd se nazyvd realizaci statistiky T .

Naptiklad pokud dosadime do vzorct 2.1, 2.2 konkrétni hodnoty méteni x;, dostaneme realizaci
T vybérového priméru X a realizaci s2 vybérového rozptylu S2.

Nyni nas bude zajimat, jak dobrym odhadem nezndmé stfedni hodnoty p velic¢iny X je realizace
Z vybérového priméru X (respektive jak dobrym odhadem neznamého rozptylu o jsou realizace
5%, s2 veli¢in S?, S2).

Definice 2.7. Statistiku Ty nazveme nestrannym odhadem parametru -, pokud
ETy =~ (stfedni hodnota veli¢iny Ty je rovna hodnoté parametru 7).

Vysvétleni pojmu nestrannosti pomoci konkrétnich hodnot meéfeni: pokud bu-
deme opakované méfit hodnoty z1;, 2, ..., xny; a opakované pocitat realizace
tni = t(214, a4, . .., xn,;) nestranného odhadu Ty parametru v pro i = 1,2,....n,...,
bude platit vztah

JLI&P ((%zn:t]\m) S (’7—8;’7—1—5)) =1 (23)

plati pro kazdé malé pevné zvolené redlné kladné e.
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Laicky feceno, pokud T je nestrannym odhadem parametru v rozdéleni veli¢iny X, tak pro
rostouci n (= rostouci pocet realizaci ty ;) je pramér realizaci %Z;;l tn,i skoro jisté (=
s pravdépodobnosti rovnou jedné) stale blize hodnoté .

Jinymi slovy, nestrannost zaruc¢uje takovou konstrukci vzorce pro Ty, ktera bere v itvahu vSechny
mozné dostupné realizace ¢y ; a nestrani zddné z nich — pro rostouci pocet realizaci se aritme-
ticky primeér téchto realizaci skoro jisté blizi neznamé hledané hodnoté .

Definice 2.8. Statistiku 7Ty nazveme konzistentnim odhadem parametru 7, pokud
posloupnost ndhodnych veli¢in (T)%_; konverguje k hodnoté parametru v podle prav-
dépodobnosti, tj.

lim P(Ty € (y—¢g;v+¢)) =1 (2.4)

N—oo

plati pro kazdé malé pevné zvolené realné kladné ¢.

Jinak feceno, pokud Ty je konzistentnim odhadem parametru v rozdéleni veli¢iny X, tak pro
rostouci N (= rostouci po¢et méfreni pro vypocet jedné realizace) je hodnota ¢ty skoro
jisté (= s pravdépodobnosti rovnou jedné) stale blize hodnoté ~.

Jinymi slovy, konzistence zarucuje takovou konstrukci vzorce pro Ty, kterd je konzistentni
(= Cesky: duslednd) v tom ohledu, Ze pro rostouci pocet méfeni pii vypoctu jedné realizace
se tato realizace skoro jisté blizi neznamé hledané hodnoté ~.

Uvedené definice nyni osvétlime konkrétné pti hledani odhadu stfedni hodnoty p a rozptylu o2
veli¢iny X s norméalnim rozdélenim pravdépodobnosti.

Véta 2.9. Pokud nahodnd velicina X ma konecnou stredni hodnotu p, tak vybérovy pri-
mer X je nestrannym a konzistentnim odhadem .

Dukaz. a) uy = EX = E%ZXZ = 4, tj. stfedni hodnota nahodné veliciny X je rovna
parametru pu; tedy odhad X je nestrannym odhadem stfedni hodnoty pu.

b) J%:DY:D%ZXZ‘ = UWQ a plati
2

lim DX = lim 2 =0,
N—o0 N—oo N

tj. limita rozptylu odhadu X pro rostouci pocet méfeni je rovna nule — jinymi slovy,
realizace odhadu X se pro rostouci pocet méfeni skoro jisté blizi hodnoté p, ¢ili X je
konzistentnim odhadem hodnoty pu.

O

Cili vzorec pro primér hodnot T funguje pfesné tak, jak potfebujeme — ”nestrani” kon-
krétnimu meéreni a ”skoro jisté” sméfuje pfimo k urceni stfedni hodnoty pu, a dale je
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konzistentni (= dusledny) v tom smyslu, Ze pramér tisice hodnot je ”skoro jisté” lepsi
odhadem p nez primér stovky hodnot.

Otézkou nyni je najit nejvhodnéjsi odhad pro nezndmy rozptyl o? veliciny X. Mame k
dispozici hodnotu S? jako miru vychyleni od priiméru — je ona tim nejvhodnéjsim odhadem
hodnoty o2?

Véta 2.10. Pokud nahodna velicina X ma konecnou stredni hodnotu i a konecny rozptyl
o?, tak nestrannym a konzistentnim odhadem rozptylu o veliciny X je vijbérovy rozptyl

N
— 1 — N -1
5= ;Zl(X, X) 5

Pfi vysvétleni obsahu pfedchozi véty zaénéme nejprve u odhadu S?. Vite, %e empiricky
rozptyl s? lze vyjadiit bud z definice jako

2_1 Y —\2
s —N-;(xi—x), (2.5)

nebo po tpravich ve tvaru prakti¢téjsim pro vypocet (= pramér ¢tverc minus ¢tverec
priuméru)

o _ (1 . 2 2
s —(N;:Q)—x (2.6)

Pti matematickém popisu nyni musime konkrétni mérené hodnoty ve vzorcich nahradit
nahodnymi veli¢inami s velkymi pismeny a dostavame

2_1 Y 3\ 2
S _N-;(Xi—X), (2.7)

respektive
1 & 2
SP==) X2 -X. 2.8
(¥2) .

Vyjdeme z toho, 7e 0® = EX? — y?, a déle plati 02 = EX’ — ;2. Vypottéme stiedni
hodnotu veli¢iny S2:

ES® = E(%ZXE—?) - % (3" Bx?) - BX" =
= (X0 +) ~ (0% ) =

= 024—“2—0%—“2:02—0%:02—
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Cili stfedni hodnota statistiky S? neni rovna odhadovanému parametru o2, to znamens,
7e S? neni nestrannym odhadem rozptylu o2. Zkratka a dobie vzorecek 2.7 neni dobie
zkonstruovan, protoZe jeho realizace s? jsou vZzdy trochu mensi neZ neznimd hledana

hodnota o2 N1
<32i ]\_f ~02<02),

2

aZ na patologické ptipady 0? = 0 a 02 = oo, které nds nezajimaji (matematicky jsou
takové nahodné veli¢iny zkonstruovatelné, ale v praxi mérené veli¢iny maji vzdy konecny
kladny rozptyl). Ale k nalezeni nestranného odhadu uz mame jen krok — mizeme se totiz

poudit z vypoctu ES2. Pokud vynasobime S? konstantou NL_ (ozna¢me novou veli¢inu

po 1
S2?):
— N
82 = —— . 62 2.9
N—]_ ) ( )
tak dostaneme
— N N N -1
E 2:—_E 2: . . 2 2
S N -1 S N -1 N ’

¢li S2 uz je nestrannym odhadem hodnoty o2

Dale budeme jako nestranny a konzistentni odhad rozptylu o? veli¢iny X uzivat tedy
statistiku S2. M4 tedy jesté néjaky smysl "stara a pfekonand” hodnota S?? Vratime-li se

— 5
k pifkladu 2.4, kde s? = 2, lze vypod&ist s2 = e 2=2p5.

1. Hodnota s?> = 2 m4 svou vahu — vyjadiuje rozptyl souboru uvedenych pé&ti méfeni.
Jedné se o empiricky rozptyl — rozptyl namérenych hodnot.

2. Skutecny rozptyl o? veli¢iny prezivsich souc¢astek je vétsi neZ rozptyl méfeni u péti
sad — proto je s? = 2,5 jeho vhodnéj$im odhadem.

V prikladu 2.4 mizeme uzavrit, Ze pocet prezivsich soucastek ze sady dvaceti pri extrémni

teplotni zatéZi lze popsat normdalnim rozdélenim s parametry pu =7 = 13, 02 = 52 = 2,5.

Jednoduse fedeno, rozptyl s* vypocteny z nékolika naméfenych hodnot je vZdy o néco
mensi neZ skuteény rozptyl o2 méfené veli¢iny. Proto pii odhadu ¢? musime vypoctené

52 "trochu zvétsit” vynasobenim ¢lenem N_1 Je zfejmé, ze pro rostouci N bude tento
¢len rychle konvergovat k 1.

Dalsi mozny tvar vzorce pro S2 lze ziskat po tpravach s vyuZitim 2.8 a vztahu X =
= 1. 3 X
N i

_ N N 1 1 2
SQZm.Sﬂzm.(NZXE—m(ZXi) )7

a tedy po vykraceni konstantou N a roznasobeni zavorky dostaneme

o 1 N ) 1 N 2
52:<m-ZXi>—m-<;Xi> . (2.10)

i=1
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Definice 2.11. Vyraz ss := >_(x;—7)? budeme nazjvat soucet ¢tvercii méteni veli¢iny
X.

P1i tomto oznaceni plati

1
2 = —
S = N SS (2.11)
a zejména
— 1
2 _ - .
S N1 SS. (2.12)

S pojmem souctu ¢tvercii budeme jesté pracovat zejména v kapitolach 3 a 5. Podle okol-
nosti budeme pii vypoctu S? uzivat vzorec 2.2, 2.9, 2.10 nebo 2.12.

Zbyva jesté vyjadieni k takzvanému poctu stupni volnosti odhadu.

Priklad 2.12. Kdybych vam fekl, abyste mi nadiktovali pét redlnych ¢isel, a nedal zad-
nou dalsi podminku nebo omezeni, mohli byste fict ¢isla, jakd chcete, napriklad

0,70, 314, 32, 100.

Mate svobodu volby, ktera cisla vybrat. Jinymi slovy, mate pét stupnt volnosti, protoze
si zcela svobodné a volné vybirate pét cisel.

Kdyby ale tkol znél: Nadiktujte mi pét ¢isel, jejichz primeér je 25, trochu bych vasi volnost
omezil — prvni ¢tyfi ¢isla byste mohli volit libovolné, napriklad

0,70, 314, 32,

ale paté cislo je mym pozadavkem jednoznacné urceno. Aby prameér péti ¢isel byl 25, jejich
soucet musi byt roven 5 - 25 = 125, tj. paté ¢islo musi byt rovno 125 — 416 = —291. Tuto
druhou tlohu Ize charakterizovat tim, Ze stupen jeji volnosti je 4.

Cili obecné pro N hodnot, u kterych je piedem déan jejich primér, zbyva N — 1 stupiit
volnosti.

Podobna situace se objevuje i pii odhadovani rozptylu populace: Uvazujeme-li soubor
meéreni N hodnot jisté veliciny X, z nich lze urcit primér z. Chceme-li dale odhadnout
rozptyl pro tuto konkrétni (uz urcéenou) hodnotu ¥, mame uz jen N — 1 stupni volnosti
(ve vzorci pro 52 hodnotu T pot¥ebujeme znét, protoze pii uréeni s? poéitdme totiz miru
vychyleni méfeni pravé od hodnoty 7).

Tedy t¥eba v piikladu 2.4 ma odhad rozptylu s2 = 2,5 &éty¥i stupné volnosti.

Tento pristup urceni poc¢tu stupnii volnosti lze uzit i na nékteré dalsi situace v tomto
textu. Obecné plati:
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Pocet stupnt volnosti odhadu = pocet méreni minus
pocet parametri odhadnutych jiz diive.

2.5.2 t-test typu ,,u =konstanta“

Priklad 2.13. Je znama nasledujici graficka iluze (viz obr. 2.1), Ze totiz usecka a se zda
delsi nez tsecka b (pocita se délka bez koncovych $ipek), i kdyz ve skuteénosti jsou obé
usecky stejné dlouhé.

N
AN

Obr. 2.1: K pt. 2.13: Graficka iluze: délky tsecek a, b jsou stejné.

Chceme nyni experimentem ovérit, ze tisecka typu a se zda pozorovateli delsi sama o sobé,
bez porovnani s tseckou b. Nahodné vybranym péti lidem jsme na deset sekund ukazali
usecku a dlouhou 6 cm. Poté jsme je pozadali, aby tisecku dané délky nakreslili, a zmérili
jsme jeji délku. Byla ziskana data x1 =8, v = 11, 23 =9, x4 = 5, x5 = 7.

Primeér téchto dat je T = 8 cm. Chceme testovat hypotézu, ze stfedni hodnota p celé
lidské populace pti ohodnoceni délky tisecky je vyznamné vétsi nez jeji skutecna délka 6
cm. V této situaci nezndme rozptyl o? méfené veli¢iny a musime jej odhadnout pomoci
s2. Pak testovacim kritériem bude tzv. rozdéleni ¢ s hodnotou vypoétenou podle vztahu

t:= xT_G,kdegz\/ﬁ.

S
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Toto t-rozdéleni odvodil jisty pan William Sealy Gosset — ovSem ptislusny ¢lanek uvetejnil
nikoli pod svym vlastnim jménem, ale pod jménem Student, a rozdéleni je tedy znamo
pod nazvem Studentovo t-rozdéleni.

Hustota t-rozdéleni zavisi na poc¢tu v stupnil volnosti, se kterymi se urci odhad rozptylu
S2?, a ma tvar

r
fulz) = ! v

VU B35 (1+2)

podle toho, zda se ¢tenari vice libi funkce

—~

1
1+v )
1

VI L) (14 )

ﬁ@ﬂ)zlzﬁp’ﬂ—Uquu

(tzv. B-funkce), nebo funkce

(tzv. [-funkce). Pfechod mezi jednotlivymi verzemi vzorce hustoty plyne ze vztahu mezi
[-funkci a I'-funkci

L'(p)-T(q)
L(p+q)

a z toho, ze plati ['(3) = /7 (odvozeni viz napiiklad v uéebnici [30]).

B(p,q) =

Funkce f,(x) je opét jedna z funkci, kterou by ¢lovék nerad potkal pozdé v noci v lese,
ale ukazuje se, ze i takové funkce jsou uzitecné.

Uvedme zde nékteré vlastnosti t-rozdéleni, které budeme vyuzivat:

a) Hustota f, je symetrickou funkci vzhledem k ose y, tj. je suda: plati f,(z) = f.(—x).

b) Kritickd t-hodnota je dale od poc¢atku nez kriticka U-hodnota (kritickd hodnota nor-
movaného normélniho rozlozeni), protoze t-rozdéleni je odvozeno pfi neznamém roz-
ptylu, tj. zahrnuje vétsi miru ndhodnosti a nejistoty nez U-rozdéleni (veli¢ina ¢t méa
vétsi rozptyl nez velic¢ina U). Hustota rozdéleni ¢ je niZsi a $irsi neZ hustota rozdéleni

U.

c) Cim lepsi je nas odhad neznamého rozptylu o métené veliciny, tim vice se t-rozdéleni
bude podobat U-rozdéleni. A odhad rozptylu bude tim lepsi, ¢im vyssi je pocet
méfeni N (tj. ¢im vySsi je pocet stuptit volnosti v).
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Vlastnosti b), ¢) lze zndzornit graficky porovnanim U-rozdéleni s t-rozdélenim o
rizném poc¢tu v stupni volnosti — (hustota U-rozdéleni je v obrazcich znazornéna
plnou ¢arou, hustota t-rozdéleni ¢arkovanou ¢arou):

v =2
v=4
v =10
v =60

7 obrazku je vidét, ze pro rostouci pocet stupni volnosti se hustota t-rozdéleni
(v obrazku jeji graf vyznacen slabé) svym tvarem stéle vice blizi ke tvaru funkce
hustoty U-rozdéleni, a pro v = 60 je hustota ¢-rozdéleni prakticky totozna s hustotou
U-rozdéleni (omlouvam se za malou tloustku car, ale pfi silnéjsi tloustce nebyl na
obrézku patrny rozdil mezi ¢arkovanou a plnou ¢arou).
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d) Pro urceni kritickych hodnot ¢; budeme potifebovat hodnoty integrala

Pt <) = F(z) = /_ L(u)du, Py(—z<t<z)— /_ £ ().

Tyto integraly se nepocitaji vzidy znovu a znovu, ponévadz jejich vypocet je
slozity, ale jednou provzdy byly spocteny a sestaveny do tabulky. Protoze pro jednu
hodnotu v lze sestavit tabulku tak velkou jako je tabulka funkce ® (BMA3), méli
bychom pro 35 rtiznych hodnot v také 35 rtiznych tabulek. Toto mnozstvi dat je
zredukovano jen na nékolik hodnot v zavislosti na hladiné vyznamnosti a.

Vv

tabulka kritickych hodnot pro rizné a a v — jedna se o tabulku 2.1. S touto tabul-
kou budeme pracovat tak, ze vybereme rfadek s danym poctem stupni volnosti v,
sloupec s danou hodnotou @ = ¢ u pravostranného (o = 2¢g u oboustranného)
testu. Na pruseciku radku se sloupcem se pak nachazi pozadovana kriticka hodnota
testu.Tabulku lze volit takto tisporné, protoze mezi jednostrannym a oboustrannym
testem je nasledujici vztah:

— t; u levostranného testu se lisi od pravostranného pouze znaménkem.

— 1} u pravostraného testu pro a = ¢ je stejné jako | £ ¢;| u oboustranného testu
pro a = 2q. Je to vidét i na srovnani nasledujicich dvou obrazku:

4 3 2 1 \g@
-0,1
t=2,132

Pravostranny t-test pro a = ¢ = 0,05, v = 4 ... t;, = 2,132. Srafovand ¢ast
tvori 5% obsahu celého podgrafu.

tm:-2,132'°é t =2,132
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Tab. 2.1: Kritické hodnoty t-testu.

q=04] 025 0,1] 005 0,025] 0,01] 0,005 0,001
vil2g=08] 05| 02| 01| 005 002 0,01| 0002
1] 0,325] 1,000 [ 3,078 | 6,314 | 12,704 | 31,821 | 63,657 | 318,31
21 0,280 0,816 | 1,886 | 2,920 | 4,303 | 6,965 | 9,925 | 22,326
31 0,27710,765 | 1,638 | 2,353 | 3,182 | 4,541 | 5,841 | 10,213
4| 02710741 | 1,533 | 2,132 | 2,776 | 3,747 | 4,604 | 7,173
50 0,267 0,727 | 1,476 | 2,015 | 2,571 | 3,365 | 4,032 | 5,893
6| 0265(0,718|1,440 | 1,943 | 2,447 | 3,143 | 3,707 | 5,208
71 0,263]0,711 | 1,415 | 1,805 | 2,365 | 2,998 | 3,499 | 4,785
8| 0262]0,706| 1,397 | 1,860 | 2,306 | 2,806 | 3,355| 4,501
9| 0,261|0,703 1,383 1,833 | 2,262 | 2,821 | 3,250 | 4,297
10| 0,260 0,700 | 1,372 | 1,812 | 2,228 | 2,764 | 3,160 | 4,144
11| 0,260|0,607 | 1,363 | 1,796 | 2,201 | 2,718 | 3,106 | 4,025
12| 0,259 0,695 | 1,356 | 1,782 | 2,179 | 2,681 | 3,055 | 3,930
131 0,259 0,604 | 1,350 | 1,771 | 2,160 | 2,650 | 3,012 | 3,852
14| 0,258|0,692 | 1,345 | 1,761 | 2,145 | 2,624 | 2,977 | 3,787
15| 0,258|0,601 | 1,341 | 1,753 | 2,131 | 2,602 | 2,947 | 3,733
16| 0,258 0,690 | 1,337 | 1,746 | 2,120 | 2,583 | 2,921 | 3,686
17| 0,257 0,689 | 1,333 | 1,740 | 2,110| 2,567 | 2,898 | 3,646
18| 0,257]0,688 1,330 | 1,734 | 2,101 | 2,552 | 2,878 | 3,610
19| 0,257]0,688 | 1,328 | 1,729 | 2,093 | 2,539 | 2,861 | 3,579
20| 0,257 0,687 | 1,325 | 1,725 | 2,086 | 2,528 | 2,845 | 3,552
21| 0,257 0,686 | 1,323 | 1,721 | 2,080 | 2,518 | 2,831 | 3,527
22| 0,256 |0,686 | 1,321 | 1,717 | 2,074 | 2,508 | 2,819 | 3,505
23| 0,256 |0,685 | 1,319 | 1,714 | 2,069 | 2,500 | 2,807 | 3,485
24| 0,256 |0,685 | 1,318 | 1,711 | 2,064 | 2,492 | 2,797 | 3,467
25| 0,256 |0,684 | 1,316 | 1,708 | 2,060 | 2,485 | 2,787 | 3,450
26| 0,256 | 0,684 | 1,315 | 1,706 | 2,056 | 2,479 | 2,779 | 3,435
27| 0,256 |0,684 | 1,314 | 1,703 | 2,052 | 2,473 | 2,771 | 3,421
28| 0,256 0,683 | 1,313 | 1,701 | 2,048 | 2,467 | 2,763 | 3,408
29 | 0,256 |0,683 | 1,311 | 1,699 | 2,045 | 2,462 | 2,756 | 3,396
30| 0,256 0,683 | 1,310 | 1,697 | 2,042 | 2,457 | 2,750 | 3,385
40 || 0,255 0,681 | 1,303 | 1,684 | 2,021 | 2,423 | 2,704 | 3,307
60 || 0,254 (0,679 (1,296 | 1,671 | 2,000 | 2,390 | 2,660 | 3,232
120 0,254 10,677 | 1,280 | 1,658 | 1,98 | 2,358 | 2,617 | 3,160
oo |l 0,253]0,674(1,282|1,645| 1,960 | 2,326 | 2,576 | 3,090
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Oboustranny t-test pro « =2¢=0,1,v=4 ... t,, = —2,132, t, = 2,132.
Srafovana ¢ast tvori celkem 10% obsahu celého podgrafu (na kazdé strané je
vysrafovano 5% obsahu podgrafu).

— Ze symetrie hustoty t-rozdéleni je patrné, ze pokud budeme provadét levostranny
t-test, staci najit kritickou hodnotu pravostranného testu a zménit jeji zna-
ménko na zaporné.

Vratme se nyni zpét k prikladu 2.13 a provedme statisticky t-test:

(K1) Hy: =6 (stredni hodnota délky usecky neni ovlivnéna iluzi prodlouZent).

(K2) Testovym kritériem bude vybérovy primer X, jeho# realizaci T = 8 prevedeme na
t-hodnotu
8—6
estos

(est oznacuje odhad, z anglického estimate [estimit] — protoZe v dalsim textu budeme
odhadovat odchylku © pomoci jinych funkci nez X, bude vghodné si timto oznacenim
pripomenout, u které velic¢iny vlastné odchylku nebo rozptyl odhadujeme).

(K3) s2=25, a tedy

s2 b5
COXTNTE T
pricemz pocet stupni volnosti odhadu je N —1 =5 —1 = 4, t5. za predpokladu

platnosti Hy ma velicina @ Studentovo t-rozdéleni pro v = 4.

(K4) Prislusnd kritickd hodnota ty, je na priseciku tadku v = 4 a sloupce pro o = 0,05
(u pravostranného testu), tj. t, = 2,132.

(K5) % = 2 < ty = 2,132 = Hy nezamitame, nenasli jsme dostatek dikazi pro

poturzent iluze vétsi delky.

2.5.3 Neékolik poznamek ke statistickému testu

Logika formulace nezamitame H,

V pravé dokonceném piikladu bylo odpovédi hypotézu Hy nezamitdme. Logiku této for-
mulace snad osvétli nasledujici priklad.

Priklad 2.14. KdyZ néco nékde nenajdu, neznamena to, ze to tam neni.
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S ndstupem lyZarské sezony jsem zacal oprasovat svou vystroj a zjistil, Ze nemohu najit
své lyZarske bryle, © kdyZ jsem prohledal cely byt. Usoudil jsem, Ze se asi ztratily v pri-
behu posledniho lyZovdni nebo pres léto, a se zoufalstvim v ocich ozndmil manZelce, Ze
budu muset utratit 800 K¢ za nove. Manzelka byla vydésena touto pozndmkou a poZddala
mne, abych provedl hledant jeste jednou a dikladnéji. Dosti neochotné jsem tak ucinil, ale
nakonec jsem bryle nasel v zadnim rohu své skriné.

Tento ptiklad je ilustraci jednoho celkem logického principu: pokud naleznu hledany
predmét, urcité vim, Ze tam je. Ale pokud jej nenaleznu, miiZze to znamenat bud Ze tam
neni, nebo Ze tam je, ale mé hledani nebylo dost diikladné (nemélo dostatec¢nou silu).

Testovani hypotéz je také takovym hledanim — hleddme vliv jedné veli¢iny na druhou
veli¢inu. Pokud nalezneme tento vliv (zamitdme H,), vime s jistotou® (na hladiné
vyznamnosti «), ze existuje. Pokud vliv nenalezneme, muze to znamenat bud Ze tento
vliv neexistuje, nebo zZe existuje, ale sila testu nebyla dostate¢na pro jeho nalezeni.

Vysledek zamitime Hy ma docela pevny logicky zaklad (pro a@ = 0,05 plati s pravdé-
podobnosti 95%). Ale fict v pfipadé, kdy nebyla prekroc¢ena kritickd hodnota, ze Hy
prijimdme nebo Hy plati, je prilis ukvapené, protoze pri dikladnéjsim hledani by se
mohlo ukazat, ze urcity vliv existuje, tj. Hy neplati. Ustélilo se tedy réeni nezamitame
Hy, které odpovida jisté opatrnosti v uc¢inéni konec¢ného zavéru.

Fraze nezamitdme Hj je tedy opatrnym vyjadienim, které je zcela na misté. Znamena to,
ze fikame: ,Vysledky testu nam neposkytuji dostatecné diikkazy k zavéru, ze Hy neplati.”

K prikladu 2.14: Co by to znamenalo, kdybych provedl tak diukladné hleddni, Ze bych
obrdtil cely byt naruby, ale presto bryle nenasel? Stdle by existovala jista mald Sance, Ze
jsem je prehlédl v néjaké zapadlé skvite, ale protoZe jsem je nenasel, bylo by rozumneée
koupit nove.

Podobné i experiment provedeny v tizasné sile a rozsahu, pokud neprokaze vliv nezavislé
proménné na zavislou proménnou, nas vede k zavéru, ze ,je rozumné piijmout Hy“.

Priklad 2.15. Chceme otestovat kvalitu jisté techniky pamatovani. Vybereme ndhodné
dvé skupiny lidi. Obéma skupinam je predlozen jisty pocet navzajem nesouvisejicich slov
k zapamatovani (napiiklad 20 slov). Poté jsou lidé z prvni skupiny okamzité vyzkouSeni,
kolik slov si zapamatovali. Lidé ze druhé skupiny jsou vyzkouseni az o tyden pozdéji. Cili
nezavislou proménnou je doba pamatovani, zavislou proménnou je pocet zapamatovanych
slov z danych dvaceti. Stanovime hypotézy testu:

Hy: pocet zapamatovanych slov nezévisi na dobé pamatovani (technika zapamatovani
byla tak dobra, ze po tydnu si pamatuji stejné dobte jako po bezprostfednim nauceni
slov).
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Hi: pocet zapamatovanych slov zavisi na dobé pamatovani (= dobé drzeni slov v pa-
méti).

Pokud v testovanych skupinach bude napiiklad jen v kazdé pét lidi a vliv se neprokaze,
muzeme uzaviit, ze Hy plati, tj. Ze technika uceni je vynikajici? Asi ne, protoze pravé
zde bychom se mohli dopustit té chyby, ze jsme vliv nenasli, i kdyz je mozné, ze existuje.
Na druhé strané pokud by v kazdé z testovanych skupin bylo 10000 lidi a stale by se
neprokazala existence zavislosti, zavér ,,H, plati“ by asi byl docela rozumny.

SniZeni rozptylu zvysuje silu testu

V prikladu 2.15 lze vidét jednu celkem prirozenou skutecnost, ze totiz vypovédni sila
statistického testu se zvySuje se zvySenim poc¢tu méfeni. Pro pfipomenuti sila testu je
pozitivni pojem — je to pravdépodobnost, se kterou spravné zamitneme H,, pokud plati
H;. Je to tedy jakasi sila nalezeni vlivu mezi proménnymi testu. Na tuto silu mé predevsim
vliv rozptyl O’ZY neboli

0% = —. (2.13)
Cokoli, co snizuje rozptyl 0’%, zvySuje soucasné i silu testu. Jednim c¢initelem je pocet
métfeni N — je vidét ze vzorce, ze pokud zvysSujeme NV, zvySuje se hodnota jmenovatele ve
zlomku, a tim klesd hodnota rozptylu. Dalsi moznosti, jak snizit rozptyl, je snizit pfimo
hodnotu rozptylu o2 celé populace v ¢itateli zlomku. Pokud si fikate, ze 02 je ddno a nelze
je pfece ménit, mate pravdu. Ale stejné nékteré vlivy na rozptyl o2 celé populace miizeme
vylouc¢it vhodnym naplanovanim experimentu.

Priklad 2.16. Experimentem se ma zjistit, zda alkohol v krvi mé vliv na reakéni dobu
fidice. Ndhodné byly vybrany dvé skupiny lidi. Prvni skupiné je nabidnut alkohol ve
formé ginu s tonikem, druhé skupiné pouze tonik. Pak jsou vsichni podrobeni méfeni
reakéni doby. Testovany clovek sedi u stolu a pred sebou mé lampu s cervenou zarovkou a
tlacitko. Lampa se rozsvécuje v rtznych nepravidelnych intervalech — jakmile se rozsviti,
je ukolem testovaného co nejrychleji stisknout tlacitko. Je zmérena jeho reakéni doba
(v milisekundach). U kazdého ¢lovéka se méFeni nékolikrat opakuje, a pak je vypocten
prameér jeho reakéni doby.

Samoziejmé uvniti kazdé ze skupin se projevi urcita variabilita v primérné dobé reakce.
Ta je dana riznymi faktory, z nichz nékteré nemizeme ovlivnit, ale jiné ano. Mezi neo-
vlivnitelné faktory patii:

1. Nélada ¢lovéka béhem méfeni (Spatnd nalada = delsi doba reakce).
2. Osobni pfedpoklady — nékdo ma prosté schopnost rychlejsi reakce nez ostatni.

3. Postoj ¢lovéka vidi experimentu (znudény postoj = delsi doba reakce).
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Mezi ovlivnitelné faktory lze zahrnout

1. Teplotu v mistnosti, kde se provadi méfeni (extrémni teploty = delsi doba reakce).
Vlhkost v mistnosti, kde se provadi méteni (vyssi vlhkost = delsi doba reakce).
Pohlavi (u Zen ... kratsi doba reakce).

Vék (vyssi veék ... kratsi doba reakce).

AN

Cas dne (méfeni pozdé odpoledne ... delsi doba reakce).

Nékteré faktory rozptylu hodnot mizeme vyznamné ovlivnit — jak vybérem sledované
populace (omezeni se na stejné pohlavi a vék eliminuje rozdily zptsobené témito faktory),
tak zajisténim stejnych podminek méteni (stalda vlhkost a teplota mistnosti, méfeni u
vSech ve stejnou denni dobu). Timto zpisobem planovani a provedeni experimentu pak
nasledny statisticky test ziska vétsi vypovédni silu v téch parametrech, které jsou pro nas
diilezité, a neni zkreslen rozdily v téch ovlivnitelnych faktorech, které nas nezajimaji.

2.5.4 Interval spolehlivosti pro stfedni hodnotu x

spolehlivosti. V této fazi vykladu se sezndmime s intervalem spolehlivosti pro stfedni
hodnotu £ X = p primeéru z normalniho rozdéleni.

Interval spolehlivosti pro p pFi znamém rozptylu

Stfedni hodnotu g méfené veli¢iny obycejné nezname. Kdybychom ji znali, nemusime
provadét ani méteni, ani statisticky test Urcit u je v podstaté nasim cilem.

Jakymsi odhadem stfedni hodnoty je vibérovy primér X. Oviem tento primér (zejména

pfi niz§im po¢tu méfeni N) neni presné roven stifedni hodnoté p — vlastné vime, Ze plati

P(X = p) = 0. Potfebovali bychom spise najit n&jaky interval (X — a; X + a) pro néjaké

vhodné a ,ne prili§ velké* a > 0. A to bude vlastné interval spolehlivosti pro stiedni

hodnotu p. Pfesnéji fedeno, r%-ni interval spolehlivosti pro stfedni hodnotu u
T

priméru X je takovy interval, ktery obsahuje 1 s pravdépodobnosti ;.

P¥iklad 2.17. Zivotnost 75-wattové zarovky ma normalni rozdéleni se smérodatnou od-
chylkou o0 = 25 hodin. U nadhodné vybraného vzorku dvaceti zarovek byla naméfena
prumérnd zivotnost T = 1024 hodin. Utvoite 95%-ni interval spolehlivosti pro stfedni
hodnotu g primérné zivotnosti.

Reseni tohoto piikladu je instruktivni, proto si dovolim vypnout kurzivu (:-)). Kazdy
interval spolehlivosti je velmi tzce svazan se statistickym testem. Budeme se zabyvat
zejména oboustrannymi intervaly spolehlivosti, proto v nasem ptikladu je zde vazba na
oboustranny U-test s hypotézami
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Ho: 1= po (skuteénou stfedni hodnotu py nezname).
Hy: p# po.

Pokud hleddme 95%-ni interval spolehlivosti, je pfislusna hladina vyznamnosti o = 0,05.
Kritériem testu je vybérovy primér X. Dale vezmeme v tivahu pocet méfeni pro vypocet
prameéru:

o 25 5 59
O~ = — — —— — s .
VN V20

Jak je dobte znamo z predmétu Matematika 3, prislusné kritické hodnoty v tomto pripadé
jsou
Ux = —1,96, U2 = 1,96.
2 2

Obé tyto hodnoty lze pievést na kritické hodnoty vzhledem k veli¢ing X:

Em — Mo —
196 ="""F0 7= o —1,96-5,59 = uy — 10,96;
: 559 T = o 1o
1,96 = x”5_5;° Ty = o + 1,96 - 5,59 = o + 10,96.

Interval pro ,nezamitnuti Hy* je pak

X € (o — 10,96; 1o + 10,96) . (2.14)

Ovsem hodnotu sy nezname. Ale pokud ze vzorce 2.14 vyjadiime misto X hodnotu pq,
dostaneme vztah pro interval spolehlivosti:

1o € (X —10,96; X +10,96) . (2.15)

Odtud pro jednu realizaci T = 1024 dostaneme

o € (1024 — 10,96; 1024 + 10,96) = (1013,04; 1034,96),
se spolehlivosti 0,95, coz je odpovéd prikladu 2.17.

Obecné s vyuzitim symetrie

ug = —uig

lze (1 — «) - 100%-ni interval spolehlivosti pro stfedni hodnotu g pii zndmém rozptylu
psat ve tvaru

IS (X —Ui-g cog X + Up—g ~0y) . (2.16)
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V nékteré literatute se objevuje kromé pojmu ,interval spolehlivosti® jesté pojem ,konfi-
denéni interval“ — to je jen nespravny (nebo jiny) pieklad anglického terminu ,confidence
interval®, ale jedn se o totéz (prekladatelé se zase jednou nedomluvili ... :-)).

Pojem intervalu spolehlivosti tizce souvisi se silou pfislusného statistického testu — jak uz
to vyplyva ze vzorce 2.16, ¢im vétsi je sila prislusného statistického testu, tim mensi je
rozptyl UQY, a tim uzsi je interval spolehlivosti.

Interval spolehlivosti pro p pri neznamém rozptylu

Priklad 2.18. Uvazujme stejnou situaci jako v ptikladu 2.17 (N = 20, T = 1024), pouze
odchylka o neni znama a musime ji odhadnout — tedy z méfeni zivotnosti u dvaceti zarovek
byl vypocten rozptyl s2 = 625. Odtud

52 625
to: = — = — = 31,25.
estoy N 20 31,25

Tedy estox = /31,25 = 5,59 — toto dislo je stejné jako v pifkladu 2.17, ovSem nyni se
nejedna o presnou hodnotu, ale odhad, ¢ili zde bude v = N — 1 = 19 stupni volnosti
odhadu. Naleznéte 95%-ni interval spolehlivosti pro stfedni hodnotu p vybérového
praméru X.

V prislusném statistickém testu pouzijeme nyni ¢-rozdéleni — nalezneme kritické hodnoty
pro oboustanny test (o = 2¢ = 0,05) a pro v = 19 stupiit volnosti (tabulka 2.1):
t, = 2,093, odtud ¢, = —2,093.

Hypotézy Ho, Hi a kritérium oboustranného testu zde zistavaji stejné jako v 2.17:
Ho : p = po, Hi @ p # po, kritériem je vybérovy primér X. Prepoc¢teme nyni kritické
hodnoty vzhledem k veli¢iné X:

2,093 =T MO e — 2,093 - 5,59 = 11 — 11,7;
5,50
2,093 = x”5;:° Ty = fio + 2,093 - 5,59 = 11 + 11,7.

Nyni interval pro ,nezamitnuti Hy“ je

X € (o — 11,73 p10 + 11,7) (2.17)

nas ovsem zajima spiSe tvar (rychle jej naii pfevedem)

o € (X —11,7; X +11,7) . (2.18)
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Odtud pro piiklad 2.18 se spolehlivosti 0,95 a realizaci (= konkrétni méfeni) praméru
T = 1024 dostaneme

1o € (1024 — 11,7;1024 + 11,7) = (1012,3; 1035,7),

Vidime, ze pfi vétsi mife nejasnosti, kdy rozptyl nezname a musime jej odhadnout, je
interval spolehlivosti 8irsi (ostatni hodnoty v ptikladech 2.17 a 2.18 jsou stejné, takze lze
opravdu provést porovnani).

Obecné s vyuzitim symetrie

tg = ~hi-g

lze (1 — ) - 100%-ni interval spolehlivosti pro stfedni hodnotu x pfi nezndmém rozptylu
psat ve tvaru
pe (X —ti_g -estog; X +ty_g - estoy) . (2.19)

Neékolik dulezitych poznamek k intervalim spolehlivosti

ostatni ... :-)

a) Vztah mezi intervalem spolehlivosti a pravdépodobnosti. Je potieba Fici
néco velmi dilezitého k formulaci ,,95%-ni interval spolehlivosti pro stfedni hodnotu
it obsahuje tuto hodnotu s pravdépodobnosti 0,95¢. Véta je vyslovena spravné
ale mize byt zavadéjici — a problém pochopeni souvisi s pojmem statistika
a realizace statistiky (viz definice 2.6). Interval spolehlivosti je totiz vlastné
intervalem, jehoz mezemi jsou nahodné veli¢iny. A pak pro konkrétni méreni
dosadime do vzorct 2.16, 2.19 konkrétni realizaci z. Tteba v pfikladu 2.17 interval
(1013,04; 1034, 96) neznamou stiedni hodnotu p bud obsahuje (stoprocentné), nebo
neobsahuje (stoprocentné).

Souvislost s pravdépodobnosti se projevi pouze pii opakovaném méfeni a opako-
vané konstrukci realizace intervalu spolehlivosti: pokud bychom napftiklad tisickrat
zopakovali experiment zméfeni zivotnosti u dvaceti zarovek, spocetli tisic rtiznych
realizaci Ty, Ty ..., T1p00 & sestrojili tisic riznych realizaci intervalu spolehlivosti
podle vzorce 2.16, tak pfiblizné 95% téchto intervalid (tj. asi 950 z nich) bude
neznamou hodnotu i obsahovat, zbylych pét procent ji obsahovat nebude.

V dalsich vypoctech realizaci intervalii spolehlivosti pro = budu slovo ,realizace”
vynechavat, tak7e pojem interval spolehlivosti se stiedem v X (stfedem inter-
valu je nikoli konkrétni hodnota, ale ndhodna veli¢ina) bude splyvat s pojmem
realizace intervalu spolehlivosti se stifedem v T (stfedem intervalu je konkrétni
¢islo). Matematicky je mezi témito dvéma pojmy rozdil, ale v praxi pod intervalem
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spolehlivosti mame na mysli vzdy konkrétni interval vypocteny na zakladé meéteni.

b) Jednostranné intervaly spolehlivosti. Pozorny ¢tenaf by mozna mohl polozit
otazku: no dobra, oboustranny interval spolehlivosti odpovidad jistému obou-
strannému statistickému testu (ptiklad 2.17) — pokud se ale tykéa jednostrannych
testi (napiiklad test grafické iluze 2.5.3), existuje také u nich néjaky analogicky
jednostranny interval spolehlivosti? Odpovéd zni ,ano, existuje“. Jeho odvozeni je
analogické, provedme jej napiiklad pro data testu grafické iluze 2.5.3:

Hy : = po, Hy : p > po, kritériem je X, kritickou hodnotu pouZijeme piesné
tu stejnou jako v daném pravostranném testu: ¢, = 2,132. Pfevodem normovaného
tvaru kritické hodnoty do tvaru aktualniho vzhledem k veli¢iné X dostaneme

9,132 = Lk Ho

= T = o+ 2,132 1 = o + 2, 132;

tedy interval pro ,nezamitnuti Hy“ je

X € (—o0; po + 2,132), (2.20)

ale protoze nas zajima spise interval pro pg, tak z tohoto vztahu vyjadiime ohrani-
¢eni pro pg a index 0 vypustime:

e (X —2,132;00) = (5,868; 00) (2.21)

a to je hledany interval se spolehlivosti 0,95. Vidime, Ze oboru 2.20 pravostran-
ného testu odpovida levostranny interval spolehlivosti 2.21.

I kdyz jsou tedy jednostranné intervaly spolehlivosti zcela pfirozené a mozné, v
dalsim textu se na né nebudeme prilis zamétovat — spise nas bude zajimat vymezeni
pro u na intervalu konecné délky. Tedy i kdyz budeme provadét jednostranné
statistické testy, intervaly spolehlivosti budeme hledat na zakladé prislusného
oboustranného testu se stejnou hladinou vyznamnosti.

Tak tedy i v prikladu 2.5.3 Ize sestrojit oboustranny interval spolehlivosti: Pro v = 4
je kriticka hodnota rovna

h,%(‘l) = 2,776;

Pak (vzorec 2.19):

e (8—2,776-1:8+ 2,776 - 1) = (5,224; 10,776).
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c) Vztah mezi intervalem spolehlivosti a statistickym testem. Mezi vysledkem
statistického testu a intervalem spolehlivosti existuje jednoznac¢ny vztah:

Statisticky test zamitne hypotézu Hy : i = py pravé tehdy, kdyz
1o nenalezi do prislusného intervalu spolehlivosti

Tieba pokud bychom v situaci prikladu 2.17 testovali hypotézu Hy : p = 1000,
misto abychom provadéli test, staci se podivat na prislusny interval spolehlivosti
oboustranného testu: 1000 ¢ (1013,04;1034,96), tj. to znamena, Ze piislusny
statisticky test zamitne hypotézu H.

Nebo podivame-li se na priklad pravostranného testu 2.5.3, kde Hy : pu = 6, vi-
dime, ze 6 € (5,868;00) (levostranny interval spolehlivosti vypocten v predchozi
poznamce b)), tj. to znamend, Ze hypotéza H, piislusného jednostranného testu
nebude zamitnuta.

d) Interval spolehlivosti uvadi vice informaci nez statisticky test. Omlouvam
se za dalsi ¢lenéni, ale budu prezentovat tuto poznamku ve ¢tyrech myslenkach:

1. Vysledek statistického testu neni pfesné to, co bychom chtéli znat. Ve skutec-
nosti chceme znat miru platnosti hypotézy Hy, je-li dan vysledek experimentu
— ovSem misto toho se ze statistického testu dovidame pravdépodobnost vy-
sledku experimentu za pfedpokladu platnosti hypotézy H, (a stale nezndme
miru platnosti H;, a to ani v ptipadé, kdy je Hy zamitnuto).

2. Statisticky test ndm ve svém vysledku nedéva informaci o rozsahu studovaného
vlivu, kdezto interval spolehlivosti ano. Informace o umisténi stfedni hodnoty
i je ve statistickych testech, které jsme dosud provadéli, skryta, ale interval
spolehlivosti ¢ini tuto informaci zjevnou a preklada ji do srozumitelného
méritka.

Napriiklad test 2.5.3 pouze prohlasi, ze se nenaslo dostatek diikazi pro vliv
grafické iluze na p. Ale interval spolehlivosti (nyni uz spiSe ten oboustranny,
tj. pro a = 0,05 byl odvozen v poznamce b)) (5,224;10,776) navic naznacuje,
ze se spolehlivosti 0,95 by stfedni hodnota misto Sesti mohla byt stejné dobie
rovna i osmi nebo deseti, ale uz ne jedenacti nebo dvanacti.

3. Statisticky test zdiraznuje chybu prvniho druhu, ale fik& velmi malo o chybé
druhého druhu. Na druhé strané interval spolehlivosti naznacuje i chybu dru-
hého druhu — pokud « nechame pevné a zmensujeme 3, tak interval spolehli-
vosti zmensuje svou délku.

4. Zéavér: Z uvedenych divodi je lepsi pouzivat intervaly spolehlivosti spise nez
jen pouhé testovani hypotéz. Neékdy statistické zpracovani v literatute prilis
zdiraznuje testy a zapomina dodat uzitecné informace navic, které lze snadno
vy¢ist z intervalt spolehlivosti.
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2.5.5 t-test typu ,,u; = o

Parovy test

V tomto oddilu se budeme zabyvat statistickymi testy pfi experimentech, kde ziskavame
dva soubory méreni. Zde je potfeba si dat pozor na vztah mezi témito dvéma soubory
(= skupinami) méfeni, na zakladé tohoto vztahu rozlisujeme totiz dva typy statistického
testu — parovy a neparovy test. Parovym testem se budeme zabyvat nejdiive — spociva
v tom, Ze sice ziskdme dvé skupiny (= dva soubory) méteni, ale tyto soubory jsou
navzajem tésné svazany v tom smyslu, ze ke kazdé hodnoté v prvnim souboru méfreni
lze jednoznacné ptriradit tzv. parovou hodnotu meéreni ze druhého souboru. Zejména to
taky znamené, ze pocCet méfeni v obou souborech je stejny — a v podstaté bychom mohli
fict, ze misto dvou soubortt méfeni mame jediny soubor, ve kterém jedna polozka je
reprezentovana uspofadanou dvojici hodnot.

Parovy test tedy uzijeme v situaci, kdy sice méame k dispozici dva soubory méfeni, ale
tyto dva soubory méfeni jsou spolu tésné svazany — obycejné tak, ze v obou skupinach jsou
hodnoceni stejni jedinci; nejprve provedeme méfeni vybrané skupiny jedinct za systému
podminek A, a pak provedeme méfeni téze skupiny jedinci za systému podminek B. Proto
se tomuto typu experimentt také rikd experiment opakovaného méreni. Dalsi vhodny
nazev je zde experiment typu ,,jedna skupina dvakrat“, protoze jedna skupina jedinct
je podrobena méfeni pii dvou riznych situacich.

Priklad 2.19. Chceme experimentem zjistit, jak se zméni pocet tderu srdce ¢loveéka
za minutu po vypiti Salku kdvy (studujeme vliv kofeinu na ¢innost srdce). Kdybychom
k tomuto experimentu pristupovali ,neparovym® pfistupem a vybrali ndhodné dvé
skupiny lidi, z nichz jedna by vypila kavu s kofeinem a druhé kavu bez kofeinu, do méreni
by byl zanesen jisty rozptyl zptisobeny tim, ze tempo srdecnich tidert se lisi u riznych lidi.

Mnohem vhodné€jsi je zde experiment opakovaného méreni, kdy jedna a taz skupina
vybranych lidi je vystavena méreni po kavé bez kofeinu, a pak po kavé s kofeinem. Potom
se vypocte rozdil obou hodnot vzdy u téhoz clovéka a testuje se, zda je tento rozdil
vyznamny. Byla ziskana nésledujici data poctu srdec¢nich tderti za minutu u deviti lidi
(na kazdém fadku jsou hodnoty méfeni jednoho ¢lovéka):
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;1 bez kofeinu  x;5 s kofeinem rozdil x;5 — ;1

70 76 6
60 61 1
49 92 3
72 71 -1
70 81 11
66 70 4
95 95 0
o4 61 7
80 89 9

Prvni dva sloupecky tabulky predstavuji dva soubory méfeni parového testu. My ovSem
budeme dale pracovat jen s jednorozmérnym souborem, a sice s vektorem rozdili métreni
ve tfetim sloupci. To znamena, ze parovy test vlastné odpovida situaci jednorozmérného
souboru méfeni (= oddilu 2.5.2).

Spo¢teme primér T = 4,44 a odhadneme rozptyl pomoci s2. Aby ¢tenaf nemél pocit, ze v
oddilu 2.5.5 nebude vzhledem k 2.5.2 nic nového, vypocéteme s? pomoci patého mozného
vzorce, ktery jsme si jesté neuvadeéli:

SS

G2 2X 2.22
5= (222)

(ono se vlastné jedna o vzorec 2.12, ovSem ve jmenovateli vzorce je v misto N —1). Déle do
Citatele za SS dosadime ze vzorce 2.11, ktery zkombinujeme s nejpohodlnéjsim zptisobem
vypoctu 2.8:

2
SS=N.5%= (é)@) —w

¢ili pak pro realizaci ss plati
2
N (ZZL mz)
SS§S = (Z l’?) — T, (223)

402
ss =314 — o 136,22.

a po dosazeni

Pocet stupnt volnosti pro odhad rozptylu je v = N — 1 = 8§, a tedy

2 =22 _17.03.

14
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a) Sestrojme nyni 95%-ni interval spolehlivosti pro u: ¢, najdeme jako prisecik
fadku v = 8 a sloupce 2g = a = 0,05 (oboustranny interval spolehlivosti vychézi z
oboustranného testu): ¢, = 2,306. Pak interval pro u se spolehlivosti 0,95 je

52 1
T+ /SN (v =8) =444 + ,/% £2,306 = (1,27;7,61).

7 tohoto intervalu spolehlivosti se dovidame, ze kofein zvysuje ¢innost srdce, a sice
o 1,27 az o 7,61 tdert za minutu.

b) Provedeme i statisticky ¢-test:

(K1) Hp: =0 (rozdil hodnot je nulovy, tj. pocet tidert srdce za minutu je stejny
s kofeinem i bez kofeinu — srdeéni tep nezéavisi na kofeinu);
Hy:p #0.

(K2) Testovym kritériem bude vybérovy primeér X, respektive jeho normované

hodnota ==
est o<

(K3) s2=17,03 =

s2 17,03
est 0% = SN = o =180 = estox = /189 = 1.37.
Tj. za predpokladu platnosti Hy ma veli¢ina ?—gg Studentovo t-rozdélenis v = 8

stupni volnosti.
(K4) t;, = £2,306 je u oboustranného testu stejné jako u intervalu spolehlivosti
a).
(K5) Piislusna t-hodnota je
4,44 -0

= 3,24 > 2,306
1737 ) ) )

a tedy zamitame H, o nezavislosti, je potvrzen vliv kofeinu na zvyseni srde¢niho
tepu.

Hypotézy Hy nejsou pravdivé téméi nikdy (pokud uvaZujeme vétsi pocet desetinngch
mist), tj. zamitnuti Hy ndm nic podstatného nefika. Spise nés zajimalo, jak velky je vliv
kofeinu, a to jsme se dozvédéli z intervalu spolehlivosti.

Neparovy test

Nyni se pojdme vénovat neparovému testu neboli zpracovani dat pfi experimentu typu
,dvé skupiny jednou‘.
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Priklad 2.20. Chceme zjistit kvalitu jisté techniky pamatovani. Ndhodné jsme vybrali
deset lidi a rozdélili do dvou skupin po péti lidech. Skupina 1 (tzv. experimentélni sku-
pina) se naucila 100 zadanych slov novou technikou, skupina 2 (kontrolni skupina ... za-
zity nespravny preklad anglického ,control group“, spravny vyznam prekladu je ,Fizena
skupina“, protoze ,control“= fidit, vést, nikoli kontrolovat) pouzila obycejnou klasickou
techniku zapamatovani. Po tydnu se vyzkousi, kolik si kdo pamatuje z danych 100 slov —
jsou ziskdna data

experimentalni skupina kontrolni skupina

43 16
37 22
51 24
27 30
32 18

Nyni data na jednom tfadku spolu nijak nesouvisi, jedna se o méfeni u dvou riznych lidi.
Zda se, ze experimentalni skupina ma lepsi vysledky, ale musime statisticky prokazat, ze
to neni zptisobeno pouze ndhodnymi vlivy.

V kazdé ze skupin vypocteme primeér a odhadneme rozptyl.

skupina 1: 7; = 38, podle vzorce 2.23 ss; = 352, v; = 4, a tedy podle 2.22

— 392

88.

est1 o

skupina 2: 7, = 22, podle vzorce 2.23 sso = 120, vy = 4, a tedy podle 2.22

— 120
2 = 2 = — =
S5 4

30.

esty o

No a ted prichdzime k tivaham, které jsou pro dalsi vyvoj (i dalsi kapitolu) dtlezité. V
situaci experimentu typu ,dvé skupiny jednou“ je potieba se vyporadat se dvéma typy
rozptylu, kterymi jsou — vnit¥ni rozptyl a vnéjsi rozptyl.

vnitini rozptyl: Jedna se o rozptyl predstavujici vzajemnou rozdilnost jedinct v celé
populaci (napf. rozdilnost lidi, rozdilnost rtiznych soucastek stejného typu, apod.).
V tomto textu se budeme prevazné zabyvat situacemi, kdy je splnén tzv. princip
homogenniho vnit¥niho rozptylu: jakykoliv experiment nema vliv na
rozptyl rozdéleni celé populace, z niz byla ndhodné vybrana skupina
jedincu pro méreni.

Slovy naseho ptikladu, rozdilnost vysledki est; zptisobena rtznosti lidi ve skupiné 1
je priblizné stejnéa jako rozdilnost vysledki est, zplisobena rtiznosti lidi ve skupiné 2.
Jinak Feceno, at uz mérite dany soubor méfeni za jakékoli podminky, ,rozmanitost*
téchto méfeni je v dané skupiné priblizné stejna.
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Z Tohoto principu homogenniho rozptylu tedy plyne, Ze odhady est;, ests jsou
odhady jednoho a stejného vnitiniho rozptylu o2 (diky tomu jsem u pismenka o o
par fadku vyse uz nepsal zadny index), ktery vypocteme jako aritmeticky pramér
obou odhad:

ost o — est, 02 + esty 02 _ 88430 _
2 2

Tedy nejlepsi mozny odhad vnitiniho rozptylu o2 je roven 59 a v dal$im budeme
pracovat s nim. Pocet stupni volnosti je v = 4 + 4 = &, protoze jsme tento odhad
ziskali pomoci dvou jinych odhadt o poc¢tu stupni volnosti 4 — stupné volnosti ve
vysledném odhadu sec¢itame.

99.

vnéjsi rozptyl: Jedna se o rozptyl vyjadrujici rozdilnost mezi danymi podmin-
kami méreni. Tento rozptyl v pripadé dvou soubori méfeni lze odhadnout na
zakladé primérta x, = 38, 7o = 22. Zptusob je nasledujici: Vypocteme rozptyl téchto

dvou prameért podle vzorca 2.23 a 2.22: Protoze v =2 — 1 = 1, mame
ss 3824222 — 602

try = — = 2 —128.
est ry 1 1

Ale to jesté neni vSechno — tento odhad je odhadem rozptylu primeéru péti hodnot
(N =5). Abychom ziskali odhad rozptylu jediné hodnoty méfeni, musime v souladu

se vzorcem est ry = <L (analogie vzorce 2.13) pocitat

estr =N -estry =5-128 = 640.

celkovy rozptyl: Aby byla plejada prehledu rozptylt iplné, je mozné si polozit nasle-
dujici otazku — co se vlastné spocita, kdyz budeme povazovat vSech deset hodnot za
méfeni jediné veli¢iny a vypocteme s2 ze viech deseti méfeni? Podle logiky vipoctu
by to mél byt jakysi celkovy rozptyl — a skutec¢né je tomu tak.

Pramér vsech deseti hodnot je T = 30, coz je mimochodem aritmeticky pramér
hodnot T, T». Bude tedy podobné hodnota s primérem hodnot s?, s37?

Podle vzorce 2.23 ss = 1112, a tedy podle 2.22

_ 1112
Z=20_ 2 19356
v 9

coz neni hodnota rovna souctu s_% + % = 88 + 30 = 118. Jesté méné se zda, ze
by odhad celkového rozptylu 123,56 byl souctem odhadu vnitiniho rozptylu 59 a
odhadu vnéjsiho rozptylu 640 — ale pfesto zde plati jisté souctové vzorce:

a) Celkovy pocet stuprii volnosti 9 u odhadu celkového rozptylu je sou¢tem vol-
nosti 8 u odhadu vnitiniho rozptylu a volnosti 1 u odhadu vnéjsiho rozptylu.

b) Celkovy soucet ¢tverct 1112 je souctem souctu ¢tverci 472 vnitiniho rozptylu
(ktery vznikl souctem ss; = 352 a ssy = 120) a 640 u vnéjsiho rozptylu.
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Tolik prehled a jemné intro do problematiky rozptylu — vice na to téma bude feceno v
dalsi kapitole. Nyni se vratme k feSeni naseho prikladu.

Odhad vnitiniho rozptylu je est o> = 59, odtud odhad rozptylu priméru
682502Y =5 = 11,8.

Nyni lze uzitim 2.19 urcit napt. 95 %-n7 interval spolehlivosti pro stredni hodnotu priméru
v kazdé ze skupin méreni: Pro t(v = 8;a = 2¢q = 0,05) = 2,306

[11 € 38 & /11,8 - 2,306 = (30,08; 45,92),
[is € 22 & /11,8 - 2,306 = (14,08;29,92).

V' souvislosti se statistickym testem tohoto prikladu ndas ovSem spise zajimd interval spo-
lehlivosti pro stredni hodnotu veliciny X1 — Xs. Stred intervalid spolehlivosti bude v tomto
pripadé T — Tg = 38 — 22 = 16, odhad rozptylu je

59 59
2 2 2
est 05 5, = est o5+ est o5~ = = + T = 23,6.

Tedy pro tp(v = 8;a = 2q = 0,05) = 2,306
f1 — s € 16 4 /23,6 - 2,306 = 16 & 11,2 = (4,8; 27,2).

Protoze vysledny interval spolehlivosti pro rozdil strednich hodnot neobsahuje nulu, vime
také, Ze prislusny statisticky test zamitne hypotézu Hy : py = ps. A skutecné, pojdte se
presvedcit:

(K1) Hy: py = pg (stredni hodnoty obou skupin ohodnocent jsou stejné, tj. novd technika

//////

vvvvvv

technika).
(K2) Testovym kritériem bude rozdil X, — Xs.
(K3) Pri platnosti Hy ma velicina
Xi-X%-0_ Xi-X,
est 02— - V23,6

X1—-X2

Studentovo t-rozdéleni pro v = 8.

(K4) Pro a = 0,05 prislusna kritickd hodnota ty, je na priseciku radku v = 8 a sloupce
pro o = 2q = 0,05, 5. tx = 2,306.
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(K5) 3222 — 329 ¢ (—ty;ty). Ho tedy zamitdme — novd technika vjznamné zvysuje

urovern zapamatovdni.

Priklad 2.21. Psychologové fyziologie chtéji experimentem ovérit, ze podvések mozkovy
je hlavnim fidicim centrem sexuélniho chovani. Rozhodli se ziskat dvacet dobrovolniki z
fad studenttt FEKT, ktefi by se chtéli podrobit operaci mozku. Protoze zadni dobrovolnici
se nepiihlasili (zejména do experimentdlni skupiny), byly ndhodné vybrany dvé skupiny
po deseti kryséch.

Krysam z experimentalni skupiny byl operaci odebran podvések mozkovy. Krysam z kon-
tolni skupiny byla pouze oteviena lebka, ale nic nebylo odebrano (aby byl sniZen rozptyl
zplsobeny otevienim lebky).

Protoze operaci provadél nezkuseny student, nékteré z krys zahynuly pfimo na opera¢nim
stole. V experimentalni skupiné prezilo pét krys, v kontrolni skupiné sedm. Psycholové byli
rozmrzeli nad nezkusenym studentem, ale pokracovali déle v experimentu. Byla ziskana
data o poc¢tu pohlavnich spojeni v priitbéhu jistého ¢asového intervalu. V experimentalni
skuping (N; = 5): 0,1,4,4,1. Odtud 71 = 2, ss1 = Y 27 — o = 14,0 = Ny — 1 =4,

pak s7 = 21 = 11 =35,

141
V kontrolni skupiné (Ny = 7): 5,7,4,3,4,6,6. Odtud 75 = 5, ssy = > 27 — le = 12,
=N, —1=6, pak s3 = 22 = 12 — 9,

Odhad vnitfniho rozptylu: Podobné jako u predchoziho piikladu (vyjdeme z platnosti
principu homogenniho rozptylu), i nyni vypocteme jakysi jeden odhad rozptylu jako pri-

mér odhadi s2?, s2 — nebude se jednat ovSem o aritmeticky primér, ale o tzv. vaZeny

prumér. Protoze odhad s_g byl sestaven na zdkladé vétsiho poctu stuptiii volnosti (vét-
stho po¢tu méfeni), budeme mu prikladat vétsi vahu:

49y 32 (2.24)

est 0% = 1
VL + Vo vy + 1o

V nagem piikladu est 02 = % 3,0+ % -2 = 2,6. Pak intervaly spolehlivosti pro jednotlivé
stfedni hodnoty a tx(v = 10, = 2¢ = 0,05) = 2,228 jsou

2,6
111 e2i,/? 2,228 = 2+ 1,61 = (0,39; 3,61);

2,6
[y €5+ ,/? £2,228 = 2+ 1,36 = (3,64;6,36).

Intervaly nemaji spole¢ny prinik, coz znamena, ze testovana hypotéza o rovnosti stfednich
hodnot bude zamitnuta. Déle je mozné si vSimnout, Ze interval spolehlivosti pro ps ma
mensi délku nez interval pro p; — to je dano vétsim poctem méreni ve druhé skupiné, pak
totiz ve druhé skupiné pri odhadu rozptylu primeéru délime sedmi, nikoli péti.

V testu, ktery bude nasledovat, budeme pouzivat rozdéleni X; — X,. Pokud bychom chtéli
najit 95%-ni interval spolehlivosti pro rozdil p; — s, pouzijeme stted 77 — 75 = 2—5 = —3
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a odhad rozptylu

26 26
2 2 2 ) ) .
est 0% est 0%+ est 0%, = 5 + a = 0,891.

Pak
[ — pio € =3+ /0,891 - 2,228 = —3 £ 2,1 = (—5,1; —0,9).

Prislusny statisticky test:
(K1) Hp: pg = po (odstranéni podvésku mozkového nemd vliv na sexuélni chovani);
Hi: py < ps (odstranéni podvésku mozkového povede ke snizeni sexuélni aktivity).
(K2) Testovym kritériem bude veli¢ina X; — X.
(K3) Pii platnosti Hy mé veli¢ina
Xi—-X-0 X1-X,
est 02— — - V0,891

X1—-X2

Studentovo t-rozdéleni pro v = 10.

(K4) Pro a = 0,05 pfislusné kritickd hodnota ¢, je na pruseciku fadku v = 10 a sloupce
pro a = q = 0,05, tj. t, = 1,812. Pozor, intervaly spolehlivosti budeme vzdy
konstruovat pro a = 2¢, ovSem u jednostranného statistického testu mu-
sime vzit hodnotu ¢, pro a = ¢!!

(K5) Odpovidajici t-hodnota kritéria je \/% = —3,178 ¢ (—tx; tx). Ho tedy zamitame.

2.5.6 Predpoklady pouzitelnosti parametrickych testu

P¥i odvozovani testi (zejména t-testu — odvozeni je mimo ramec tohoto kursu) muselo
byt ucinéno nékoli predpokladi:

1. Namétené hodnoty x; jsou navzajem nezavislé (= predpoklad nezévislosti) — na-
priklad predpoklad nezavislosti v ptrikladu 2.20 je porusen, pokud c¢lenové skupiny
podvadeéji a opisuji jeden od druhého.

2. Méfend veli¢ina ma normalni rozdéleni (= pfedpoklad normality).

3. Rozptyl uvnitf experimentalni skupiny je stejny jako rozptyl uvniti kontrolni sku-
piny, tj. oba rozptyly jsou odhadem stejného (vnitiniho) rozptylu o2 celé populace
(= princip homogenniho rozptylu).

Testy, které splnuji uvedené tii predpoklady, se nazyvaji parametrické testy. Pokud
néktery z predpokladt neni splnén, kritérium pouzité v testu nemd rozdéleni ¢ (nebo U,
pokud zndme rozptyl o?), a tudiZ nelze urcit kritické hodnoty — pro srovnani stfednich
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hodnot se v tom piipadé uzivaji tzv. neparametrické testy, o nichz bude bliZe fe¢ v
kapitole 7.

Upln4 diskuse pouzitelnosti parametrickych test U, ¢ (a v nasledujici kapitole testu F') je
mimo ramec tohoto kursu. OvSem néasledujici poznamky mohou byt dilezitym voditkem,
ktery pro bézného ,uzivatele* statistiky dostacuje:

a)

b)

Meéjte se na pozoru pouze tehdy, kdyz t-hodnota kritéria je blizka hodnoté t;. Piepo-
klady by musely byt poruseny velmi hrubé, aby napiiklad pfi jednostanném testu
pro a = 0,05 kritickd hodnota t; ,usekla“ ve skutecnosti vyznamné vice nez 5%
obsahu podgrafu hustoty ¢ — i pfi porusenych predpokladech tato kriticka hodnota
vétsinou usekne 6 nebo 7 procent, a nikoli tieba 15 procent obsahu. Proto pokud
t-hodnota kritéria presahne hodnotu ¢; vyrazné, je rozhodnuti zamitnout
H, celkem bezpecné.

Zkontrolujte své rozdéleni. Nakres histogramu rozdéleni je uzitecny jak pro ovéreni
predpokladu normality, tak ovéreni principu homogenniho rozptylu.

Porovnejte s_% a s_g pokud se hodnoty obou odhadi lisi vyrazné, znamena to poruseni
predpokladu homogenniho rozptylu. Ale pokud podil téchto odhadt je mensi nez 4
pri pfiblizné stejné délce obou souborti métfeni, neni tieba délat paniku.

Poruseni predpokladi nema takovy dopad, pokud N; > 20 a Ny = Ns.

Pozor na poruseni méritka. Nékteré proménné jsou bezproblémové, napr. X = pri-
mérné rychlost (v km za hodinu), protoze rozsah stupnice 10 az 20 km mé stejnou
vahu jako rozsah 70km az 80km.

Ale existuji pochybné proménné v tom smyslu, ze méfitko porusuji — napiiklad YV =
ohodnoceni otazky v dotazniku poctem bodu ze stupnice 1 az 7. Zde totiz rozsah 3
az 4 body nemusi byt ekvivalentni rozsahu stupnice 6 az 7 bodt. Takova stupnice
je hodné subjektivni, neméa pevné vymezeny absolutni pfirdstek, a proto muize vést
ke zkreslenému tvaru rozdeéleni.

f) Pokud néktery z predpokladi je porusen do té miry, ze U-test nebo t-test nelze pouzit,

je mozné zkusit neparametrické testy (viz 7).

Pojmy k zapamatovani

Tato kapitola je klicovou kapitolou statistické ¢asti této studijni opory, protoze obsahuje
nejcastéji provadény test porovnani dvou soubortt méfeni — t-test — a také odvozuje a
ilustruje vyznam intervali spolehlivosti.

Uvodem v oddilu 2.5.1 jsou zopakovany nékteré vzorce z predmétu Matematika 3, zejména
vzorce pro X, S — a dale je vysvétlen a odvozen vzorec pro S? jako nejlepsi nestranny
odhad neznamého rozptylu o2 normalniho rozdéleni.
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t-test pouzivame v situacich analogickych U- testu (= u veli¢iny s normalnim rozdélenim)

s tim jedinym rozdilem, Ze totiZ neni znam rozptyl 0'2Y a musime jej odhadnout pomoci

%. Pro odhad rozptylu primeéru je dulezity zejména vzorec 2.13, na ktery je potieba
nezapomenout.

Cela kapitola predpoklada, Ze ¢tenar uz vi, co je to statisticky test, a zvladl kapitoly 13,14
textu Matematika 3 — pfesto ty dilezité informace ohledné statistickych testti opakuje
(poznamky 2.5.3 objasnuji terminologii a otazku pfistupu ke statistickému testu).
Nékteré pojmy (hladina vyznamnosti testu, sila testu) nebyly zopakovéany, ale jsou procvi-

¢ovany v otazkéach a prikladech nasledujicich za timto shrnutim.

Protoze témér vsechno se vSim souvisi, zamitne statisticky test, ktery je dostatecné silny,
hypotézu Hy prakticky vzdy — z toho duvodu je nékdy lepsi hledat informace nikoli ve
statistickém testu, ale v intervalu spolehlivosti (blize viz posledni poznamku v 2.5.4).

Vyvrcholenim kapitoly jsou testy typu g1 = pe. OvSem véci novou je predstaveni rozdilu
mezi parovym a neparovym testem. Tato otazka je klicova pro zapamatovani z celé kapitoly.

Kontrolni otazky

1. U nésledujicich vyrokt rozhodnéte, zda se jedna o vyrok pravdivy ¢i nepravdivy.

a) Vybérovy primér X je nestrannym a konzistentnim odhadem parametru p méfeni veli-

¢iny s normalnim rozdélenim.

b) Statistika S? je nestrannym a konzistentnim odhadem parametru o>

normalnim rozdélenim.

meéfeni veliciny s

c¢) Kritickd ¢- hodnota je blize po¢atku nez odpovidajici (= pro stejnou hladinu vyznamnosti
sestrojend) kritickd U-hodnota.

d) Pro rostouci pocet stupnu volnosti graf hustoty t-rozdéleni stale vice splyva s grafem
hustoty normovaného normalniho rozdéleni.

e) Je mozné, ze interval spolehlivosti pro stfedni hodnotu g priméru X sestrojeny na
zékladé konkrétni realizace T tuto stiedni hodnotu viibec neobsahuje.

f) Pokud hodnota 19 nepadne do oboustranného intervalu spolehlivosti pro stfedni hodnotu
4 praméru X, znamend to, Ze oboustranny test pro Hy : p = po tuto hypotézu Hy
nezamitne.

g) Parovym testem je kazdy test typu p; = pg, ktery porovnava stfedni hodnoty dvou
nahodnych velic¢in.

h) Vnitini rozptyl popisuje rozmanitost konkrétnich jedincti v populaci — tato rozmanitost
pfitom nezavisi na podminkéch, pfi kterych je méfeni provadéno (je stejna u kontrolni
skupiny i experimentéalni skupiny).

i) Celkovy rozptyl je sou¢tem vnitiniho rozptylu a vnéjsiho rozptylu.

j) Pii nestejnych délkach obou soubortt méteni lze vnitini rozptyl odhadnout jako aritme-
ticky prameér rozptyla g, ;% jednotlivych soubort meéreni.

k) Existuji situace, kdy neplati princip homogenniho rozptylu (rozptyl méfeni v kontrolni
skupiné je nesrovnatelné vétsi nez rozptyl méfeni v experimentélni skuping).

Odpovédi na otazky
la) — A, 1b) =N, 1c) = N, 1d) — A, le) — A, 1f) = N, 1g) — N, 1h) — A, 1i) — N, 1j) — N (prumér se
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bere nikoli aritmeticky, ale vazeny), 1k) — A (pokud se oba rozptyly lisi o vice nez ¢étyfnasobek,
je vhodnéjsi misto paramatrického testu pouzit test neparametricky).

Cviceni

1. Honza Kovafr je testérem motocykli FONDA. S jistym prototypem provede Sest jizd na 400m,
ziskava ¢asy (v sekundach): 10,11, 10,9, 10, 12.
a) Jaky je rozptyl téchto Sesti hodnot?
b) Jaky je odhad rozptylu méfeni u daného prototypu?

2. Honza nyni dostal pét riznych stroji FONDA a s kazdym jede jizdu dlouhou 400 metra.
Ziskal data: 9,12,15, 8, 10.

a) Jaky je nyni nejvhodnéjsi odhad rozptylu ¢asu na 400 metrd u strojit FONDA?

b) Jaky je odhad rozptylu primeérného ¢asu vSech péti stroju?

3. Nahodné byly vybrany tfi hodnoty z jisté populace: 1 = 2, zo = 4, x5 = 4.

a) Vypoctéte rozptyl tohoto vzorku hodnot.
b) Odhadnéte rozptyl celé populace.

c) Odhadnéte rozptyl teoretického rozdéleni praméru X.

4. P1i prizkumu zajmu o novy vyrobek odpovédélo ze 400 dotazanych zdkazniki supermarketu
80 zakaznikt kladné na otazku, zda o vyrobek maji zajem. Vychazejte z tohoto prizkumu
a urcete intervalovy odhad procenta zdjemct se spolehlivosti 0,95. (Navod: urcete nejprve
intervalovy odhad poctu zakaznikt ze 400, ktefi si vyrobek skutec¢né koupi - binomické rozdeé-
leni aproximujte normalnim se stejnou stfedni hodnotou a rozptylem; pak vydélte obé meze
v intervalu spolehlivosti ¢islem 400 (dostanete pravdépodobnosti) a vynasobte ¢islem 100
(dostanete procenta))

5. Aneta Sed4 ¢te v novinach, Ze primérny ¢ech vidi za tyden v televizi deset mrtvych. Zepta
se ¢tyf svych spoluzacek, kolik mrtvych vidéla kazda z nich minuly tyden v televizi. Jejich
odpovédi jsou: 9,8,10,9.

a) Jaky je prumér a 95%-ni interval splehlivosti pro tyto hodnoty?
b) Provedte t-test pro tato data (odpovida méfeni ¢tyt hodnot novinové zprave?).

6. Hokejové tymy Kometa Brno a Draci Brno maji v poslednich péti letech vysledky vzajemny
zépast (Kometa: Draci) 3:2,3:3,3:5,4:5,6:4,6:2,4:1,1:0,1:2,3:1.2:0,3:5,
2:1,3:0,2:1. Ma trenér Komety pravo tikat, ze jeho tym je vyznamné lepsi? Odpovézte
a) znaménkovym testem (viz BMA3), ktery bere v ivahu pouze vyhru nebo prohru;

b) t-testem, ktery bere v tvahu skére v jednotlivych zapasech



94 STATISTIKA

7. Sociologové chtéji provést experiment, ktery ma zjistit, zda pocet schtizek chlapce s dévéetem
zavisi na tom, zda je chlapec prvorozeny nebo ne. Ziska ndhodné vybranych Sest nactiletych
chlapcii prvorozenych a Sest jinych druhorozenych a zjisti, kolik schiizek mél kazdy z nich
béhem jednoho mésice. Prvorozeni: 6,4,5,7,3,5; druhorozeni: 2,5,4,2,1, 4.

a) Vypoctéte prislusné intervaly spolehlivosti (pro stfedni hodnotu priiméru méteni) se spo-
lehlivosti 95% u kazdé z obou skupin chlapci.

b) Provedte t-test.

8. Chceme testem ovérit, zda kvalita reakci ¢lovéka je stejnd za denniho i za umélého svétla.
U nadhodné vybrané skupiny deseti lidi byly ziskany vysledky zkousky ,denni svétlo“:
9,2,7,12,14,10,6,7,12,10 a hodnoty zkousky ,umélé osvétleni“: 7,2,4,13,13,7,4,6,8,9
(oba soubory jsou usporadané, tj. data od i-tého respondenta jsou v obou pfipadech na i-té
pozici). Za pouziti t-testu rozhodnéte, zda soubor ,denni svétlo“ nabyva vyznamné vyssich
hodnot nez soubor ,,umélé osvétleni®.

9. Ve skupiné A (292 studentti) je pramér hodnoceni semestralni pisemky roven 77 = 35,5 bod,
ve skupiné B (260 studentu) xg = 41,6 bodl. Byly spocteny také rozptyly ohodnoceni v kazdé
skupiné pisemek s? = 100, s3 = 90. Studenti si neoficidlné mezi sebou st&zuji, ze zkousejici
ve skupiné A je vyrazné prisnéjsi. Ovérte testem, zda je rozdil mezi priméry ohodnoceni
statisticky vyznamny.

Vysledky

- . e o2 — N _ 6 -
ad 1. a) Podle (2.6) s? = 0,889; b) podle (2.9) je s = 5 - s> = £ - 0,889 = 1,0667.

ad 2. a) Jedna se o veli¢inu X= ¢as u jednoho stroje — tedy $2="17.7T; b) Jedna se o veli¢inu X
— proto pro odhad rozptylu priméru mame % = 1,54.

ad 3. a) 0,889 b) 1,333 ¢) 0,444

ad 4. Vychazime z toho, e p = % = 0,2, mame tedy rozdéleni binomické (Bi(N = 400,
p = 0,2)) a rozptyl 02 = Np(1 — p) = 64. Pro a = 0,05 vime z oboustranného testu (BMA3
- kapitola 13), ze ux = 1,96. Tedy stfedni hodnota p € 80 + 1,96 - /64 = (64,32;95,68).

Vydélenim 400 dostaneme (0,1608;0,2392), tedy procento zajemct je pfiblizné 16 az 24.
SSs

ad 5. a) T = 9; odhad roztylu 2 = v = 7, ale musime jesté vydélit po¢tem méfeni, abychom
dostali odhad rozptylu primeéru 5. Déle ¢ pro v = 3, a = 2q = 0,05 je rovno 3,182; tedy

2
R E= \/; 3,182 = (7,701;10,299).

b)
(K1) Ho: p=10; Hy: p # 10.

(K2) Testovym kritériem bude veli¢ina X, respektive 7 192

(K3) Pii platnosti Hy ma velicina = Wort) 9 Studentovo t-rozdéleni pro v = 3.
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(K4) Pro o = 0,05 pfislusna kritickd hodnota t; = 3,182.
(K5) Odpovidajici t-hodnota kritéria je —2,44949 € (—tx; tx). Hp tedy nezamitame, nepro-

kazala se nepravdivost novinové zpravy.

ad 6. a) Kometa ziskala 10 vyher, jednu remizu a 4 prohry; pokud remizu nebudeme brat v
uvahu pro zaddnou ze stran, ze 14 moznosti je 10 znamének ,+“; jednd se o jednostranny
znaménkovy test:

(K1) Hj: oba tymy jsou pfiblizné stejné silné; H;: Kometa je statisticky vyznamné lepsi.
(K2) Testovym kritériem bude veli¢ina T'= pocet vyher Komety ze ¢trnédcti zapasi.
(K3) Pii platnosti Hy ma veli¢ina T rozdéleni Bi(N = 14,p = 0,5).

(K4) Pro oo = 0,05 pfislusna kritickd hodnota T}, = 11 (blize viz BMA3).

(K5) Méfeni T'= 10 < T}, = 11, ¢ili Hp nezamitame.

b) Uvazujme veli¢inu X = rozdil skére Kometa minus Draci, dostaneme hodnoty
1,0,-2,-1,2,4,3,1,—-1,2,2,-2,1,3,1

(pocitame i remizu jako hodnotu 0).

(K1) Hj: oba tymy jsou pfiblizné stejné silné (u = 0); Hy: Kometa je statisticky vyznamné
lepsi (> 0).

(K2) Testovym kritériem bude velicina X, respektive veli¢ina eﬁ%.
X
K3) Prii platnosti Hy ma velic¢ina L‘l rozdéleni ¢ pro v = 14. Lze spocitat s = 3,35238,
est o
X
tedy odmocnina s = 1,83. Tedy est oy = b’?% = 0,47

(K4) Pro oo = 0,05 = ¢ prislusna kritickd hodnota t;(v = 14) = 1,761.

(K5) Méreni 0’33’50 = 1,97 ¢ (—o0;1,761), ¢ili Hy zamitame, Kometa je vyznamné lepsi.

Je vidét, Ze t-test méa vétsi statistickou silu nez znaménkovy test — prokazal zavislost studo-
vanych proménnych, zatimco znaménkovy test zavislost neprokazal.

ad 7. a) 5+ 1,35; 3+ 1,35 b) Pfi oboustranném testu pro a = 2¢ = 0,05 a v = 10 je naméfend
hodnota kritéria 2,336 ¢ (—2,228;2,228), tj. zamitame Hy o rovnosti obou skupin. Prvorozeni
maji statisticky vyznamné vice schiizek. Jak to interpretovat? Snad tim, Ze prvorozeni vice
stoji o dévcata :-)

ad 8. Vytvorime prislusny soubor rozdili odpovidajicich hodnot: 2,0,3,-1,1,3,2,1,4,1 (parovy
test). Odtud = = 1,6, s = 2,267, est UQY = 2%6 = 0,2267. Statisticky test:

1
(K1) Hp: p=0. Hy: p#0.

X—0
/0,2267

rozdéleni ¢ pro v = 9.

(K2) Testovym kritériem bude velicina X, respektive podil

(K3) P platnosti Ho mé veli¢ina —3=0-
(K4) Pro o= 0,05 = 2q pfislusna kriticka hodnota ¢ (v = 9) = £2,262.

(K5) Méfeni gt = 3,361 ¢ (—2,262;2,262), ¢ili Ho zamitdme, rozdil mezi dennim a

umeélym svétlem je statisticky vyznamny.
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ad 9. (K].) H(): H1 = 2. H1: M1 7é M.
(K2) Testovym kritériem bude velicina X7 — X, respektive podil @
est o— —
X1-X2
(K3) Pii platnosti Hy ma uvedeny podil rozdéleni ¢ s volnosti tak vysokou (v = 291 +
+ 259 = 550), ze je muzeme beztrestné nahradit normovanym normélnim rozdélenim

U — odhad vnitiniho rozptylu pak pfimo (protoze v > 60) polozime roven vnitfnimu

rozptylu:
291 — 259
2 2 2 2
“estol = " . 2 229529
O e = gt om0 T T a9 L amg %2 T VO
a tudiz 02 = B8 4+ 0B = 0,69, tj. oy x; = /0,69 = 0,83,

(K4) Pro o = 0,05 = 2q ptislusna kritickd hodnota (v = 550) = uj, = £1,96.

(K5) Méveni 292258 — —7,35 ¢ (—1,96;1,96), &ili Hy zamitame, rozdil mezi skupinami je
vyznamny. Interpretace téchto vysledkt je ovSem také narocnad — napiiklad muize byt
skuteénosti (a asi to tak i je), ze pokud jsou studenti do skupin rozdéleni podle obort,
tak rozdilnost vysledku je dana rozdilnosti studentt pfijatych na jednotlivé obory (i
kdyby ptistup obou zkousSejicich byl naprosto stejny) :-)
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3  Analyza rozptylu

Pruvodce studiem

Tato kapitola je prirozenym pokralovanim otazek studovanych v kapitole 2.5, ale jestliZe drive jsme
se zabyvali porovndnim strednich hodnot dvou skupin méreni (pfitom kazdd ze skupin méreni zavislé
veli¢iny byla ziskdna pro jinou hodnotu nezavislé veli¢iny), tak v této kapitole budeme studovat
porovnavani strednich hodnot tfi a vice skupin méreni (byly ziskdny tfi a vice soubor(i méreni zavislé
veli¢iny, kazdd skupina méreni byla ziskdna pro jinou hodnotu nezavislé veliciny).

Presnéji Fe¢eno, toto zobecnéni poctu hodnot nezavislé velic¢iny je tématem oddilu 3.1. Oddil 3.1.2
je zobecnénim kapitoly 2.5 v jiném smyslu — zatimco 3.1 studuje vztah jedné nezavislé veliciny a
Jedné veli¢iny zavislé na té prvni (tzv. jednofaktorova analyza rozptylu = jednofaktorova
ANOVA ), oddil 3.1.2 se zabyva studiem vztahu jedné veli¢iny zavislé na dvou (nebo i vice) ne-
zavislych veli¢inach (tzv. dvoufaktorovd ANOVA nebo vicefaktorova ANOVA) Jednd se
tedy o zobecnéni poctu nezdvislych velicin. No a do tretice opét situace jiného druhu — zatimco
3.1 a 3.1.2 se zabyvaly studiem navzdjem nezavislych skupin méreni, tak oddil 3.1.3 (experiment
opakovaného mérieni) studuje skupiny méreni, které jsou spolu navzdjem provdzdny — stejny je-
dinec je podroben méreni v kazdé z podminek (vlastné zobecnéni situace pdrového testu z kapitoly
2.5 pro tii a vice podminek méreni).

Cile
Po prostudovani této kapitoly budete schopni:

e Pracovat s analyzou rozptylu ANOVA.

e Vedle t-testu se naucite pouzivat i F'-test.

3.1 Jednofaktorova analyza rozptylu

3.1.1 Priklad a vzorce

Zatim jsme se zabyvali statistickymi testy v situaci jednoho nebo dvou souborti méfeni.
V této kapitole zacneme mluvit o slozitéjSich experimentalnich situacich se tfemi a vice
skupinami méteni.
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Uvazujme napfiklad experiment, ve kterém jsou za tfech rtznych podminek ziskdny tti
soubory meéfeni a chceme testovat, zda se odpovidajici stfedni hodnoty populace v téchto
tfech pripadech statisticky vyznamné lisi. Jednim ze zpisobd, jak toho dosdhnout, je
provést tii t-testy: prvni pro skupiny 1 a 2, druhy pro skupiny 1 a 3, tieti pro skupiny 2
a 3. Z dutvodt, které budou uvedeny v kapitole 5, je tento postup ponékud problematicky
— proto nyni popiSeme test, ktery porovnani vSech t¥i soubortt méreni provede najednou.

Jak uz bylo predeslano v predchozi kapitole, budeme analyzovat dva typy rozptylu —

vnitini rozptyl neboli rozptyl uvnit¥ t¥id (... RUT) a vnéjsi rozptyl neboli rozptyl
mezi t¥idami (... RMT).

Testovym kritériem pii analyze rozptylu bude podil odhadi rozptylt obou typi

est RM'T
est RUT

Toto kritérium vlastné neni ni¢im novym, protoze i u t-testu lze na kritérium

Xi-X

est 071_72

pohlizet jako na podil rozptyli dvojiho typu: RMT = k- (X; — X;) (vné&jsi rozptyl je jen
k-nasobkem rozdilu primért pro jisté k), zatimco est RUT = est ox,_x, (odhad vnitini
rozmanitosti je ddn odmocninou z odhadu vnitiniho rozptylu).

Priklad 3.1. Zaméstnanci UMAT hledaji nejlepsi metodu vyuky matematiky v prvnim
semestru ze tii moznosti — cviceni, konzultace, prednaska. Aby zjistily, zda se metody
od sebe néjak vyznamné lisi, vybrali ndhodné 27 studentt a rozdélili je do tii skupin po
deviti Ny = Ny = N3 = 9, z nichz kazda je vyucovana jinou metodou. Poté jsou zaskana
data ohodnoceni zkousky BMA1:

skupina 1 skupina 2 skupina 3
(cviceni) (konzultace) (prednéska)
94 83 80
90 86 85
95 89 81
89 87 81
88 85 79
92 86 83
92 85 78
97 81 80
91 83 82
Ty=3121,=828 To=3 a9 =765 Ty3=>3 a3 =729
T =1 =92 Ty =12 =285 T3 =2 =81

O vyznamnosti rozdili stfedniho hodnot v riznych skupinach méreni rozhodnéte statis-
tickym testem.
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Jedna se o ilustracni ptiklad, proto si dovoluji pro feSeni vypnout kurzivu. Oznaceni 77,
Ty, T3 z anglického ,total“=soucet.

a) 7 tif skupin méfeni odhadneme nejprve vnitini rozptyl o2 = RUT: Stupné volnosti
V) = 1, = 13 = 8. Soucet Ctvercl ze vztahu 2.23 s vyuzitim oznaceni pro soucet
T = > z; budeme psat ve tvaru

s§ = (Z xf) — TN, (3.1)

ktery budeme dale vyuzivat, protoze je numericky jednodussi. Uzitim 3.1 a 2.12
tedy mame pro kazdou ze tii skupin méteni

551 68

2 =est;y RUT = =2 = — = 8,5;

51 €sty L ] ’y

— 46

52 = esty RUT = 222 = 22 — 5,75
Vo 8

— 36

2 =est; RUT = 222 = 2 — 45,
V3 8

Vidime, Ze rozptyly méteni se 1isi maximalné o dvojnasobek, takze je rozumné brat
v tvahu princip homogenniho rozptylu a odhadnout RUT' jako aritmeticky primeér
vypoctenych t¥i hodnot:

est RUT — 8,5+ 5,75 + 4,5

= 6,25.

Tento odhad mé vy + v5 + v3 = 24 stupii volnosti. U prikladu 2.20 jsme u t-testu
odhadovali vnitini rozptyl — tento odhad jsme mohli docela dobie urcit ze vzorce
est g2 = =12 (ovéite, Ze vysledek je stejny). Podobné i nds aritmeticky priimér

6,25 ti1 odhadu lze pocitat timto zpisobem — vzorec

S ss;
est o = Zlf’/j] (3.2)

plati nikoli jen pro tii skupiny, méfeni, ale obecné pro J skupin. Pokud bychom jej
pouzili v nasem prikladu,

est RUT = 84036 o0
81818

b) S pouzitim t-rozdéleni nyni miuZeme sestavit intervaly spolehlivosti pro stfedni hod-

noty fi1, fia, pi3: kdy% tp(a = 2¢ = 0,05;v = 24) = 2,064, pak p; € 7; £ 1/ 22 - 1.

ProtoZze N; = 9 pro vsechna j, budou vSechny tfi intervaly spolehlivosti stejné
dlouhé:
w1 €92+ 1,72, puo, €8 £1,72; pug €81 +1,72.

Priméry a intervaly spolehlivosti lze znazornit graficky:
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H

H

o
o
H

skupina 1 skupina 2 skupina 3

N<
@

Tyto tTi intervaly spolehlivosti se viibec nepiekryvaji — to nam mimo jiné 1ika,
vSechny tfi stfedni hodnoty jsou navzajem rtzné, ¢ili nulovd hypotéza Hy : p; =
= li5 = p3 bude nasledujicicm testem zamitnuta.

c) Provedeme nyni statisticky test:

(K1) Hop: pg = pg = ps (vyucovaci metoda nemé vliv na vysledek zkousky);
Hy: neplati py = po = us.

Vsimnéme si, ze hypotéza H; je docela nejasna. Pokud H; plati, miize to zna-
menat hodné véci: gy > ps = ps, nebo py > e > p3, nebo py < po < s,
nebo py = pe > us, nebo g = g < us, atd. Tato nejasnost hypotézy H; je
hlavni nevyhodou analyzy rozptylu — i kdyz v dalsich kapitolach uvidime, ze i
s analyzou rozptylu se da néco délat.

(K2) Jak uz bylo feceno tivodem, testovym kritériem bude podil

est RM'T
est RUT

Cim vétsi je hodnota est RMT (odhad rozptylu mezi t¥idami), tim vétsf déivod
bude si myslet, Ze mezi jednotlivymi stfednimi hodnotami priméra existuje
skute¢ny rozdil. Cim vétsi bude est RUT (odhad rozptylu uvnitf tiid), tim vice
mame divod se domnivat, ze rozdily mezi skupinami méfeni jsou zpiisobeny
pouze ndhodnymi vlivy.

est RUT = 6,25; nyni vypocteme jestée est RMT — budeme postupovat ob-
dobné jako pii urceni vnejsiho rozptylu v prikladu 2.20. Mame zméteny tii
prameéry T; = 92, T = 85, T3 = 81 — vypoctéme rozptyl téchto primeéri podle
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2.23 a 2.22: Protoze v =3 — 1 = 2, mame

J —\2
estm:Z—S, 552252—@:22250—

j=1

258%
= =

62.

Tedy est ry = % = 31. To ale jesté neni vSechno — protoze est rn je odhadem

rozptylu priméru deviti hodnot a ry = %, mame

est RMT =N -ry =9-31=279.
Na tomto misté je snad vhodné graficky test ,rozebrat“: Pokud plati Hy, tak

prameéry T; = 92, 3 = 85, T3 = 81 pochazeji z téhoz rozdéleni, které ma
rozptyl %:

81 85 92

To znamend, Ze est RMT i est RUT jsou odhady téhoZ rozptylu o? a rozdil
mezi hodnotami 6,25 a 279 je pouze nahodny.

Pokud ovsem plati Hy, praméry 77 = 92, 75 = 85, T3 = 81 pochézeji z riznych
rozdéleni a rozptyl % je vétsi nez rozptyl % z predchoziho obrazku:

81 85 92
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(K3) Jaké je rozdéleni veliciny

Kazdy ze tii primeéri na obrazku je primeérem jiné ndhodné veliciny, cili
est RMV je odhadem jiného, vétsiho rozptylu nez RUP (rozptylenost pri-
méru neni popsana jednou veli¢inou, ale tfemi riznymi veli¢inami). Obecné lze
fici, Ze ¢im vétsi je rozdil mezi est RMT a est RUT, tim vétsi je pravdépo-
dobnost, ze plati H;.

ZZ%%T za predpokladu platnosti hypotézy Hy?
Pokud plati Hy, tak est RMT, est RUT jsou odhady téhoZ rozptylu o2. Sir
Ronald Fisher odvodil, ze pokud mame dva odhady téhoz rozptylu, est; R s
poctem stupni volnosti v; a esty R s poctem stupntt volnosti ve, tak podil
téchto odhadft 48 mj tzv. F-rozdéleni (podle svého objevitele nazy-

esta R
vané Fisherovo rozdéleni) pravdépodobnosti s hustotou

0 x < 0;
z<%l_1)<e_%
for s () = 2U71~F(%1) . va—vy vi—va)  T(2)
1,02 z_?-—x(“%,l)'67% 75—?2( 2 )m( 2 )1"(”21) l’>0
()

Stredni hodnota veli¢iny popsané F-rozdélenim je rovna w23 Je tedy blizka

jedné, coz i odpovida platnosti hypotézy Hy — pokud v podilu jsou odhady
stejného rozptylu, tak ten podil by se mél priblizné rovnat jedné. Pro riizné
hodnoty stupni volnosti méa graf hustoty jiny prubéh, tj. jinou kritickou hod-
notu (pro o = 0,05). Napiiklad

0,8
0,6
0,4

0,2

0z
4,26

pro v; = 2, vo = 9 ma hustota fo¢(z) tvar a Fy = 4,26.
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e o o o o ©
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o
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Pro vy = 3, vo = 10 ma hustota f59(z) tvar a F, = 3,71.

2,54

Pro v; = 10, vo = 15 se graf fio15(x) jesté vice lisi od nepiimé tmérnosti
piipadu fo,
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1,93

graf fop30 uZ jednoznacné dava Ctenaii predstavu, jaky tvar je pro vétsinu
dvojic stupni volnosti pro graf hustoty charakteristicky. Ve vSech c¢tyfech
piipadech byla vysrafovana oblast na pravé strané mezi grafem a osou x, jejiz
obsah je roven a = 0,05.

Kritické hodnoty F-rozdéleni byly také jednou provzdy vypocteny a sestaveny
parametr navic — oproti ¢-rozdéleni jsou u F-rozdéleni dva stupné volnosti, ¢ili
pro kazdou hladinu vyznamnosti a potiebuje F-rozdéleni jednu celou tabulku!!!
Tato prostorova naroc¢nost vyzaduje, abychom se omezili pouze na jedinou
hladinu vyznamnosti, maximalné na dvé. V tabulce 3.1 jsou uvedeny kritické
hodnoty F'-rozdéleni pro a = 0,05, v tabulce 3.2 pro o = 0,01.

Vsechny uvedené kritické hodnoty se tykaji pravostranného testu — v pfipadé
potifeby levostranného F-testu je mozné pro nalezeni kritické hodnoty uzit

vzorec
1

TR ()

(vSimnéte si, Ze ve vzorci je na pravé strané prehozeno poradi stupit volnosti
— pozor na to, tabulka kritickych hodnot neni symetrickd). Déale si prosim
vSimnéte, Ze volnosti jsou oznaceny pismenem V' a nikoli ¥ — oznaceni volnosti
pomoci pismene V' mi pfipadne jednak vice ¢eské (V' jako ,volnost“), jednak
vhodnéjsi v této a dalsich kapitolach (budeme totiz pocitat volnosti odhadi
riznych typu).

EV2(1 - a) (3.3)

(K4) Pro a = 0,05 pfislusnou kritickou hodnotu uréime z tabulky 3.1, kde volnost

odhadu est RMT je Vi, = 2, volnost odhadu est RUT je Vo = 24 — ¢ili
na pruseciku sloupce V; = 2 a tfadku V5 = 24 nachazime kritickou hodnotu
F,=3,4.
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Tab. 3.1: Kritické hodnoty F-testu pro a = 0,05.

=
1
)
w

4 5 6/ 7 8 9] 10| 12| 15| 20{ 24| 30, 40| 60/ oo

-
%

—_

161] 199] 216/ 225| 230| 234] 237] 239] 240| 242| 244] 246] 248] 249| 250| 251| 252| 254
18,5/19,019,2/19,2(19,3|19,3|19,3|19,4(19,4/19,4|19,4|19,4/19,4(19,4/19,5/19,5|19,5/19,5
10,1/9,55(9,28|9,12(9,01(8,94/8,89/8,85|8,81(8,79|8,74(8,70/8,66|8,64/8,62/8,59/8,57|8,53
7,71(6,94/6,59(6,39/6,26/6,16|6,09/6,04(6,00/5,96|5,91|5,86/5,80|5,775,75/5,725,6915,63
6,61/5,79/5,41|5,19|5,05(4,95|4,88|4,82|4,77|4,74|4,68|4,62|4,56|4,53|4,50(4,46|4,43|4,36
5,99/5,14/4,76|4,53|4,39|4,28/4,21]4,154,10|4,06|4,00|3,94(3,87|3,84|3,81|3,77|3,74/3,67
5,59/4,74/4,35/4,12(3,97|3,87|3,79|3,73/3,683,64/3,57|3,51|3,44|3,41(3,38(3,34(3,30/3,23
5,32/4,46|4,07|3,84/3,69|3,58|3,50|3,44/3,39/3,35/3,283,22(3,15|3,12(3,08(3,04(3,01|2,93
5,12/4,26/3,86|3,63|3,48|3,37|3,29/3,23/3,18/3,14/3,07|3,01[2,94|2,90(2,86|2,83(2,79|2,71
4,96/4,10(3,71/3,48/3,33(3,22/3,14(3,07|3,0212,98|2,91|2,85(2,77|2,74|2,70/2,66(2,62|2,54
4,84/3,98|3,59|3,36/3,20/3,09/3,01|2,95|2,90(2,85(2,79(2,72(2,65|2,6 12,57|2,53(2,49|2,40
4,75(3,90/3,49|3,26/3,11/3,00(2,91|2,85|2,80(2,75(2,69|2,62|2,54|2,51|2,47|2,43(2,38|2,30
4,67/3,81/3,41(3,18|3,03|2,92(2,83/2,7712,71|2,67|2,60|2,53(2,46|2,42(2,38|2,34]2,30(2,21
4,60(3,74/3,34/3,11/2,96/2,85|2,76|2,70|2,65(2,60(2,53(2,46|2,39|2,35(2,31(2,27|2,22/2,13
4,54/3,68|3,29(3,06(2,90/2,792,712,64|2,59|2,54|2,48(2,40(2,33(2,29|2,25|2,20(2,16|2,07
4,49/3,63(3,24/3,01|2,85(2,74(2,66(2,59|2,54/2,49(2,42(2,35(2,282,24/2,19/2,15(2,11|2,01
4,45/3,59(3,20/2,96|2,81(2,70(2,61(2,55(2,49/2,45(2,38|2,31(2,23|2,19|2,15|2,10/2,06|1,96
4,41|3,55(3,16/2,93|2,77|2,66|2,58|2,51|2,46/2,41(2,34/2,27|2,19/2,15/2,11|2,06/2,02|1,92
4,38(3,52(3,132,90|2,74(2,63(2,54|2,48|2,42/2,38(2,31(2,23(2,16|2,11/2,07|2,03|1,981,88
4,35/3,49(3,10/2,87|2,71(2,60[2,51(2,45(2,392,35(2,28|2,20(2,12|2,08|2,01/1,99|1,95|1,84
4,32(3,47|3,072,84/2,68(2,57|2,49|2,4212,37/2,32(2,25(2,18(2,10/2,05/2,01|1,96|1,92|1,81
4,30(3,44|3,05(2,82/2,66/2,55|2,46|2,40|2,34(2,30(2,23[2,15(2,07|2,03|1,98|1,94|1,89|1,78
4,28(3,42(3,032,80|2,64(2,53(2,44|2,37|2,32/2,27|2,20(2,13(2,05|2,01/1,96|1,91|1,86|1,76
4,26/3,40(3,01/2,78|2,62(2,51|2,42[2,36|2,30/2,25(2,18(2,11(2,03|1,98/1,94/1,89|1,84[1,73
4,24/3,39(2,99/2,76|2,60[2,49|2,40(2,34|2,282,24(2,16/2,09(2,01|1,96/1,92|1,87|1,82(1,71
4,23(3,37]2,98|2,74/2,59/2,47|2,392,32|2,27|2,22(2,15[2,07|1,99|1,95|1,90| 1,85|1,80| 1,69
4,21|3,35(2,96(2,73|2,57/2,462,37|2,31|2,25|2,20|2,13(2,06(1,97|1,93|1,88|1,84|1,79|1,67
4,20(3,34|2,95/2,71|2,56(2,45(2,36(2,29|2,24/2,19(2,12(2,04|1,96|1,91|1,87|1,82|1,77|1,65
4,18(3,33(2,93(2,70|2,55(2,43|2,35(2,28|2,222,18|2,10|2,03|1,94|1,90/1,85/1,81|1,75|1,64
4,17/3,32[2,92/2,69|2,53(2,42|2,33(2,27|2,21/2,16(2,09/2,01|1,93|1,89|1,84|1,79|1,74|1,62
4,08(3,23(2,84/2,61|2,45(2,34|2,25(2,182,12/2,08(2,00(1,92|1,84|1,79|1,74/1,69|1,64|1,51
4,00(3,15(2,76|2,53|2,37/2,25/2,17|2,10|2,04(1,99|1,92(1,84|1,75/1,70|1,65|1,59|1,53| 1,39
120(3,92(3,07|2,68|2,45/2,292,17|2,09|2,02[1,96(1,91(1,83|1,75|1,66|1,6 1|1,55|1,50(1,43|1,25

00|3,84/3,00/2,60/2,37|2,21|2,10(2,01|1,94|1,88|1,83(1,75(1,67|1,57|1,52|1,46|1,39|1,32/1,00
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Tab. 3.2: Kritické hodnoty F-testu pro a = 0,01.

Vi—| 1 2 3 4 5 6] 7 8 9 10] 12| 15 20| 24, 30| 40| oo
Vol
1| 4052 4999] 5403| 5625 5764| 5859| 5928 5982| 6022| 6056| 6106| 6157| 6209| 6235| 6261| 6287 6366

98,5(99,0199,2/99,2(99,3(99,3(99,4(99,4/99,4(99,4(99,4(99,4(99,4/99,5(99,5(99,599,5
34,1/30,8/29,5[28,7(28,2(27,9/27,7/27,5(27,3(27,2[27,0(26,9(26,7/26,6(26,5|26,4/26, 1
21,218,0(16,7/16,0(15,5(15,2|15,0(14,8|14,7|14,6(14,4/14,2|14,0[13,9|13,8/13,7/13,5
16,313,3/12,011,4(11,010,7/10,5/10,310,2/10,0[9,8919,72/9,55(9,47|9,38/9,299,02
13,8/10,9/9,78(9,15(8,75/8,47|8,26(8,10|7,98|7,87|7,72/7,56|7,40|7,31|7,23|7,14/6,88
12,2(9,55/8,45|7,85(7,467,19/6,99/6,84/6,72(6,62(6,47|6,31/6,16|6,07|5,99(5,915,65
11,3(8,65|7,59|7,01(6,636,37|6,18(6,03|5,91|5,81|5,67|5,52|5,36/5,28|5,205,12|4,86
10,6/8,0216,99|6,42(6,06|5,80/5,61|5,47|5,35(5,26/5,11|4,96/4,81|4,73|4,65|4,57|4,31
10,0(7,56/6,55/5,99(5,64/5,39|5,20(5,06|4,94(4,85|4,71|4,56|4,41|4,33(4,25|4,17|3,91
9,65/7,21/6,22[5,67|5,32(5,07|4,89/4,74|4,63|4,54|4,40(4,25(4,10/4,02(3,94/3,86/3,60
9,33(6,93|5,95/5,41|5,06|4,82|4,64(4,50|4,39|4,30|4,16|4,01(3,86|3,78|3,70/3,62(3,36
9,0716,70|5,74[5,21|4,86|4,62/4,44/4,30|4,19|4,10(3,96/3,82(3,66|3,59/3,51|3,43(3,17
8,86|6,51|5,56/5,04/4,69|4,46|4,28(4,14|4,03|3,94/3,80/3,66|3,51|3,43|3,35|3,27|3,00
8,686,365,42/4,89|4,56|4,32|4,14|4,00/3,89/3,80(3,67|3,52(3,3713,29/3,21(3,13|2,87
8,53(6,23|5,29/4,77|4,44|4,20(4,03(3,89|3,78|3,69|3,55(3,41(3,263,18|3,10[3,02[2,75
8,40(6,11|5,184,67|4,34/4,10(3,93|3,79|3,68|3,59|3,46(3,31|3,16/3,08|3,00(2,92|2,65
8,2916,01|5,09/4,58|4,25/4,01|3,84|3,71/3,60|3,51(3,37|3,23(3,0813,00/2,92(2,84|2,57
8,18(5,93|5,0114,50/4,17|3,94/3,77(3,6313,52/3,43(3,30/3,15(3,00[2,92/2,84|2,76(2,49
8,105,85|4,94|4,43|4,10(3,87/3,70/3,563,46(3,37(3,23/3,09/2,94|2,86|2,782,69|2,42
8,02/5,78|4,87|4,37]4,04|3,81/3,64/3,51/3,40/3,31(3,17|3,03(2,88/2,80(2,72/2,64(2,36
7.95/5,724,82|4,31|3,99(3,76|3,5913,45|3,35(3,26|3,12|2,98|2,83/2,75(2,67|2,58(2,31
7,88/5,66/4,76|4,26(3,94|3,71|3,54/3,41/3,30(3,21|3,07|2,93(2,78/2,70(2,62/2,54/2,26
7.82/5,61/4,7214,22(3,9013,67|3,50(3,36/3,26/3,1713,03(2,80|2,74/2,66(2,582,49(2,21
7,77/5,57/4,68|4,18(3,85|3,63|3,46(3,32/3,22(3,13|2,99/2,85|2,70(2,62|2,54(2,45(2,17
7,72/5,53/4,64|4,14(3,82|3,59/3,42(3,29/3,18|3,00|2,96(2,81|2,66/2,58(2,50/2,42(2,13
7,685,49/4,60/4,11|3,78(3,56|3,39/3,26|3,15|3,06(2,93|2,78|2,63|2,55(2,47|2,38(2,10
7,64/5,454,5714,07|3,75|3,53/3,36/3,23/3,12/3,0312,90(2,75(2,60/2,52(2,44/2,35(2,06
7,605,42/4,54/4,04(3,73(3,50|3,3313,20/3,09|3,00(2,87|2,73|2,57|2,49|2,41|2,33(2,03
7,56/5,39/4,51|4,02(3,70|3,47|3,30(3,17|3,07|2,98|2,84(2,70[2,55|2,47|2,39/2,30/2,01
7,31/5,18/4,31/3,83(3,51|3,29/3,12(2,99|2,89(2,802,66|2,52[2,37/2,29(2,20/2,11|1,80
7,08/4,98/4,1313,65(3,34|3,12(2,95(2,82/2,72(2,6312,50(2,35(2,20/2,12(2,031,94|1,60
120(6,85(4,79(3,95/3,48|3,1712,96(2,79(2,66/2,56|2,4712,34/2,19|2,03|1,95(1,86/1,76|1,38

0|6,6314,61|3,78(3,323,02(2,8012,64(2,51|2,41|2,32|2,18/2,04|1,881,79|1,70(1,59|1,00

©O© 00 1 O O i W N

DR W N N DNDNDDNDNDNDDNDDN DN = = = e e e e
O O O © 00 I O Uk WNFEF O OOOWIO ULk W R~ Oo




3.1 JEDNOFAKTOROVA ANALYZA ROZPTYLU 107

(K5) Odpovidajici F-hodnota kritéria je

est RMT 279
F = = =44 64
est RUT 6,25 64,

coz je vice nez Fj = 3,4, a tedy zamitame hypotézu H, o tom, zZe stfedni
hodnoty primeért jsou ve vSech tfech skupinach méreni shodné. Zde budiz také
feCeno, ze se jednd o pravostranny test, protoze rozptyl RMT (vyjadiujic
rozdilnost mezi vSemi méfenimi) je vzdy velky minimalné tolik jako rozptyl
RUT (vyjadiujici rozdilnost pouze uvnit¥ kazdé ze skupin méfeni), ¢ili podil
% bude vzdy vétsi nez jedna, jedinou otazkou je, kolikanasobné je RM'T
vétsi nez RUT.

Poznamka 3.2. V piipadé t-testu v piikladu 2.20 jsme predpokladali, Ze est; o2 a

esty 02 jsou odhady téhoz rozptylu — tuto skutecnost je mozné nyni ovérit také F-testem:

Jako kritérium bychom pouzili podilu £4-2; o ktery ma (pfi predpokladu Hy, Ze se jedna

esty 029

o odhady téhoz roptylu) rozdéleni Fy,_1 n,—1 — dal$i mozZnost je pouzit kritéria sz 52,

ktery ma (pii pfedpokladu Hy, Ze se jedna o odhady téhoz roptylu) rozdéleni Fi, 1 n,—1.
Problémem zde je, ze nemame zajisténo, ze by jeden z téchto dvou rozptylt musel byt
napiiklad vétsi nez ten druhy, ¢ili podil téchto dvou odhadd mtize byt vétsi i mensi
nez jedna, tedy vychylen od hodnoty 1 na obé strany — v tomto piipadé se tedy jedna
o oboustranny test, pri kterém musime pfi urceni kritickych hodnot na obou stranach
podgrafu ,juseknout® obsah 7. Protoze mame k dispozici jen tabulky 3.2, 3.1 usekavajici
v pravé ¢asti podgrafu jedno nebo pét procent obsahu, mizeme v tomto testu volit pouze
a = 0,02 nebo a = 0,1, hodnotu F), najit v jedné z téchto tabulek, a pro urceni levé
kritické hodnoty F;,, uzit vzorce 3.3.

Konkrétné v piikladu 2.20 pro est; = 88 a esty = 30 (s volnostmi V; = V5 = 4), kritérium
&l g o = 0,02 dostaneme z tabulky 3.2 F** = 16,0 a ze vzorce 3.3

esto

1 1
F = — = — =0,0625:
™M 16 ’ ’

gg = 2,93 lezi v intervalu (0,0625;16); ¢ili na hladiné vyznamnosti o =

= 0,02 nezamitdme hypotézu Hy, ze esty, esty jsou odhady téhoZ rozptylu o2.

hodnota kritéria

Shriime nyni oznaceni a vzorce pouzité v ptikladu 3.1: Vzorec 3.2 lze s vyuzitim oznaceni

SSUT = Z‘lj SS;, VUT = Zf v; prepsat ve tvaru

SSUT
T=—+= A4
est RU VT (3.4)

kde pro VUT plati pro stejny pocet méreni Ny = Ny = --- = N; = N v kazdé ze skupin
1,2,...,J

J
VUT =) vi=J-(N-1)=JN-J=n-1] (3.5)
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kde n je celkovy pocet méfeni ve vSech skupindch (JN = n). Déale pokud oznadime
T, = Zjvzl x;; soucet méfeni v i-té skupiné (tfid€), 1ze upravit vzorec pro SSUT do tvaru

J J N T-2 J N J T-2
SSUT =) S8 =>" (Z xy — WZ) = (Z Z@) -y - (3.6)
i=1 j=1 i i

i—1 i—=1

Odhad est RUT je nejlepsim odhadem rozptylu o2, tj. budeme jej pouZivat pro sestaveni
intervalu spolehlivosti pro stfedni hodnotu priméru meéreni v dané tridé populace

t RUT
1 € T £t (VUT) - ,/#. (3.7)

Podivejme se nyni na tvar vzorci pro RMT: pro prumér T pruméru Z; plati (oznac¢ime-li
T; = &, Y. T; = T = soufet vSech méfeni v experimentu):

déle (podle postupu v piikladu)

Jo= =\2
est RMT = N -est O'ZY =N- sz](% 7 7)
(pokud oznatime SSMT = N - 3./(7 — 7)? a VMT = J — 1). Upravme nyni jesté
vzorec pro SSMT (pro stejné délky méFeni v kazdé ze skupin N; = N lze vyuzit oznaceni
YT, =T afaktu JN = n):

2
J J o
1 1
J B N J B 2 J TiQ N JTl 2
e s o (£2) (5
T2

Vsechny uvedené vzorce nyni sestavme do prehledné tabulky. Udélame v ni ale jesté jeden
krok navic — predpoklad N; = N stejného poctu meéteni v kazdé ze skupin lze vypustit,
hodnoty N; mohou byt navzajem riizné. Piislusné odvozeni vzorcd pro riizna N; ovSem
uz nebudeme provadét (snad Ctenar ziskal ur¢itou prichut tohoto typu odvozovani aspon
pro stejné hodnoty N;) — kupodivu se ukazuje, ze do vSech vzorci pravé odvozenych lze
dosadit misto N obecny pocet méfeni IV;, a jinak vzorce zistanou beze zmény (obecné
pro ruzné délky soubort méteni neplati n = NJ, ale plati n = > N;)!!!

Z tabulky 3.3 je vidét vyhoda pfistupu pomoci vzorct pro SS — v ptipadé MT i UT se
rozptyl odhadne jako podil souctu ¢tvercti a poc¢tu stupnt volnosti.
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Tab. 3.3: Vzorce pro typy rozpylu u jednofaktorové ANOVA

typ V' (= volnost) | SS (= soucet ¢tvercii) est R
7
T2 2 SS
MT | VMT =J -1 SSMTz( Nl) % est RMT = 50T

J
T2
UT | VUT =n—J | SSUT = (szfj) <Z ﬁ) est RUT = S5UL

Priklad 3.3. Provadime test i¢innosti ¢tyf znacek zubni pasty v prevenci zubniho kazu:
WHITE, RUBBY, NIGGARD, NOHOLES. U kazdé znacky bylo pozadano Sest lidi, aby
pastu po dobu jednoho roku pouzivali a zaznamenavali pfitom pocet zubnich kazi. Z
kazdé Sesticlenné skupiny béhem roku nékdo odesel, takze byla ziskdna nésledujici data:

skupina 1  skupina 2 skupina 3 skupina 4
(WHITE) (RUBBY) (NIGGARD) (NOHOLES)

{L‘HZZ 1‘21:4 ZL’31:6 1'41:3
$12:1 .CE22:1 1‘32:2 $42:1
.1’13:3 33'23:3 1'33:4

I'24:3 I34:4

ZE25:4
T, =6 T, =15 T5 =16 T, =4
T =2 =3 T3 =4 Ty =2

Vypoctéme nejprve intervaly spolehlivosti pro stfedni hodnotu v kazdé ze ¢tyt (J = 4)
skupin méfeni (uzitim 3.7 a vzorct z tabulky 3.3):

2

T
SSUT szechno i — 2skupiny _ 147129

est RUT = <0 n—J 14—4

=1,8;

Dale VUT = 10 (secita se volnost 2 ve skupiné WHITE, volnost 4 ve skupiné RUBBY,
volnost 3 ve skupiné NIGGARD a volnost 1 ve skupiné NOHOLES). Z tabulky 2.1 pro
a = 2q = 0,05 a volnost 10 je t5(10) = 2,228. Intervaly spolehlivosti maji ted riznou
délku diky rtznym poctim méreni v kazdé ze skupin — podle 3.7

— 1.8
i€ X+ /== 2,228
0 N,

mame 1 € 24+ 1,73, puo € 3+ 1,34, ug € 4+£1,49 a ug € 2+ 2,11 (grafické zndzornéni
téchto intervall viz obrézek):
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m 1
= WHITE RUBBY NIGGARD NOHOLES

Z obrazku je mozné vycist nasledujici informace:

— intervaly spolehlivosti maji neprazdny prinik, coz nedava moc divodu si myslet, Ze
stfedni hodnoty veli¢in v jednotlivych situacich méteni se lisi vyznamné;

— experiment nemd velkou silu: mezi jednotlivymi znackami pasty mohou byt znacné
rozdily (napf. p; = 1, uz = 5), ale statisticky je nejsme schopni prokéazat; pomohlo
by zopakovani experimentu s vét§im poctem méfeni v kazdé ze skupin (tedy s vétsi
silou).

Provedme nyni test hypotézy:

(K1) Ho: pn = pio = pi3 = fla;
Hli Neplati Ho.

(K2) Testovym kritériem bude veli¢ina <YL Odhad est RUT = 1,8 uz byl nalezen

(pro VUT = 10), odhadnéme jesté RMT (pro VMT =J —-1=4—-1=23):
J T 72 2
VMT J—-1 4—1 '
(K3) Pii platnosti Hy ma veli¢ina Zii%]gf rozdéleni F' pro stupné volnosti V; = 3,

Vo = 10.

(K4) Pro o = 0,05 piislusné kritickd hodnota Fy(3,10) je na priseciku tfetiho sloupce
a desatého fadku tabulky 3.1 tj. Fy(3,10) = 3,71.
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(K5) Odpovidajici F-hodnota kritéria je

est RMT 3
etV 2 67 < Fy =371
est RUT 18 0T < He=3TL

Hj tedy nezamitame, rozdily mezi pastami nebyly testem odhaleny.

Poznamka 3.4. Nékdy se situace analyzy rozptylu popisuje tzv. linearnim modelem
(tento pFistup je podrobné rozpracovan ve skriptu [28]): pro j-tou hodnotu i-té skupiny
(tFidy) plati
Tij = ,u‘f'Oéi +5ij7

kde p je stfedni hodnota celé populace, a; je vliv (relativni zména) p zptisobeny podmin-
kami méfeni ve skupiné (= tiid€) ¢, €;; je ndhodné chyba, kterd ma rozdélwni s rozptylem
0%, coz je stejny rozptyl jako rozptyl celé populace. Zde plati Z;’Zl a; =0, Zjvzl gij = 0,
a Hy, Hy lze formulovat Hy : a3 = ap = -+ = oy = 0, Hy: neplati Hy. V tomto textu se
analyze rozptylu ovSem nebudeme vénovat z pohledu linearniho modelu, ale z hlediska jiz
predstaveného souctu Ctvercu.

Drilezité drobnosti k zapamatovani

Vratime-li se k situaci J skupin (t¥id) méfeni, i-ta délky N;, lze z méteni ve vSech skupinach
dohromady spocitat jeden ,velky“ soucet ¢tverct

9 )2 2
S5 — 2 : (2 — T)? = 2 : 2| - (X vgechno i) _ 2 : 2| - T_7
n n
vSechno vSechno vSechno
(3.8)

kterému odpovida V'S'S = n—1 stupiiti volnosti (n hodnot zavislych na jednom parametru
T). Z tabulky 3.3 je patrno, Ze

SS = SSMT + SSUT; (3.9)
VSS = VMT+VUT (3.10)

(podobné vztahy platily mezi celkovym rozptylem, vnitfnim rozptylem a vnej$im rozpty-
lem v pifikladu 2.20).

Pokud by se nékomu zdaly vzorec 3.8 a tabulka 3.3 pfili§ naroc¢né, rad bych uvedl né-
kolik skutecnosti, které ¢tendri pomohou si tyto vzorce zamilovat a ocenit krasu analyzy
rozptylu :-)

Vztah mezi souctem c¢tverca a stupni volnosti: Ve vzorcich je pfitomna néasledujici
symetrie — vzorec pro vypocet po¢tu stupnii volnosti je klicem pro urceni poctu ¢lent
v sumach odpovidajicitho souctu ¢tverct:

e Celkovy soucet ¢tverct (3.8): V.SS =n — 1, a pak pfi vypocétu SS od sumy n
2
¢lenti (sumy CGtverc véech méfeni experimentu) odecteme jeden ¢len TT



112 ANALYZA ROZPTYLU

e SSUT: Protoze VUT = n — J, pak pii vypoctu SSUT odecitame od
sumy n ¢lent (¢tverctt vSech méfeni experimentu) sumu J ¢lent (% pro
j=12,...,J).

e SSMT: Protoze VMT = J — 1, tak pii vypoctu SSMT odecitame od sumy
J ¢lenti Tﬁ’i jeden clen %2

Pravidlo ,,umocni a podé€l“: Kdykoli v probiranych vzorcich umocnujeme urcity sou-
¢et, délime jej poctem clenii tohoto souctu. Konkrétneé:

° x?j: Umocnujeme jediny ¢len, ¢ili délime jej jednickou :-)

T2 - Y N; “i1s 1x7s I
e +t: Umoctiujeme soucet T; = ;7 x5, Cili délime jej Cislem N;.
2 v . v v vel. a4 . . v/
° TT: Umocnujeme soucet 1" vSech n hodnot, ¢ili délime jej ¢islem n.

3.1.2 Dvoufaktorova analyza rozptylu

Priklady a vzorce

A7 dosud jsme se zabyvali situacemi, kdy se hledal vliv jedné nezavislé proménné na jednu
zévislou proménnou. Nyni budeme sledovat vliv dvou nezavislych proménnych na tfeti
promeénnou zavislou na predchozich dvou.

Priklad 3.5. Chceme zkoumat vliv dvou proménnych na vykon paméti. Prvni promén-
nou bude finanéni motivace (zlepsi se vykon paméti, kdyZ ¢lovék dostane vice zaplaceno?),
druhou proménnou bude délka pamatovani (pamatuje si ¢lovék po delsi dobé méné?). Vy-
kon paméti budeme méfit poctem zapamatovanych slov (ze dvaceti uvedenych slov).

Pti feseni prikladu bychom mohli provést dva oddélené experimenty jednorozmérné ana-
Iyzy rozptylu: V jednom experimentu zkoumat vliv prvniho faktoru (= finanéni motivace)
v ruznych podminkich (podminka 1: ¢lovék dostane 1 ké za kazdé spravné zapamato-
vané slovo; podminka 2: ¢lovék dostane 100 k& za kazdé spravné zapamatované slovo),
ve druhém experimentu vliv druhého faktoru (= doba pamatovani) za rtiznych podminek
(podminka 1: zkouska paméti ihned po naudeni slov; podminka 2: zkouska paméti hodinu
po nauceni slov; podminka 3: zkouska paméti pét hodin po nauceni slov).

Ale lepsi je oba vlivy zkoumat najednou ve dvourozmeérné analyza rozptylu, protoZe se z ni
dovime vice informacinez ze dvou jednorozmérnych experimentii (mtzeme studovat tzv.
interakci obou nezavislych proménnych - jakysi jejich vzajemny vliv na tfeti proménnou;
za chvili bude Feéeno vice).

Skloubenim dvou podminek faktoru 1 a t¥i podminek faktoru 2 ziskame 2 -3 = 6 podmi-
nek dvourozmérné (= dvoufaktorové) analyzy rozptylu. pro takto navrzeny experiment

bylo nahodné vybrano Sest skupin po trech lidech a ziskdna data uvedena v tabulce na
nasledujici strané.

Vysvétleni oznaceni v této tabulce faktorové analyzy typu J x K:
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J ... pocet podminek faktoru 1.
K ... pocet podminek faktoru 2.
Tijy Tjj... soucet a primér piislusny k podmince ij.

Tg,y Ng, ... soucet a pocet hodnot pfislusny i-té podmince faktoru 1 (= v i-tém fadku
faktorové tabulky).

Ts,, Ng; ... soucet a pocet hodnot piislusny j-té podmince faktoru 2 (= v j-tém sloupci
faktorové tabulky).

T, n ... celkovy soucet a pocet hodnot v tabulce.

H 0 hodin ‘ 1 hodina ‘ 5 hodin H

r111 =6 Tior =4 | T131 =95
T2 =4 | Tie=4| 1132 =4

1 ké 2113 =9 | Tiz3=4| z133=3 || T, =39
T1=15| Ty, =12 | T13 =12
511:5 f12:4 513:4
Toyp = 11 Too1 =6 | w31 =6
To1z = 8 | Togo = 10 | @ozp =4

100 k¢ || @213 =8 | T3 =8 | X33 ="5 || T, = 66
Ton =27 | Tog =24 | Th3 =15
521:9 T22:8 f23:5

Ts, =42 | Tg, =36 | Tg, = 27 T =105

n =18

Zpracovani namétrenych dat shrneme do t¥i bodii:

a) Intervaly spolehlivosti: Potfebujeme vypoditat nejprve est RUT — méame k dospo-
zici Sest odhad tohoto ,,vnitiniho rozptylu® (ze t¥i méfeni v kazdé ze Sesti skupin lze
urcit jeden odhad), lze tedy spocitat jejich aritmeticky prameér. Ovsem jednodussi
je pouzit zde analogii vzorce pro soucet ¢tvercu rozptylu UT z tabulky 3.3:

T2
SSUT  >vsechno Tijk — Zskupiny N
t RUT = = - 3.11
es VUT n— J ) K ) ( )
dosazenim dostaneme
est RUT = 0L =08 - ger

18 -6

Tedy podle vzorce 3.7 mame

/1,667
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vvvvvv

na ose y je vynasena zavisla proménna méfena poctem zapamatovanych slov, na ose
x jedna z nezavislych proménnych, napiiklad doba pamatovani. Druhou nezavislou
proménnou — finanéni motivaci — do obrazku graficky znazornime tim, ze pro kazdou
z jejich hodnot (1 ké , 100 ké) se nakresli jeden graf zavislosti po¢tu zapamatovanych
slov na dobé pamatovani. V jednom obrazku je tedy vice kiivek odpovidajicich
riznym podminkam faktoru 1:

10 _
9 \
8_
L 100 k zaslovo
7_
o .
5_
4_
L 1k zasovo :I:
“0hod 1hod 5 hod

Z intervali spolehlivosti lze vy¢ist, ze oba faktory maji vliv na pocet zapamatova-
nych slov: pro delsi dobu pamatovani pocet zapamatovanych slov klesé (obé kiivky),
pro vyssi finan¢éni motivaci je pocet zapamatovanych slov vétsi (kiivka ,,100 ké“ je
vyse nez kiivka ,1 k).

b) Jednorozmérna ANOVA pro Sest podminek: Na chvili zapomerime, Ze Sest
,okének* v tabulce vzniklo kombinaci dvou nezéavislych proménnych, a provedme
jednorozmérnou analyzu rozptylu, abychom zjistili, zda mezi uvedenymi Sesti
skupinami (= t¥idami) existuji vyznamné statistické rozdily:

Ho: pa1 = pi2 = pas = pi21 = paz = fio3;

(Hy: neplati Hp). Uz mame spoéteno est RUT = 1,667 (pro VUT = 12); déle
pouzijeme analogii vzorce pro soucet ¢tverct rozptylu MT z tabulky 3.3:

SSMT % T
podminky N;; — n
t RMT = = : 12
est R VT T-1 ; (3.12)
po dosazeni je (pro VMT =5)
1—-612
est RMT = 51— 6125 685 40

) 5

Sestavme vypocty provadéné v nasem statistickém testu do tabulky:
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typ rozptylu | V' SS est R F-hodnota  Fj

celkovy | 17 88,5 - -
MT | 5 685 13,7 8,2 3,11
ur |12 20 1,667 - -

Protoze % = 8,2 > 3,11 (st’n(oz = 0,05) = 3,11), uzavirame, Ze rozdily mezi

skupinami jsou statisticky vyznamné — H, zamitame.
ProtoZe nas zajimé i vliv kazdé z obou nezavislych proménnych zvlast a vliv inter-
akce obou proménnych (oboji lze zjistit ze dvourozmérné ANOVA), v praxi v této
situaci test b) neprovadime. Je zde uveden pouze z pedagogickych duvodi (aby se
vidélo, Ze i tento test je mozny, a aby bylo pripomenuto rozdéleni celkového ,kolace
rozptylu®, respektive celkového kolace souctu ctvercii:

SS =885 = SSUT + SSMT, VSS =17=VUT +VMT).

¢) Dvourozmérna ANOVA: C1: Testujme nejprve vliv faktoru 1 (= finanéni moti-
vace) na pocet zapamatovanych slov; tento faktor mé dvé podminky vzniklé
vzdy souctem v prislusném radku faktorové tabulky:

6 4 5
1ke¢| 4 4 4| Tgr =39
5 4 3| N =9

11 6 6
100k¢ | 8 10 4 | Tg, =66
8 8 5| Ni,=9
T =105
n =18

Rozhodujeme mezi Hy : g, = itr, @ Hy : neplati Hy. Kritériem testu bude opét
podil ,vnéjsiho“ a ,vnitiniho“ rozptylu, ale roli vnéjsiho rozptylu bude nyni
hréat rozptyl mezi fadky tabulky, proto oznaceni RM R (analogicky SSMR je
prislusny soucet ¢tvercii, V M R piislusné volnost) — pii jeho vypoétu pouzijeme
analogii vzorce pro soucet ¢tvercd rozptylu M7T z tabulky 3.3:

SSMR Sradiy -~ 2
TadKy Ng, n
t RMR = = : ; 3.13
€S VMR J 1 3 ( )
po dosazeni
est RMR = w = 40,5;

je vidét, ze VMR =J —1=2—1=1. Pak po dosazeni do kritéria

est RMR 40,5
est RUT 1,667

= 24,25 > F'"(a = 0,05) = 4,75.

Proto Hy zamitame, vliv faktoru 1 na pocet zapamatovanych slov se prokazal
— je statisticky vyznamny.
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C2: Dale testujme vliv faktoru 2 (= doby pamatovani) na pocet zapamatovanych

C3:

0 hod 1 hod 5 hod

6 4 5

4 4 4

5 4 3

11 6 6

8 10 4

8 8 5
Tg, =42 | Ts, =36 | Tg, =27 | T =105
Ng,=6| Ng,=6| Ng,=6| n=18

Mezi hypotézaml 77H0 PHSy = Hsy = Hsg“ a 77H1
kritérium SLEMS kde est RMS uréime ze vztahu

est RUT "’

est RMS =

Sj
SSMS Zsloupce Ns;

slov (zase nés zajima porovnani mezi jednotlivymi sloupci faktorové tabulky):

: Neplati Hy“ rozhodne nyni

2
T2

VMS

K-1

dosazenim (pro VMS =K —1=3—1=2) mame

est RMS =

a tedy
est RMS 9

5

est RUT 1,667

631,5 —612,5
3—-1 N

9,5,

(3.14)

= 5,69 > F2%(a = 0,05) = 3,8,

proto Hy opét zamitame, vliv faktoru 2 na pocet zapamatovanych slov je sta-

tisticky vyznamny.

Sestavme dosud vypoctené hodnoty do tabulky:

typ rozptylu

celkovy
MT

Vv SS
17 88,5
5 68,5
1 40,5
2 19
2 9
12 20

est R F-hodnota F}

40,5

24,25 4,75

9,5 5,69
45 2.7
1,667 -

3,8
3,8

Nyni je potfeba vysvétlit, kde se vzal v tabulce cerveny fadek. Tento radek
odpovida vlivu interakce mezi faktorem 1 a faktorem 2 na pocet zapama-
tovanych slov. Tato interakce je soucasti rozdilnosti mezi riznymi skupinami
méfeni, a tedy je soucasti vnéjsiho rozptylu, proto budou platit vzorce

SSMT
VMT

SSMR+ SSMS + SSI,

VMR+VMS + VI,

(3.15)
(3.16)
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kde SST je soucet ¢tverct (rozptylu) interakce a VI je volnost (rozptylu) in-
terakce. Pomoci téchto vztahti je mozné SST a VI snadno urdit:

VIi=5-1-2=2SSI=685—405—19=09.

_ SS1 _ 9 __ 4 Ly est RI /
Pak est RI = 577 = 5 = 4,5, a tedy (testové kritérium -Z%55~ porovname s

kritickou hodnotou F, """7))
est RI. 4,5
est RUT 1,667

To znamena, ze vliv interakce faktort 1 a 2 na pocet zapamatovanych slov neni
statisticky vyznamny, hodnota kritéria tohoto pravostranného testu nepiesahla
kritickou hodnotu.

Dvourozmérna ANOVA tedy spociva v testech C1, C2, C3, ve kterych hledame vliv

=27 < FPP(a =0,05) = 3,8.

— faktoru 1
— faktoru 2

— interakce faktort 1 a 2

na zavislou proménnou.

No dobre, ale co to ta interakce vlastné je? Podivejme se na priklad:

Priklad 3.6. Modifikujme nyni priklad 3.5 a pfedpokladejme dvé podminky faktoru 1 (1
k¢, 100 k¢) a pouze dvé podminky faktoru 2 (0 hod, 1 hod), ¢ili dvourozmérnou ANOVA
typu 2 x 2. Uvazme t¥i rizné vysledky ziskanych dat z hlediska interakce (na vodorovnou
osu vynasime dobu zapamatovani, na svislou osu pocéet zapamatovanych slov):

a) Zadna interakce: (i) Pfi motivaci 100 K¢ si lidé pamatuji priimérné o tii slova vice
nez pii motivaci 1 K¢ (bez ohledu na délku pamatovani)
(ii) Za jednu hodinu lidé zapomenou prumérné pét slov (bez ohledu na finanéni
motivaci)

(iii) Shrnuti: vliv jednoho faktoru nezavisi na velikosti druhého faktoru; abychom
urcili hodnotu vlivu jednoho faktoru, nemusime se zajimat o druhy faktor —
jinymi slovy, mezi faktory neexistuje interakce (geometricky: prislusné zavislosti
na obrazku jsou navzajem rovnobézné).

00 k zaslovo

k za slovo

"othod 1 hod
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b) Slaba interakce: (i) O kolik vic silidé primérné pamatuji pfi motivaci 100 K¢ nez

(ii)

pri motivaci 1 K¢? To zalezi na délce pamatovani — bezprostiedné po nauceni
slov je to primeérné o tfi vice, hodinu po nauceni slov primérné o jedno slovo
vice (viz obr.).

Kolik slov lidé zapomenou primérné za jednu hodinu? To zalezi na motivaci
— pfi 1 K¢é pramérné tii slova, pfi 100 K& primérné pét slov (viz obr.).

(iii) Shrnuti: vliv jednoho faktoru zavisi na velikosti druhého faktoru; abychom

urcili vliv jednoho faktoru, musime uvazovat i hodnotu druhého faktoru — ji-
nymi slovy, mezi faktory existuje interakce (geometricky: pfislusné zavislosti
na obrazku jsou riznobézné).

00 k za slovo

7 1 k zaslO 4
3 3
>
1

"othod 1 hod

c) Silna interakce: I kdyz tento vysledek je v tomto ptikladu nepravdépodobny, po-
piSme, co by znamenala silnéd interakce:

100 k zaslovo

1 k zaslovo

"othod 1 hod

(i) O kolik vic si lidé prumérné pamatuji p¥i motivaci 100 K& nez p¥i motivaci

(ii)

1 Ké? To zalezi na délce pamatovani — bezprostiedné po nauceni slov je to
pramérné o pét vice, ale hodinu po nauceni slov praumérné (svéte div se) o
¢tyti slova méné (viz obr.)!!

Kolik slov lidé zapomenou primérné za jednu hodinu? To zcela zavisi na mo-
tivaci — pri 100 K¢ zapomenou primérné pét slov, pti 1 K¢ si primérné vzpo-
menou jesté na ¢tyti dalsi slova !!.
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(iii) Shrnuti: Hodnota jednoho faktoru zcela (a klicove) zavisi na hodnoté druhého
faktoru. Tomuto typu interakce fikdme tplnd (= silnd). piislusné grafy maji
opacny sklon — za jedné podminky je graf rostouci, za jiné klesajici.

Pojem interakce mé také sva tskali: V oddilku 2.5.6 (poznamka e)) jsme mluvili o
poruseni métitka, které s otazkou interakce souvisi — nékdy volba hodnoty zavislé
proménné neni jednoznac¢na. V nasem piikladu jsme zavislou proménnou (= silu
paméti) mérili poftem zapamatovanych slov. Mohlo by se stat, Ze bychom tuto ,psy-
chologickou® proménnou méfili jinou matematickou veli¢inou (napf. logaritmem poctu
zapamatovanych slov nebo druhou mocninou poctu zapamatovanych slov) a piislusné
k¥ivky na obrazcich by pak mély jiny sklon, coz by vedlo k jiné interakci. Protoze tato
volba veli¢iny neni jednoznacna (vice matematickych veli¢in mize byt k tomuto ucelu
stejné dobrych), neni jednozna¢né ani hodnota interakce.

Zptedchoziho odstavecku plyne, ze vhodnou transformaci zavislé proménné lze né-
kdy interakci odstranit — zejména pripad slabé interakce (,,mirné riznobézné grafy*)
lze prevést na piipad bez interakce (rovnobézné grafy), ¢ili nemé smysl tvrdit, Ze inter-
akce existuje nebo neexistuje. To ovSem neznamena, Ze nemé cenu interakce studovat —
naopak, v nékterych pripadech lze interakci jednoznacné prokazat:

e napt. kdyz mértitko zavislé proménné je ekvivalentni méritku nezavislé proménné
(prikladem takové zévislé proménné je napi. doba ¢ekani na vyskyt jisté udélosti
— napt. v nasem piikladu by to znamenalo spiSe naplanovat experiment tak, ze by
¢as byl zavislou proménnou a vynasel by se na svislé ose, méfili bychom naptiklad
dobu, po kterou si lidé jsou schopni udrzet v paméti aspon pét ze zapamatovanych
slov; nezavislymi proménnymi by mohly byt napf. motivace a vék);

e silnou interakci nelze transformaci zachovavajici monotonnost (= rostouci funkce se
transformuje na rostouci funkei) nijak odstranit.

Podivejme se jesté na jeden priklad dvourozmeérné analyzy rozptylu:

Priklad 3.7. V roce 1966 ve firmé Bell telephone predstavil Saul Sternberg zpisob, jak
testovat rychlost pfistupu clovéka do kratkodobé paméti: Testovany ma za tkol si za-
pamatovat urc¢itou mnozinu pismen, napt. {A, Q, M, T, G}. Potom se podrobi nésledujici
zkousSce: jsou mu prezentovana riizna pismena a on ma stisknout jisté tlacitko, pokud dané
pismeno pochdzi ze zapamatované mnoziny pismen (a jiné tlac¢itko, pokud se o pismeno z
dané mnoziny nejednd). Méfi se doba reakce mezi prezentaci pismene a stiskem tlacitka.

Zékladni nezévislou proménnou tohoto experimentu je s = pocet pismen v ,pamétové
mnoziné“. Bylo zjisténo, ze zavislost po¢tu pismen na reakéni dobé je linedrni (s vétsim
poctem pismen predloZenych k zapamatovéani se linedrné prodluzuje reakéni doba):
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400+

3004

Popis obrazku: na vodorovnou osu vynasime pocet s slov v ,paméfové mnoziné“, na
svislou osu reakéni dobu ¢ v milisekundach, pridanim jednoho slova do zapamatované
mnoziny se zvysi reakéni doba priblizné o ¢ = 33,3 milisekund.

Provedme nyni experiment zjistujici, jak se pristup do kratkodobé paméti 1isi vzhledem
k typu zapamatované jednotky - vytvorime dvourozmérnou ANOVA typu 2 x 3, faktor 1
(= typ pamatované jednotky) ma dvé podminky (pismena a slova); faktor 2 (= pocet

jednotek v zapamatované mnoziné) mé t¥i podminky neboli hodnoty (1, 3, 5).

Ziskala se nésledujici data, provedte pro né dvourozmérnou ANOVA:

L 3 | 5 |
350 394 456
346 392 471
361 410 464
330 405 460
pismena 342 400 450 || T, = 6031
111 = 1729 T12 = 2001 Ti3 = 2301
T11 = 346 T1o = 400 T3 = 460
esty; 02 =128 | estyo 02 =56 | est;3 02 =63
384 466 585
371 484 580
365 475 560
392 470 562
slova 375 465 270 || Tg, = 7104
Ty, = 1887 1oy = 2360 To3 = 2857
T21 - 377 522 - 472 523 = 571
esty; 02 = 114 | estyy 02 = 61 | estqg 0 = 120
Ts, = 3616 Ts, = 4361 Ts, = 5138 || T = 13135
n =30
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Z namétenych dat spocitame k dalsimu vyuziti:

2

Tz
2 i ) _ 94.
SSUT = E Ty — g —5]:2169, VUT = 24;
vse

podminky
T2 T2
SSMT = > ?J — = =165231; VMT = 5;
n
podminky
T2 T2
SSMS = Y - =118933; VMS =2;
sloupce 10 30
T2 T2
SSMR = Y % — 5 = 38377, VMR =1,
radky

SSI = SSMT —SSMS —SSMR ="1921; VI =2.

a) intervaly spolehlivosti: ,Vnitini“ rozptyl lze vyjadiit jako aritmeticky pramér
Sesti odhadi (protoze v kazdé tiidé (= podmince) se vyskytuje stejny pocet
méfeni), nebo jako podil

SSUT 2169
VUT 24

/90,4
Hij € fij + T, . tk(24> = fi]’ + 8,8,

600+

est RUT =

= 90,4;

tj.

5004 slov.

400 smena

3004

Intervaly spolehlivosti (vyznaceny na obrazku) jsou malé vzhledem k rozdilim mezi
praméry, tj. experiment mé dostate¢nou silu (praméry jsou dobrymi odhady stied-
nich hodnot). Zavislosti jsou lineérni, je tedy potvrzena platnost ptivodni Sternber-
govy teorie. Sklon je vétsi u slov nez u pismen, coz znamenda, ze doba kontroly u
slov je obecné delsi nez doba kontroly u pismen.

b) testy hypotéz: Oznac¢me stfedni hodnoty piislusejici jednotlivym podminkam:
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I 1] 3] 5]
pismena | p11 | faz | 13 || UR,
slova || po1 | p2a | p23 || MR,

| psy [ psy | s, ||

Nyni nés zajimaji vysledky nésledujicich tii testii:

Test 1: Vliv faktoru 1:
Ho: g, = g, (typ polozky nemé vliv na reakéni dobu);
H;: neni pravda, ze pr, = lR,-
Test 2: Vliv faktoru 2:
Ho: s, = pus, = jis, (velikost mnoziny nemd vliv na reakéni dobu);
H: neplati Hy.
Test 3: Vliv interakce faktoru 1 a 2:
Ho:  pa1 — pro1 = fag — fog = 13 — g (rozdil mezi typy poloZek nezavisi na
velikosti mnoziny)
nebo ekvivalentné
Hy : iz — flig = fig3 — g2 & soucasné fi1g — fiy1 = g2 — p21 (vliv velikosti
mnoziny nezavisi na typu polozky).
Hy: neplati H,.

Vysledky téchto testi lze vy¢ist z tabulky pro dvourozmérnou ANOVA:

zdroj rozptylu | V SS est R F-hodnota Fj
celkovy 29 167398 - -
MT 5 165231 - -
-R| 1 38377 38377 425 4,26
-S| 2 118933 59466.,5 658,54 34
~-1| 2 7921  3960,5 43,86 3,4
ur 24 2167 90,3 -

Ve vsech trech testech zamitame H, protoze prislusna F'-hodnota je vzdy podstatné
vétsi nez Fy,.

Zavéry testi nam netekly tolik, jako intervaly spolehlivosti. V kapitole 5 si fekneme
néco o konkrétnéjsich alternativnich hypotézach H.

7 udaju tabulky lze potvrdit vztah mezi jednotlivymi volnostmi a soucty c¢tverct:
celkova volnost 29 je souctem ,vnitini“ volnosti 24 a ,vnéjsi“ volnosti 5, tu lze
dale rozlozit na soucet volnosti 1 mezi radky, volnosti 2 mezi sloupci a volnosti 2
interakce (mimo jiné pro volnost interakce vzdy plati vzorec VI = VMR-V MS).
Podobné celkovy soucet ¢vercii 167398 je souctem ,,vnitiniho“ souctu ¢tvercti 2167 a
,vnéjsiho“ souctu ¢tvercu 165231. Tento vnéjsi soucet ¢tverci lze dale rozlozit jako
soucet SSR = 38377, SSS = 118933 a SSI = 7921.

Obecné lze Tici, ze ¢im vétsi podil ma dil¢i soucet ¢tverca v celkovém kolaci
souctu Ctvercu, tim ma prislusny zdroj vétsi vliv na celkovy rozptyl. To
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znamend pro nas priklad, ze nejvétsi podil na rozptylu mé rozdilnost ve sloupcich
(SSS = 118933 tvori asi 71% celkového S.5).

Zde jsme se zatim seznamili s dvourozmérnou ANOVA pouze pro pripad stejného poctu
méfeni v kazdé ze t¥id (N;; = konstanta). Piipad nestejného poc¢tu méfeni lze vyfesit
bud vypusténim , pfesahujicich hodnot“, nebo tzv. nevaZenou analyzou rozptylu, kterou

se zde nebudeme zabyvat.

Dvé poznamky jako bonus

Poznamka 1: Graficka reprezentace. Z grafu popisujiciho ziskand data lze vycist
nejen vliv interakce, ale také vliv faktoru 1 a faktoru 2 na zavislou proménnou.
Uvazujme situaci slabé interakce popsané nésledujicim grafem:

nez.
prom.

fakt.2,hodn.1

fakt.2,hodn.2

hodn.1 hodn.2 fakt. 1

U faktoru 1 neni dilezité ¢islo 1, ale to, ze hodnoty faktoru jsou vynaseny na osu
x (tj. faktorem 1 se rozumi faktor vynaSeny na osu x). Méru vlivu faktoru 1 na
zavislou proménnou udava rozdil p;:

nez.
prom.

fakt.2,hodn.1

-~
~
- - L
-
a A a
fakt.2,hodn.2
hodn.1 hodn.2 fakt. 1

a ... prumeérny vliv faktoru 1 v podmince 1; b ... pramérny vliv faktoru 1 v podmince
2; ¢arkovand tsecka je grafem prtimérného vlivu faktoru 1. Miru vlivu faktoru 2 (=
faktor, ktery neni vynaSen na osu x) udava rozdil ps:
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nez. l
prom. fakt.2,hodn.1
a4
b 4
fakt.2,hodn.2
- hodn.1 hodn.2  fakt. 1
a ... prumérny vliv faktoru 2 v podmince 1; b ... prumérny vliv faktoru 2 v

podmince 2.

Abychom ziskali urcity cit na zavéry plynouci z grafické reprezentace, projdeme
nékolik prikladi:

Priklad 3.8. Priklady analyzy typu 2 x 2:

nez.
prom. fakt.2,hodn.1

fakt.2,hodn.2
- hodn.1 hodn.2 fakt. 1

a)

Vliv interakce: ano. Vliv faktoru 1: ano. Vliv faktoru 2: ne.

nez.
prom.

fwt.z,hy

fakt.2,hodn.2

- hodn.1 hodn.2 fakt. 1

b)

Vliv interakce: ne. Vliv faktoru 1: ne. Vliv faktoru 2: ano.
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nez.
prom.

fakt.2,hodn.1

fakt.2,hodn.2

- hodn.1 hodn.2 f'akt_ 1

c)

V1iv interakce: ano. Vliv faktoru 1: ne. Vliv faktoru 2: ano.

nez.
prom.

fakt.2,hodn.1

fakt.2,hodn.2

4 hodn.1 hodn.2 fakt. 1

d)

Vliv interakce: ano. Vliv faktoru 1: ano. Vliv faktoru 2: ano.

Priklad 3.9. Priklady analyzy typu 3 x 3:

nezAN.
prom.

fal@y]\

fakt.2, hodn.2

w, hodn.3

- hodn.1 hodn.2 hodn.3 f'akt_ 1

a)

Vliv interakce: ano. Vliv faktoru 1: ne. Vliv faktoru 2: ano.
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nez.
prom.

fakt.2, hodn.1

fakt.2, hodn.2

fakt.2, hodn.3

b)

hodn.1  hodn.2 hodn.3 f'akt. 1

Vliv interakce: ano. VIiv faktoru 1: ano. Vliv faktoru 2: ano.

nez.
prom.

fakt.2, hodn.1

fakt.2, hodn.2

akt.2, hodn.3

)

c)

hodn.1 hodn.2 hodn.3 fakt. 1

Vliv interakce: ne. Vliv faktoru 1: ano. Vliv faktoru 2: ano.

Poznamka 2: TTi a vice rozmértt u ANOVA. Uvazujme experiment méfeni sily pa-
méti z prikladu 3.5. Kdybychom chtéli prokazat, zda se vysledky experimentu lisi
mezi muzi a Zenami, pfidanim t¥eti nezavislé proménné (pohlavi) jako t¥etiho fak-
toru bychom dospéli k trojrozmérné (= tiifaktorové) analyze rozptylu typu 2 x 3 x 2,
tj. kombinaci faktorovych tirovni by vzniklo dvanact riznych podminek.

Pak bychom potfebovali zpracovat data ze dvanacti skupin méfeni (napi. N;;, = 3
je poCet méfeni v kazdé skupiné) a vyplnit faktorovou tabulku (respektive dvojici

tabulek)

fakt.3,podm.1: zZeny

H fakt.2: 0 hodin ‘ fakt.2: 1 hodina ‘ fakt.2: 5 hodin ‘

fakt.1: 1 k¢

fakt.2: 100 k¢

fakt.3,podm.2: muzi

| fakt.2: 0 hodin | fakt.2: 1 hodina | fakt.2: 5 hodin |

fakt.1: 1 k¢

fakt.2: 100 k¢

Tabulka vysledki trojrozmérné ANOVA by pak méla nésledujici tvar (uvedu jen

prvni dva sloupce):
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zdroj rozptylu V
celkovy 35
MT 11

— faktor 1 1

— faktor 2 2

— faktor 3 1

— interakce I}, Iy 2

— interakce I}, F3 1

— interakce I3, F3 2

— interakce Fy, Fy, F5 | 2
ur 24

(plati, Ze pocet stupiii volnosti interakce je roven soucinu volnosti faktort do této
interakce zahrnutych)

V tabulce je vhledem k predchozimu jedina nova velicina, a sice soucasnéa interakce
faktora Fy, Fy, F3 — vyjadfuje miru, do jaké zavisi libovolna dvourozmérna inter-
akce na hodnoté tfetiho faktoru, tj. interakce Fj, F» na hodnoté faktoru Fj3, nebo
ekvivalentné interakce Fj, F3 na hodnoté faktoru F3, nebo ekvivalentné interakce
F5, F3 na hodnoté faktoru Fj.

Vice nez tfi rozméry u ANOVA jsou mozné, ale cela situace je uz dost nepiehledna,
¢ili se moc neuziva :-)

3.1.3 Experiment opakovaného méreni

V oddilech 3.1, 3.1.2 jsme se zabyvali experimentem typu ,vice vzorku jednou“. Nyni
se zaméfime na typ ,jeden vzorek vicekrat“, neboli tzv. experiment opakovaného
méreni (jedna skupina je zkoumana a méfena za riznych podminek).

Rozdil mezi pojetim ,,vice vzorka jednou“ a ,jeden vzorek vicekrat*

Priklad 3.10. Zajimé nés vliv nedostatku spanku na rychlost feSeni problémt. Nezavis-
lou proménnou je zde doba, kterd uplynula od posledniho spanku (3 podminky: 2 hod, 16
hod, 24 hod). Zavislou proménnou je doba feSeni tlohy jistého typu.

Kdybychom provedli experiment typu ,,vice vzorku jednou“ a ziskali napt. nésledujici
data (27 lidi je rozdéleno do t¥i skupin po deviti, byla ziskdna méfeni vyznacend v tabulce
— Ctvercem je zaznacen prumér v kazdé ze t¥1 skupin méfeni).

(na vodorovné ose je vynasena doba od ukonceni posledniho spanku v hodinéch, na svislé
doba feseni ulohy jistého typu v minutach). Napf. pomoci jednorozmérné ANOVA lze pro
tento experiment ucinit zavér, ze praumeéry z; se lisi pouze malo, zatimco rozptyl méteni v
kazdé ze tii skupin je velky — to znamena, Ze rozdily mezi T; jsou zptsobeny ndhodnymi
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vlivy a statisticky test by neodhalil vyznamny rozdil mezi jednotlivymi podminkami (2,
16 a 24 hodin beze spanku).

0,08 . .
stuperi volnosti 10
0,06
0,044

0,02

25
0,021

0o d=3,94 h=18,31

Ovsem kdybychom provadéli experiment typu ,jeden vzorek vicekrat“, vybrali bychom
treba devét lidi a s touto skupinou vybranych deviti bychom provedli méteni ve tiech
ruznych podminkach (situacich) — a sice 2, 16 a 24 hodin po ukonceni posledniho spanku.
Celkem vzato by vysledkem méfeni mohly byt podobné nebo i stejné hodnoty jako na
predchozim obrazku, ale hodné zalezi na tom, jaké rozdily vykazuji rizné situace métreni
u jednoho konkrétniho ¢lovéka — znazornime toto spojenim pfislusnych t¥i hodnot méreni
u kazdého vybraného. Nyni velky rozdil spoc¢iva v tom, zda hodnoty méreni tychz lidi v
riznych podminkach jsou svazany ve stylu

2 hod 16 hod 24 hod
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(vliv doby bdélosti na rychlost FeSeni tlohy je u kazdého clovéka jing — u nékoho se
s rostouci dobou bdélosti rychlost feseni zmensuje, u jiného zvétsuje, zavér: vliv doby
bdélosti na dobu feSeni tlohy neni vyznamny ani jednoznacény) nebo ve stylu

2 hod 16 hod 24 hod

(u vSech zkoumanych lidi se doba feSeni tlohy s rostouci dobou bdélosti zvysuje, zavér:
protoze nartist doby reseni tlohy se zvysuje u kazdého pozorovaného clovéeka, je vliv doby
bdélosti vyznamny).

Klasickda ANOVA (vice vzorkt jednou) by zamitla hypotézu o vyznamnosti v obou situa-
cich dokumentovanych na poslednich dvou obrazcich, kdezto test ,,jeden vzorek vicekrat®,
ktery se v tomto oddilku chystame popsat, samoziejmé bude moci mezi obéma situacemi
rozligit. Snad byl na pravé uvedeném piikladu formulovan hlavni rozdil mezi obéma po-
jetimi:

vice vzorki jednou: H,zamitneme, jestlize rozdily mezi podminkami jsou velké vzhle-
dem k rozdilim mezi jedinci v kazdé skupiné méfeni.

jeden vzorek vicekrat: H, zamitneme, jestlize rozdily mezi podminkami vykazuji po-
dobnou miru zmény u kazdého pozorovaného jedince (bez ohledu na to, jak se od
sebe lis] méfeni v jedné skuping).

V pravé popsaném piikladu 3.10 bylo tedy rozumné provadét experiment typu ,jeden
vzorek vicekrat“ — ten totiz celkem jisté detekuje vliv doby bdélosti na schopnost sou-
stfedéni a TeSeni tloh. Néasledujici priklad je zajimavy svym tvrzenim, Ze v nékterych
situacich je mozné navrhnout experiment obou typi.

Priklad 3.11. Spole¢nost EVERGREEN vydéava knihu s néazvem ,V zajeti vlastnich
predstav® a rada by zjistila, zda se tato kniha bude 1épe prodéavat s bilym, nebo ¢ernym
obalem. Miize provést experiment jednim ze dvou zpusobt (kdyZz predtim vytiskla jisty
testovaci pocet knih s bilym a jisty testovaci pocet knih s ¢ernym obalem):

a) Néhodné vybere dvacet knihkupectvi a do kazdého distribuuje stejny pocet knih
¢ernych a stejny pocet knih bilych. Po urc¢ité dobé provede t-test typu ,,jedna skupina
dvakrat® pro pocty prodanych knih.
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b) Néhodné vybere dvacet knihkupectvi a rozdéli je na dvé skupiny po deseti. Do prvni
skupiny distribuuje pouze ¢erné knihy, do druhé skupiny pouze bilé. Po urcité dobé
provede parovy t-test pro pocty prodanych knih.

Priklad 3.12. Pfedpokladejme, Ze experimentu typu ,jeden vzorek vicekrat“ (experi-
ment opakovaného méteni) z piikladu 3.10 se ucastni ¢tyfi lidé (= ¢tyfi subjekty). Byla
ziskana data sestavena do ANOVA tabulky typu 4 x 3:

| 2 hod | 16 hod | 24 hod ||
Clovek 1 ||z =T =21 =1 |2 =To=219=2 | 213=Ti3=213=3 || T, =6
Cloveék 2 || w1 =T01 =091 =2 | Koo =T =Toa =2 | 93 =T33 =To3 =5 || T, =
clovek 3 T3] = T31 =T33 = 3 T30 = T32 = T39 = 6 T3z = T33 =T33 = 6 TR3 =15
clovek 4 T41 = T41 = 541 =2 Ty2 = T42 = f42 =4 Ty3 = T43 = 543 =6 TR4 =12
Ts, = 8 Ts, = 14 Ts, =20 |[ T =42
551 =2 55’2 = 3,5 553 =35 n =12
N =1

Uvedena data lze graficky znazornit

subjekt 3

2 hod 16 hod 24 hod

Na zakladé piikladu 3.10 a terminologie dvoufaktorové ANOVA lze Fici, ze vSechny sub-
jekty vykazuji stejné (obdobné) chovani, pokud interakce SUBJEKT-PODMINKA je
mald, tj. grafické prubéhy jednotlivych jedinct (subjektil) jsou ,rovnobézné“ ve smyslu
posledniho obrazku z prikladu 3.9.

Cim mensi je tato interakce, tim vétsi vahu ma tvrzeni, Ze rozdily mezi skupinami jsou
zptisobeny vlivem nezévislé proménné PODMINKA. Cim vétsi bude interakce SUBJEKT—
PODMINKA, tim vice budeme mit opravnéni si myslet, Ze rozdily mezi podminkami jsou
zpusobeny pouze nahodnymi vlivy. Roli kritéria miry dukazu testu tedy misto RUT
prevezme RI, tj. odpovidajici F’-hodnota vznikne jako

est RM'T
est RI
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(¢len RI prevzal funkci ¢lene RUT ve jmenovateli zZlomku kritéria z oddila 3.1,

3.1.2). Pokrac¢ujme nyni v feSeni naseho piikladu:

a) Dvourozmérna ANOVA: Od situace ,vice vzorku jednou“ se lisi typ ,jedna
skupina vicekrat“ tim, ze N;; = 1, tj. volnost V;; =0, a tak VUT = > V;; =0,
a tedy nelze viibec pocitat est RUT'. Ostatni odhady uz pocitat lze — vypocteme je
podle stejnych vzorct jako u dvoufaktorové (=dvourozmérné) ANOVA ve 3.1.2:

T2 T2
SSMT = Yo T —184—147=37, VMT =12—1=11;
Nz‘j n
T2 T2
SSMS = ) - =165-14T=18, VMS=3-1=2
4 n
sloupce
T2 T2
SSMR = ) - —=162-147=15, VMR=4-1=3;
L 3 n
radky
SSI = SSMT —SSMS—SSMR=4, VI=VMS-VMR=6.

Vysledky sestavme do tabulky ANOVA:

zdroj rozptylu | 'V SS est R F-hodnota  Fj
MT 11 37 - - -

-R| 3 15 5 - -

-S| 2 18 9 goe = 1349 514

-I| 6 4 0,667 - -

Podle tadku ,S“ (sloupce) tabulky tedy zamitame Hy a uzavirdme, Ze doba bdélosti
od posledniho spanku md vliv na kvalitu Teseni problém. Ddle radek ,R“ (tj. rozdily
mezi jedinci = subjekty) nds v situaci opakovaného méreni obycejné nezajimd. To,
co nds zajimd, je RMS, tj. rozdily mezi jednotlivymi podminkami.

b) Vypocet intervali spolehlivosti: Odvodime nejprve vzorec pro interval spolehli-

vosti v této situaci: Ze ziskanych dat

subjekt 2 hod 16 hod 24 hod primeér odchylka od 7 = 3,5

¢lovek 1 1 2 3 2 1,5

¢lovek 2 2 2 5 3 0,5

¢lovek 3 3 6 6 5 —-1,5

¢lovek 4 2 4 6 4 -0,5
Tg, =8 Tg, =14 Tg, =20 =35

nejprve odstranime rozdily zptisobené ruznosti lidi (protoze toto odstranéni riznosti
lidi nemé vliv na experiment typu jeden vzorek vicekrat); a sice tak, ze k hod-
notam u kazdého c¢loveéka pricteme odchylku jeho primeéru od celkového primeéru —
k hodnotam v prvnim radku pricteme 1,5, ve druhém radku pricteme 0,5, ve tfetim

odecteme 1,5, ve ¢tvrtém odecteme 0,5,



132

ANALYZA ROZPTYLU

subjekt 2 hod 16 hod 24 hod primér subjektu

Slovek 1 2,5 35 45 35
lovék 2 2,5 2.5 5,5 3,5
lovék 3 1,5 45 45 3,5
clovek 4 1,5 3,5 5,5 3,5

Ts, =8 Tg, =14 Tg, = 20

a tedy hodnoty u kazdého subjektu maji nyni tentyZz primér, kdezto soucty Ty,
jednotlivych podminek zistavaji nezménény. Takto upravenda data lze graficky zna-
zornit nasledovné:

subjekt 4 /f
/-

s
....... PR A
Rt subjekt 2

2 hod 16 hod 24 hod

(vSechny ¢tyfi kiivky maji stejny sklon jako na pfedchozim obrazku, ale jsou po-
sunuty bliZe k sobé). Tim, Ze jsme k dattim pfidali pozadavek, ze primér kazdého
fadku musi byt stejny, klesne pocet stupiia volnosti z deviti na Sest (pozadujeme-li
totiz, aby soucty radki i sloupci v tabulce 3 x 4 byly zachovany, mtizeme volné
vyplnit pouze Sest hodnot, ostatni uz jsou jednozna¢éné urceny).

Kdyz nyni vypoc¢teme ,,SSUT* pro upravenou tabulku hodnot, dostaneme

T?
“ o 2 J —
WO UT" = g Ty — g Vil 169 — 165 = 4,
podm.

a to je praveé i hodnota SSI. Celkem tedy pro odhad intervalu spolehlivosti bereme
GSt Ri _ est R[ _ 0,667 t‘
X — N - 4 .]

— est RI
peX; 29V - N (3.17)

— . [o667 —
pi € X[ = 2,447 = X5 £ 1,00,

atedy iy € 2+1, uo € 3,5+ 1 a us € 5£ 1. Primery 1 intervaly spolehlivosti lze
znazornit graficky:

V nasem prikladu
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¥ 2hod 16 hod 24hod

Priklad 3.13. Uvazujme experiment z piikladu 3.10, kde kazdy ¢lovék je podroben kazdé
podmince dvakrat. Jsou ziskana data:

| 2 hodiny | 16 hodin | 24 hodin ||

T =1| x21=3| w131 =2
T =1| xyoo0=1| w130 =14
cloveék 1 T11 =2 T12 =4 T13 =6 TR1 =12
Toyn =1 | Xgo1 =2 | X931 =6
Totg =3 | Togo =2 | Tozp =14
clovek 2 T21 =4 T22 =4 T23 =10 TRQ =18
311 =3 | X321 =6 | X331 =9
T312 =3 | X320 =06 | @330 =17
clovek 3 T31 =6 T32 =12 T33 =12 TR3 =30
Tg11 =1 | X401 =6 | w431 =6
Ta12 =3 | Tyz2 =2 | Ty30 =106
clovek 4 T41 =4 T42 =8 T43 =12 TR4 =24
| Ts, =16 | Ts, =28 | Ts, =40 || T =84

V pravé uvedeném piikladu uz (na rozdil od situace N;; = 1) ma smysl pocitat SSUT"
2
7

SSUT = > aly - 27 = 20,

vSichni 1,

VUT = pocet tiid = 12.

SSUT ma zde vsak jiny vyznam nez v oddilu dvourozmérné (= dvoufaktorové) analyzy
rozptylu: nyni se nejednd o rozptyl hodnot pro rtizné subjekty (= rtizné lidi), ale rozptyl
hodnot jednoho subjektu, podrobeného nékolikrat za sebou stejnym podminkam.

Dalsi souéty ¢tverci vypocteme ptirozené (VMT = pocet ,situaci minus jedna = 11,
VMR = pocet fadkti minus jedna = 3, VM .S = pocet sloupct minus jedna = 2):
T2 T2
SSMT = 27] — T =368—294="74; VMT = 11;

— n
Z7J
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SSMR = T, T2—3O' VMR = 3;
h Z 6 24 -
fadky
T: T2
SSMS = ) —t—op =36 VMS=2;
sloupce

SSI = SSMT —SSMR—-SSMS =8, VI=VMS-VMR=2-3=6.
Intervaly spolehlivosti pro p; u jednotlivych podminek:

est RI

N;

J

p; € X £t,(VI)- (3.18)

kde N; = 8 (= pocet viech méfeni v daném sloupci). Cili

g
14 ein2,447-\/éini1.

Vysledek je stejny jako u prikladu 3.10, protoze priméry hodnot v kazdé z dvanacti
,bunék“ jsou stejné jako hodnoty méteni v pr. 3.10.

Testovani hypotéz:

a) Hy: doba uplynutd od posledniho spanku nemé vliv na dobu feSeni problémii;
H;: doba uplynuta od posledniho spanku ma vliv na dobu feSeni problém.
Testovym kritériem je stejné jako v piipadé NNV;; = 1 podil

est RMS 18
est R~ 1,333

tedy pro a = 0,05 zamitame hypotézu Hy.

= 13,5 > F,(2;6) = 5,14;

b) Hy: doba feSeni problémt u riznych subjekti se nelisi;
H;: doba feSeni problému u ruznych subjektt se lisi.
Testovym kritériem je podil

est RMR 10
est RUT 1,666
tedy pro o = 0,05 zamitame Hy. To znamend, Ze pokud se subjekty nelisi (ve smyslu

rozdilu stfednich hodnot jednotlivych rozdéleni), pravdépodobnost vysledku ziskana
nasim méfenim je mensi nez 0,05.

= 6,0 > F(3;12) = 3,69;

c) Hy: mezi subjekty a podminkami neni interakce;
Hi: mezi subjekty a podminkami dochazi k interakci.
Testovym kritériem je
est RI. 1,333 .
est RUT 1,666

tedy pro a = 0,05 hypotézu H, nezamitame, interakce neni statisticky vyznamna.

1,8 < F},(6;12) = 3,00;
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Pravé uvedené testy b),c) se pouzivaji jen malokdy, ovSem v piipadé N;; = 1 nebyly
viibec proveditelné. Nés ale zajiméa predevsim vysledek testu a). VSechna data testt lze
opét shrnout do tabulky:

zdroj rozptylu | V' SS est R F-hodnota  Fj

celkovy soucet | 23 94 - -

MT 11 74 — - —

-R| 3 30 10 16 = 6,0 3,49

-S| 2 36 18 353 =135 5,14

-1] 6 8 1,333 0,8 3.0
ur 12 20 1,666 -

Neékolik drobnych poznamek

Poznamka 1. Tvar kritéria F—testu. Vratme se k prikladu 3.13 a pfidejme matema-
tické vysvétleni toho, pro¢ se lisi kritéria v testech a), b), ¢). Ozna¢me

e 02 ... rozptyl hodnot zplisobeny vykyvy vykonu jedince;
e 0% ... rozptyl hodnot mezi riznymi jedinci (¥adky);
e 0% ... rozptyl mezi riznymi podminkami (sloupci);

e 07... rozptyl zpiisobeny interakci obou faktorti.

Pak miizeme v tabulce doplnit o¢ekdvané (= stfedni) hodnoty pozorovanych odhadi:

zdroj rozptylu | V SS est R ocekavana hod. estR
celkovy soucet | n — 1 SS - -
MT JK —1 SSMT - -
~-R|J-1 SSMR est RMR o%+n-J-o0%
-S| K-1 SSMS est RMS o2+n-K-o%+n-o?
-I|(J-1)-(K—-1) SSI est RI o2+n-o?
Uur n—JK SSUT  est RUT o2

Z tabulky (jejiz obsah nebudeme dokazovat) vidime, Ze est RMS a est RI jsou
odhadu téhoZ rozptylu pravé tehdy, kdyz 0% = 0. Ale podminkou ¢ = 0 je jen
jinak vyjadiena platnost hypotézy Hy. Cili pokud H, plati, jsou est RMS a est RI
odhady téhoz rozptylu, ¢ili jejich podil 1ze popsat rozdélenim F'.

Dale z tabulky vidime, Ze pokud 0% = 0 (respektive 0? = 0), tak odhady est RUT,
est RM R (resp. odhady est RUT, est RI) jsou odhady téhoZ rozptylu o2 a jejich
podil lze popsat F-rozdélenim.
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Poznamka 2. Pevné versus nahodné vlivy. Pii planovani experimentu se nékdy po-
uziva terminologie pevnych a ndhodnych vlivi. V ptikladech této kapitoly byla pev-
nym vlivem doba bdélosti od posledniho spanku, nadhodnym vlivem byli jednotlivi
lidé podrobeni testu. Jinymi slovy, za nahodny vliv ¢i ndhodnou proménnou ozna-
¢ujeme ten faktor, jehoz vysledky chceme vztahnout na celou populaci, nikoli jen
na vybrané jedince.

Ad priklad 3.11: ndhodnym vlivem jsou zde knihkupectvi, protoze vysledky testu
chceme vztahnout nejen na dvacet vybranych, ale na vSechna knihkupectvi.

Poznamka 3. T¥irozmérny experiment. Nasledujici tabulka ukazuje analyzu dvou
pevnych vlivii A, B a jednoho nahodného vlivu S — ndhodnym vlivem S jsou pozo-
rovani jedinci:

zdroj rozptylu | V SS testové kritérium
A J—1 SSA —estefé(gg 5

B K—1 SSB estef?(BXS)

S (=subjekty) | n —1 5SS

AxS (J—1)(n—1) SS(A x S)

BxS (K—1)(n—1) SS(B x S)

Ax B (J —1)(K —1) SS(A x B) e
AxBxS (J-1)(K—-1)(n—1) SS(Ax B xJS)

Jakykoli pevny vliv (nebo interakce pevnych vlivil) je testovan pomoci podilu od-
hadu rozptylu tohoto vlivu a odhadu rozptylu interakce tohoto vlivu se subjekty.

Vyssi nez treti dimenze jsou také zpracovatelné, ovsem uz znacné neprehledné.

Také je mozné studovat jakési smiSené experimenty, z nichz né€kolik proménnych je
pevnych a nékolik ndhodnych (napf. muzi/Zeny jsou pfikladem dvou typi subjekti,
tedy dvou ndhodnych vlivil). Tyto modely jsou ovSem mimo ramec tohoto textu.

Pojmy k zapamatovani

— Tato kapitola je pfirozenym pokracovanim otazek studovanych v kapitole 2.5 — zatimco
kap. 2.5 se zabyvala porovnanim stfednich hodnot dvou skupin méfeni (pfitom kazda ze
skupin méfeni zavislé veliciny byla ziskdna pro jinou hodnotu nezavislé veli¢iny), kap. 3
studuje porovnani stfednich hodnot tii a vice skupin méfeni (byly ziskany tfi a vice soubort
méfeni zavislé veliiny, kazda skupina méreni byla ziskdna pro jinou hodnotu nezéavislé
veli¢iny). Pfesnéji feceno, toto zobecnéni poctu hodnot nezavislé velic¢iny je tématem oddilu
3.1. Oddil 3.1.2 je zobecnénim kapitoly 2.5 v jiném smyslu — zatimco 3.1 studuje vztah
jedné nezavislé veli¢iny a jedné veli¢iny zavislé na té prvni (tzv. jednofaktorova analyza
rozptylu = jednofaktorovd ANOVA), oddil 3.1.2 se zabyva studiem vztahu jedné
veli¢iny zavislé na dvou (nebo i vice) nezavislych veli¢inach (tzv. dvoufaktorova ANOVA
nebo vicefaktorovd ANOVA) Jedna se tedy o zobecnéni poctu nezdvislych velic¢in. No
a do tietice opét situace jiného druhu — zatimco 3.1 a 3.1.2 se zabyvaly studiem navzajem
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nezavislych skupin méfeni, tak oddil 3.1.3 (experiment opakovaného méreni) studuje
skupiny méreni, které jsou spolu navzajem provazany — stejny jedinec je podroben méreni
v kazdé z podminek (vlastné zobecnéni situace pdrového testu z kapitoly 2.5 pro ti a vice
podminek mérent).

— VsSechny uvahy v této kapitole souvisi s rozptylem (ANOVA = analysis of variance =
analyza rozptylu) — jak uz bylo fedeno v piikladu 2.20, existuje jednak vnitini rozptyl
(RUT = rozptyl uvnitf tf¥id) dany riznosti jedincii (neboli subjektt) podrobenych méfent,
jednak vnejsi rozptyl (RMT = rozptyl mezi tfidami) dany rtznosti hodnot nezavislé ve-
liciny pfi méfeni. V celé této kapitole predpoklddame, ze rozptyl veli¢iny charakterizujici
kazdou podminku méfeni je stejny, ze jednotlivd méreni jsou nezavisla a ze mérené veli-
¢iny maji normalni rozdéleni pravdépodobnosti (vlastné stejné podminky jako podminky
pouzitelnosti t-testu z 2.5.6, pouzivany F-test je tedy také parametrickym testem).

— Hypotéza Hy u F-testu prohlasuje, ze jakési dva rozptyly jsou stejné, kritériem testu je pak
podil odhadi téchto rozptylt. I kdyz vypocet téchto odhadt z prikladu 3.1 je pedagogicky
nazorny a vystavény na poznatcich z kapitoly 2.5, pouzivame spiSe vzorce z tabulky 3.3,
zapamatovatelné snadno pomoci oddilku 3.1.1.

— Podobné jako v kapitole 2.5, statistické testy jsou sice krasné, ale vice informaci nez testy
podavaji intervaly spolehlivosti (vzorce pro né vychazeji z predpokladu normalniho rozdé-
leni méfenych veli¢in pii neznamém rozptylu, a proto v intervalech spolehlivosti je pouzito
kritickych hodnot rozdéleni ¢, nikoli rozdéleni F'). Zajimavé informace v situacich ANOVA
lze ziskat z tzv. ,planovaného srovnani“, a mozna i z dalsich véci, kterymi se zabyva
kapitola 5.

— V prikladu 3.6 je pfi zkoumani vztahu veli¢iny zavislé na dvou nezavislych veli¢inach pfed-
staven pojem interakce, coz je veliCina vyjadiujici vliv vzajemné souhry obou sledovanych
faktorti na zavislou veli¢inu (jak lze rozeznat velikost interakce z grafického znézornéni, je
vidét v prikladech 3.8, 3.9). Tento pojem je klicovy v oddilu 3.1.3, kde v testech expe-
rimentu opakovaného méfeni rozptyl interakce vystupuje ve jmenovateli kritéria misto
vnitiniho rozptylu z testi oddila 3.1, 3.1.2 (pfiklad 3.12 se zabyva zdivodnénim zpisobu
zpracovani dat, pfi kterém se snazime vyloucit rozptyl zptsobeny riznosti jedincd neboli
subjektii podrobenych opakovanému meéfeni, kdezto piiklad 3.13 srovnéava oddily 3.1.2,
3.1.3 pomoci testu b),c), které jsou sice mozné, ale v situaci opakovaného méfeni nas v
podstaté nezajimaji — klicovym testem piikladu 3.13 je test a)). V pfikladu 3.12 je také
vysvétlen pocet stupnu volnosti v itervalech spolehlivosti pro stfedni hodnotu veli¢in v
podminkach oddilu 3.1.3.

Kontrolni otazky

1. U nésledujicich vyrokt rozhodnéte, zda se jedné o vyrok pravdivy ¢i nepravdivy.
a) PTi F-testu je dilezité platnost pfedpokladu, ze rozptyly hodnot méteni v kazdé z pod-
minek jsou priblizné stejné.
b) Odhad rozptylu RUT lze ur¢it i jako aritmeticky pramér odhadu rozptyli v kazdé z
podminek méfeni.

c¢) Pokud intervaly spolehlivosti pro stfedni hodnoty pfi jednofaktorové ANOVA se navza-
jem vyznamné prekryvaji, tak prislusny test ANOVA zamitne hypotézu Hy.



138 ANALYZA ROZPTYLU

d) Pokud interakce faktort 1, 2 pfi dvoufaktorové ANOVA mé podstatny vliv na zavislou
promeénnou, prislusné grafické znazornéni obsahuje kiivky ,,po ¢astech rovnobézné“.

e) Vhodnou transformaci proménnych lze nékdy interakci odstranit.

f) Je mozné, Ze pro stejnd data test opakovaného méfeni pro t¥i podminky méfeni zamitne
hypotézu Hy, kdezto analogicky test jednofaktorové ANOVA hypotézu Hy nezamitne.

g) Pfi experimentu opakovaného méteni je podstatnou slabinou fakt, Ze neni mozné vylouéit
z testu rozptyl zpisobeny rozdilnosti mezi riznymi subjekty.

h) Intervaly spolehlivosti maji rtiznou délku p¥i rtiznych poc¢tech méfeni v kazdé z podminek
ANOVA.

i) VSechny testy této kapitoly lze za pfedpokladu normality veli¢in vyjadfit jako testy
parametru o2 jistého typu, jedna se tedy o parametrické testy.

j) V nékterych situacich je mozné navrhnout experiment typu ,jeden vzorek vicekrat® i
typu ,vice vzorku jednou“, a pritom se dovime z obou podobné informace.

Odpovédi na otazky

la) — A, 1b) — A (za pfedpokladu uéinéného v celé kapitole, Ze plati princip homogenniho
rozptylu), 1c) = N, 1d) — N, le) — A, 1f) — A, 1g) — N (je mozné vyloucit vliv rozdilnosti subjektt
— pravé RI tento vliv vylucuje), 1h) — A, 1i) — A (v testu oddilu 3.1 lze Hy vyjadfit jako
RUT = RMT, v 3.1.2 jako RUT = RMR (nebo pfi oznaceni ?? jako 0% = 0), RUT = RMS a
RUT = RI (nebo pii oznadeni ?? jako 02 = 0), v 3.1.3 jako RI = RM S (nebo pii oznaceni ?7?
jako 0% = 0)), 1j) — A (viz priklad 3.11).

Cviceni

1. Provadime experiment, ktery méa prokazat vliv véku na schopnost zapamatovani. Nahodné
bylo vybrano pét lidi ve véku deseti let, pét lidi ve véku 21 let a pét lidi ve veéku 75 let.
U kazdého z vybranych bylo zaznamenéno, kolik slov z uvedenych dvaceti si po urcité dobé
pamatoval. Ziskala se data:
10ileti: 1,4,5,6,4,
21leti: 9,8,7,10,6,
75ileti: 3,5,7,7,8.

a) Provedte test jednofaktorové ANOVA o rovnosti stfednich hodnot veli¢in v jednotlivych
skupinach (na hladiné vyznamnosti a = 0,05);
b) urcete intervaly se spolehlivosti 95% pro tyto stfedni hodnoty.
2. Kazda z nasledujicich dvou situaci obsahuje ¢isla od 0 do 10 ndhodné vygenerovana pocitacem:
Situace 01: 9,6,4,2,6,6,0;
Situace 02: 3,4,7,4,3,0,3.
a) Ovéite F-testem, zda se rozptyly RUT, RMT v této situaci vyznamné lisi.

b) Ovéite F-testem, zda odhady est102, estao? v jednotlivych skupinach jsou odhady téhoz
rozptylu.
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3. Honzu Kovare zajimé, zda rtizné znacky tstni vody vedou k rozdiltim ve svézesti dechu. Lidem
v prvni skupiné da tstni vodu znacky MOPE, druhé tastni vodu LIST a tifeti LOVE. Poté zméri
hodnot dechoméru je 02 = 2 a Ze hodnoty dechoméru lze popsat normalnim rozdélenim. Byla
ziskédna data:

MOPE: 2,4,4,2;
LIST: 7,10;
LOVE: 5,6,4.

a) Vypoctéte 95%-ni intervaly spolehlivosti pro stfedni hodnoty jednotlivych znadek;

b) Provedte nad daty piislusny test ANOVA — vyuzijte pfitom, ze populaéni rozptyl o2 je
zndmy.

c) Pro a = 0,10 testem ovéite, zda est RUT je dobrym odhadem rozptylu o2.

d) Ptedpokladejte, ze 02 nezname, a provedte standardni ANOVA.

4. Psycholozku Strnadovou zajimé vliv socioekonomické situace a motivace na pamét. Zavisla
proménnd se méfi poc¢tem zapamatovanych slov ze dvaceti uvedenych (po jisté stanovené dobé
na nauceni slov). Socioekonomicky stav (= SES) ma dvé trovné (vysoky, nizky), motivace ma
dvé trovné (vysoka = 50 ké za kazdé zapamatované slovo, nizkd = 1 ké za kazdé zapamatované
slovo). Provedte ANOVA typu 2 x 2 (testy vlivu faktoru 1, vlivu faktoru 2 a vlivu jejich
interakce) pro deset ndhodné vybranych lidi v kazdé ze ¢tyf podminek experimentu — bylo
spoc¢teno SSUT = 3600, dalsi informace jsou v tabulce:

vysoky SES nizky SES
nizka motivace Th1=20,711 =2 Tis =80,712 =28
vysoka motivace | Th; = 100, To; = 10 | Tho = 120, Too = 12

5. Experimentem zjisfujeme, zda ma marihuana vliv na odhad ¢asu. Jedné skupiné je rozdana
v tabletdch marihuana, druhé skupiné placebo tablety (= bez marihuany). Navic v obou z
dvanécti¢lennych skupin je polovina muzi a polovina Zen, tj. jedné se o ANOVA typu 2 x 2
(faktor 1: muzi, Zeny; faktor 2: tablety marihuany, tablety placebo). Poté se vSichni ztcastnéni
podrobi zkousce odhadu ¢asu, kdy sedi a mluvi do mikrofonu tak dlouho, az maji pocit, Ze
ubéhlo deset minut. Je zméfena skuteéna délka doby mluveni do mikrofonu (v minutéch).
Ziskala se data:

marihuana | placebo
muzi | 5,3,4,6,6,7 | 11,9,8,13,11,10
Zeny | 8,7,9,6,8,9 | 11,14,9,13,12,10

a) Vypoctéte 95%-ni interval spolehlivosti pro stfedni hodnotu v kazdé z uvedenych étyf
situaci;

b) testujte vliv pohlavi, vliv drogy a vliv jejich interakce na odhad ¢asu.

6. Experiment ma prokazat vliv verbalniho popisu na lidské vnimani. Spociva v tom, ze kdyz
klient ,c¢ekd v predpokoji na experiment“, jisty experimentatortiv kolega popise experimen-
tatora slovnim spojenim piidavného jména s prislovcem, pri¢emz prislovce vybird z trojice
(docela, velmi, neobyéejné), pfidavné jméno z trojice (hodny, schopny, nepfijemny). Poté je
cekatel uveden k experimentatorovi, ten jej podrobi falesnému experimentu uceni se slov. Poté
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ma testovany Clovek vyplnit dotaznik, ve kterém se mimo jiné vyskytuje otazka: Jak se vam
libil experimentator? Odpovédi se uvadéji v rozsahu 0 (= nemohl jsem ho vystéat) az 10 (=
zamiloval jsem si ho). Ziskala se tato data:

hodny schopny | nepfijemny
docela 5,5,6,5,4 | 5,5,6,4,6 | 4,3,3,6,5
velmi 6,6,9,5,7 | 5,6,6,7,4 | 3,1,3,2,2
neobycejné | 9,7,8,8,9 | 4,7,5,84 | 1,3,2,1,1

a) Vypoctéte 95%-ni interval spolehlivosti pro kazdou z uvedenych situaci;

b) existuje vyznamny vliv pfislovee, pfidavného jména nebo jejich interakce?

7. Psychologa zajima, jak velkou trému clovék proziva vzhledem k poctu lidi, ktefi jej pozoruji.
Cty¥i lidé jsou pozadani, aby si predstavili, Zze musi recitovat baseii pred jednim, péti nebo
patnécti lidmi, a pak at ohodnoti svou trému stupnici od 0 (= nemém vibec trému) po 7 (=
jsem vydésen k smrti). Ziskala se data

1 ¢lovék v publiku | 5 lidi v publiku | 15 lidi v publiku
subjekt 1 | 3 6 5
subjekt 2 | 1 5 6
subjekt 3 | 3 6 7
subjekt 4 | 1 3 5

a) Vypoctéte 95%-ni interval spolehlivosti pro stiedni hodnotu v kazdé ze t¥i podminek;

b) ovéite testem, Ze velikost publika mé vliv na trému.

8. Je vyvijena nova metodika likvidace moskyti, kterd spoc¢iva v tom, zZe jsou vypousténi sterilni
samecci, ktefl se sice stykaji se samickami, ale nemohou mit potomky. Pfi testovani nové
metody jsou ¢tyfi nadrodni parky rozdéleny vzdy na t¥i ¢asti — v prvni ¢asti se nic nedéje, ve
druhé c¢asti je proveden postrik DDT, a ve tfeti ¢asti jsou vypusténi sterilni samecci. Ziskala
se nasledujici data (v poftu moskyt na metr ¢tvereéni na sledovanych plochach):

narodni park | nic se nedéje | DDT | novd metoda
subjekt 1 614 512 123
subjekt 2 320 300 250
subjekt 3 502 500 313
subjekt 4 750 600 430

a) Vypoctéte 95%-ni interval spolehlivosti pro stfedni hodnotu v kazdé z danych tii podmi-
nek (= metod);

b) existuji vyznamné rozdily mezi témito tfemi podminkami? Ovéite testem statistickym.

Je vyvijena nova metodika likvidace moskytt, ktera spoc¢iva v tom, ze jsou vypousténi sterilni
samecci, ktefi se sice stykaji se samickami, ale nemohou mit potomky. Pfi testovani nové
metody jsou ¢tyfi narodni parky rozdéleny vzdy na t¥i ¢asti — v prvni ¢asti se nic nedéje, ve
druhé casti je proveden postiik DDT, a ve tfeti ¢asti jsou vypusténi sterilni samecci. Ziskala
se nasledujici data (v po¢tu moskytt na metr ¢tvere¢ni na sledovanych plochéch):
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narodni park | nic se nedéje | DDT | novd metoda
subjekt 1 614 512 123
subjekt 2 320 300 250
subjekt 3 502 500 313
subjekt 4 750 600 430

a) Vypoctéte 95%-ni interval spolehlivosti pro stfedni hodnotu v kazdé z danych tii podmi-
nek (= metod);

b) existuji vyznamné rozdily mezi témito tfemi podminkami? Ovéite testem statistickym.

9. Lékarka mé hypotézu, ze pravdépodobnost nachlazeni se 1isi v jednotlivych ro¢nich obdobich.
Proto u péti pacientt zaznamenava pocet nachlazeni v pribéhu tii let a vysledky shroméazdi
do tabulky (v poctech nachlazeni — t¥i ¢isla v kazdé burice predstavuji data ve tiech letech
po sobé):

subjekt zima | jaro | léto | podzim
Josef 3,1,2 1 1,0,1 | 3,3,2 | 0,0,0
Frantisek | 1,1,2 | 0,1,1 | 3,4,3 | 1,1,2
Cyril 1,1,1 1 0,3,0 | 2,1,2 | 1,0,0
Jan 3,43 | 221|522 1,2,3
Zdenék 2,23 |1,2,1 121,01 1,0,1

a) Vypoctéte 95%-ni interval spolehlivosti pro stfedni hodnotu v kazdém ro¢nim obdobi;

b) Provedte ANOVA pro tato data. Existuje vyznamny rozdil mezi obdobimi? Déle zjistéte,
zda je vyznamny vliv subjekt® a vliv interakce subjekt-obdobi.

Vysledky

ad 1. ad a) Hy: p1 = p2 = ps, Hy : neplati Hy. est RUT = 3,33, est RMT = 20, tj.

est RMT

T — 6> F(VMT = 2,VUT = 12) = 3,9;
R = 0> BV VU ) = 3,9;

a tedy zamitame Hj, jednotlivé stfedni hodnoty podminek se vyznamné 1isi.

ad b) Prislusny pramér +1,778.
ad 2. ad a) est RUT = 6,74, est RMT = 7,14, tj.

est RMT

tedy neni zjistén vyznamny rozdil. Je to proto, ze podminky , méfeni“ v obou situacich
jsou vlastné stejné. Tato Cast ukazuje, Ze F-test lze provést i v situaci dvou skupin
méfeni.
ad b) s? = 8,905, s3 = 4,286, pak test rovnosti obou rozptylii podle dilezité poznamky
2
za tabulkou 3.2 se déje podle Hy : 0? = o3, kritéria 2L na hladiné vyznamnosti o = 0,02

2
52
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pro kritické hodnoty F,,(§ = 0,01,V; = 6,V5 = 6) = 8,47 podle tabulky 3.2 a hodnoty
Fp(% =0,01,V4 =6,V = 6) = g4= = 0,118 podle vzorce 3.3, tj.

2

s2 8,905
2L = = 2,0777 € (0,118; 8,47
S% 4’286 ) 6 ( b ) ) )7

a tedy Hy o rovnosti rozptyli nezamitame. Opét divodem jsou stejné podminky méfeni
v obou skupinach. Tato c¢ast prikladu ukazuje, ze F'-test lze uzit pii testovani hypotézy,
ze mame k dispozici dva odhady téhoz rozptylu (tj. ze rozptyly v obou popula¢nich
méfenich jsou stejné).

ad 3. ad a) MOPE: 3 £+ 1,386; LIST: 8,5 + 1,96; LOVE: 5+ 1,6.
ad b) Hodnota kritéria je

est RMT

= =101 > F(VMT =2,V,2 = 00,a = 0,05) = 3,0,

o
tj. zamitame Hy o rovnosti stfednich hodnot jednotlivych podminek. Mezi znackami je
vyznamny rozdil.

ad ¢) est RUT = 1,75, tj.

o? 2

L1143 < Fy(Voe = T =
st RUT ~ 175 013 < FulVor = o0, VUT =6,

= 0,05) = 3,67,

o Q

a protoze F,, < 1, vidime, Zze Hy neni zamitnuto, tj. est RUT je dobrym odhadem
2
o = 2.

ad d)
est RMT 20,2

est RUT 1,75

a proto zamitame H( a uzavirame, ze mezi stfednimi hodnotami méfeni na dechoméru

doteql1,54 > Fyy(VMT =2, VUT = 6) = 5,14,

jednotlivych znacek existuji vyznamné rozdily.

ad 4. n = 40, N;; = 10, VUT = 36, tj. est RUT = 100. Déle VMR =1, VMS =1, VI =1,
tedy est RM R = 360, est RM S = 160, a pak SSI = 40, tj. VI = 40. Statistické testy:

i) Vliv faktoru 1:
est RMR

est RUT

a tedy Hp nezamitdme, vliv neni vyznamny.

ii) Vliv faktoru 2:

= 3,6 < Fj,(1;36) = 4,1,

est RM S
est RUT

a tedy Hg nezamitame, vliv neni vyznamny.

=1,6 < F},(1;36) = 4,1,

iii) Vliv interakce faktori:

est RI

— - =04 < Fi.(1: =41
est RUT 07 < k’( 736) )

a tedy Hp nezamitame, vliv neni statisticky vyznamny.
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ad 5. ad a) intervaly spolehlivosti: odpovidajici primeér +1,35.
ad b) Testy na hladiné vyznamnosti « = 0,05; vliv pohlavi: hodnota kritéria 8,73 >
> Fp(VMR = 1,VUT = 20) = 4,35; vliv drogy: hodnota kritéria 46,35 > F(VMS =
= 1,VUT = 20) = 4,75; vliv interakce: hodnota kritéria 3,37 < 4,35, tj. pouze vliv interakce
neni statisticky vyznamny.

ad 6. ad a) prumér +1,05; ad b) Testy na hladiné vyznamnosti « = 0,05: vliv pfislovce: hodnota
kritéria 0,42 < F (VMR = 2,VUT = 36) = 3,3; vliv pfidavného jména: hodnota kritéria
46,2 > Fr,(VMS = 2,VUT = 36) = 3,3; vliv interakce: hodnota kritéria 8,17 > Fi(VI =
=4,VUT = 36) = 2,66 (odhadnuto pomoci F'(4,30) a F(4,40)), ¢li nevyznamny je pouze
vliv prislovce.

ad 7. VMT =11, SSMT = 4425, VMS =2, SSMS =315, VMR =3, SSMR = 8,91, odtud
VI=6, 551 =8SSMT — SSMS — SSMR = 3,8333. Nyni mizeme dosadit do vzorct:

a) i €T £ 2,447 /3338 =7, £ 0,9779.
b) Hy : podminky se nelisi; H; : podminky se 1isi;

est RM S
est RI

Hy zamitame, rozdil mezi podminkami testu opakovaného méreni je vyznamny.

= 24,67 > F(2;6) = 5,14,

ad 8. ad a) prumér +119,5; ad b) hodnota kritéria 8,097 > Fj(2;6) = 5,14, tj. rozdily mezi
podminkami (metodami) jsou vyznamné.

ad 9. ad a) prumér +1,11; ad b) Na hladiné vyznamnosti a = 0,05: Vliv obdobi: hodnota kritéria
5,83 > Fj(3;12) = 3,49, tj. vliv je vyznamny; vliv subjektii: hodnota kritéria 5,9 > Fy(4;40) =
= 2,61, tj. vliv je vyznamny; vliv interakce: hodnota kritéria 1,95 < F}(12;40) = 2,00, tj. vliv
neni vyznamny.
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4  Korelac¢ni pristup, regresni prim-
ka

Pruvodce studiem

V této kapitole se budeme zabyvat vztahem mezi dvéma proménnymi. Pro jeho popis budeme pouzivat
linedrni funkci = primku. Budeme studovat zpiisob konstrukce optimalni primky, kterd nejpfesnéji
popisuje vztah mezi studovanymi veli¢inami. Naucite se chapat principy korelace.

Cile

Po prostudovani této kapitoly budete schopni:

e Zkonstruovat regresni primku.
e Chapat spojitost regresni piimky s metodou nejmensich ¢tvercu.
e Poznat, kdy je popis pomoci linearni funkce vhodny a kdy ne.

e Naucdite se tuto vhodnost nebo nevhodnost mérit.

4.1 Predikce

Priklad 4.1. Uvazujme experiment, ktery uz v tomto textu byl popsan (viz pfiklad 2.16),
kdy zkoumame vliv konzumace alkoholu na dobu reakce ¢lovéka. Rozdélme 50 ndhodné
vybranych osob do péti skupin po deseti. Kazdé skupiné je ,vyrobeno“ jiné mnozstvi
alkoholu v krvi (0%, 0,01%, 0,02%, 0,03%, 0,04%), a pak je méfena doba reakce mezi
rozsvicenim svétla a stisknutim tlacitka. Jsou ziskdna nasledujici data (reakéni doba v
milisekundéch):
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0% 0,01% 0,02% 0,03% 0,04%
192 205 208 231 235
194 198 209 228 230
189 201 220 216 233
178 208 216 220 228
193 216 221 225 237
201 203 210 226 230
199 207 215 220 241
198 200 217 218 242
196 198 208 223 225
190 205 210 229 230
71 =193,0 | 73 =204,1 | 753 = 2134 | 74 = 223,6 | 75 = 233,1

Nyni lze spocitat est RUT = 30,81, a tedy vestRUT = 5,55. Dale lze ze vSech padesati
méfeni urcit celkovy primér T = 213,44 a odhad celkového rozptylu est R? = 231,31, tj

VestR? = 15,21.

Zajimé nés ted ndhodné vybrany clovék, napiiklad Robert, — chceme odhadnout jeho
reakéni dobu, vime-li, Ze procento alkoholu v krvi u néj je asi 0,015. K dispozici mame
odhady pro lidi s 0%, 0,01%, 0,02%, 0,03% a 0,04% (za dany odhad bereme prtimér hodnot
reakéni doby v dané skupiné). Na zakladé jistych méfeni tedy zndme vztah mezi dvéma
proménnymi (v nasem piipadé procento alkoholu v krvi a doba reakce), pak pokud je
zadané hodnota jedné proménné (té fikdme v tomto textu nezavisld proménna — v nasem
ptipadé je to procento alkoholu 0,015), jsme schopni jistym zptisobem odhadnout neboli
predikovat pfislusny stav druhé proménné (které v tomto textu Fikdme zavisla proménna
— v naem piipadé je to doba reakce).

V dalsim textu (4.3) se budeme zabyvat hledanim tzv. regresni pfimky, coz je funkce tvaru
y = a + bz, do které kdyz za dosadime x = 0,015, vypocteme pomoci ni hodnotu y odhadované
neboli predikované doby reakce.

4.2 Korelace

A7 dosud jsem pii studiu vztahu mezi dvéma proménnymi pouzivali tzv. experimentalni
pristup (= experimentator ovlivni hodnoty jedné proménné, a pak zméfi pfislusné hod-
noty druhé proménné). V tomto oddilku a vlastné v celé kapitole se musime seznamit s
tzv. korelaénim p¥Fistupem (= zadna z proménnych neni ovliviiovana, pouze jsou hod-
noty obou proménnych zméteny). Rozdil mezi experimentalnim piistupem a korela¢nim
pristupem ukazuje nasledujici priklad.

Priklad 4.2. Chceme zjistit, jaky je vztah mezi po¢tem hodin doméci ptipravy za tyden
a bodovym primérem zkousky z pfedmétu MPSO na konci semestru.

a) Experimentalni pFistup: Nahodné rozdélime studenty do tii skupin. Studenty z
prvni skupiny pozadame, aby vénovali domaci piipravé jednu hodinu tydné; studenty ze
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druhé skupiny pozadame, aby doma studovali dvé hodiny, a studenti ze tieti skupiny tii
hodiny tydné.

Koncem semestru se vypoctou priameéry vysledki v kazdé ze t¥i danych skupin a ziskdme
nasledujici grafické znazornéni experimentu:

1 hod 2 hod 3 hod

b) Korela¢ni pfistup: Na konci semestru po absolvovani zkousky polozime kazdému
studentovi dvé otazky: Kolik hodin tydné stravil doméaci pfipravou a jakého vysledku
dosahl nakonec u zkousky. Studenti odpovidaji podle pravdy. Odpovédi patnacti studentti
jsou ziskany (Josef Mikli¢ek studoval 1,5 hodin tydné a doséhl 82 bodt, Vilém Mrstik jen
pul hodiny tydné a ziskal 68 bodi, atd.) a graficky zndzornény:

1 hod 2 hod 3 hod

Z ptedchoziho prikladu je snad patrny rozdil mezi experimentalnim a korela¢nim piistu-
pem: na zakladé experimentalniho pristupu uzavirame, ze delsi doba ptipravy zlepsuje
vysledek zkousky. Na zékladé korelacniho pristupu existuje ovSem vice moznych vysvét-
len:

e Je mozné, Ze delsi doba piipravy zlepsuje vysledek zkousky.
e Je mozZné, Ze je tomu i naopak: Vysledek zkousky ovliviiuje délku pripravy.

e Je moZné, Ze mezi obéma proménnymi neexistuje piima zavislost — mozna exis-
tuje jakysi t¥eti faktor, ktery je zdrojem vztahu mezi obéma proménnymi (napf.
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motivace — vysoce motivovani studenti maji dobré vysledky, a soucasné vénuji delsi
dobu piipravé, kdeZzto nedostateéné motivovani studenti nemaji chut se pripravovat,
ani délat cokoliv jiného, co by zlepsilo jejich vysledky).

Dtlezity rozdil mezi korela¢nim a experimentalnim pfistupem je pravé zejména v pripadé
posledni uvedené odrazky — pri korelacnim pristupu nemusi existovat mezi obéma pro-
ménnymi prima zavislost, ale ,,vliv® jedné proménné na druhou miize byt zptsoben tietim
faktorem. Naptiklad:

Priklad 4.3. Konzumace zmrzliny versus umrtnost: Existuje korelace mezi mnozstvim
zmrzliny zkonzumované v dany den v Brné a timrtnosti dany den v Praze. V ty dny, kdy
se v Brné sni hodné zmrzliny, je v Praze vétsi imrtnost nez obycejné (= ve srovnani se
dny, kdy se v Brné sni méné zmrzliny). Znamend to, Ze musim citit vinu, kdyz si ddm v
Brné zmrzlinu, Ze ptisobim smrt néjakého ¢lovéka v Praze? Ne, mezi obéma proménnjymi
neni piima zavislost — spise zde existuje treti faktor, a tim je teplota. Diky vyssi teploté
se v Brné zkonzumuje vice zmrzliny a v Praze zemfe vice lidi.

Priklad 4.4. Prostitutky versus ministfi: existuje korelace mezi po¢tem ministri a po-
¢tem prostitutek v daném meésté, tj. mésta s vétsim poctem prostitutek obvykle maji
vétsi pocet ministri. Opét to neznamend, Ze nutné musi existovat prima zavislost mezi
témito dvéma proménnymi. Spise zde hraje roli tfeti faktor, kterym je velikost mésta.
Velka mésta obvykle maji vétsi pocet ministrii i prostitutek.

Korela¢niho pristupu se hojné uziva v téch oblastech, kde nejsme schopni regulovat hod-
notu proménnych. Napt. u piikladu 4.2 je korela¢ni pfistup mnohem lepsi, protoze neni
etické pfimym nafizenim ovliviiovat dobu piipravy studenti na zkousku.

Podobné kdyby nas zajimal vztah mezi poctem kradezi vloupanim a poctem prodanych
dvefnich zamkid v daném meésté, nebylo by vhodné ovliviiovat ani pocet kradezi, ani pocet
prodanych zamkt — nejlepsim pristupem je studovat korelaci mezi obéma proménnymi.

Podobné pii studiu vztahu teploty béhem dne a poc¢tem infarktd v ten den nejsme schopni
ovlivnit hodnoty Zadné z obou proménnych (ve spolecenskych védéach je experimentalni
pristup spise vyjimkou, nez pravidlem — zelenou mé ovSem korela¢ni pfistup).

4.3 Regresni primka

Nyni kdyz bylo feceno, proc¢ je korela¢ni pristup v mnoha pfipadech dilezity, ¢i dokonce
jediny mozny piistup, zabyvejme se chvili matematickym popisem této korelace (= vza-
jemného vztahu) mezi veli¢inami. Dvé veli¢iny jsou tedy korelovany (= v korelaci), kdyz
na zadkladé hodnoty jedné z nich lze predikovat (= predpovédét, odhadnout) hodnotu té
druhé. Podivejme se na tzv. linedrni (= piimkovy) korela¢ni vztah mezi veli¢inami z,
y: Pokud zndme hodnotu proménné x, tak hodnotu proménné y miizeme predikovat na
zakladé linearniho vztahu
y = a+ bx,
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kde a, b jsou realné konstanty (a grafem funkce f(z) = a + bx je piimka, které fikame
regresni primka).

Piiklad 4.5. a) Piikladem proménnych, které jsou kladné korelovany (= vétsi hodnoté
proménné z odpovida vétsi hodnota proménné y), je hmotnost (v kg) a vyska ¢lovéka
(v cm):

120
1104
100+

90+

704
60+
504

40

T T T T T
160 170 180 190 200

b) Piikladem proménnych, které jsou zaporné korelovany (= vétsi hodnoté proménné x
odpovidd mensi hodnota proménné y), je pramér golfového skére (hodnoty 75, 80,
85 atd. na vodorovné ose) a prijem hrace (v tisicich dolarti):

c) Priikladem proménnych, které jsou nekorelované (= nejsou v korelaci), je vyska ¢lovéka
(v em) a 1Q ¢lovéka (v tkvaccich :-)):

90 °

o
T T T T T T T
150 160 170 180 190 200 210
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Priklad 4.6. Chceme zjistit, zda existuje korelace mezi po¢tem piv, které ¢lovek vypije
za tyden, a poctem fotbalovych zapasi, které shlédne za danou sezoénu. Z toho divodu
je uc¢inén maly prizkum: Sesti muziim je polozena otazka, kolik piva vypiji primérné za
tyden a kolik fotbalovych zapast za minulou sezonu sledovali. Ziskana data

osoba |1 2 3 4 5 6
pocetpivae |3 10 6 1 2 8
pocet zapasiy | 6 23 16 3 10 8

lze graficky znézornit:

Z hodnot namétenych a znazornénych na obrazku prikladu 4.6 chceme ziskat tzv. regresni
primku = nejvhodnéjsi primku, kterad zachycuje linedrni vztah mezi uvedenymi dvéma
proménnymi. Otazkou je, v jakém smyslu (vzhledem k jakému kritériu) ma byt uvedena
ptimka nejvhodnéjsi ¢i nejlepsi, a jak ji najit (= jak urcit koeficienty a, b linedrniho vztahu
y = a+bx). Oznacme proto zadané body [x;,y;] proi =1,2,...,6 a [x;, y;| majici stejnou
soutadnici x, ale lezici na hledané ptimce (plati tedy y; = a + bz;).

a) Kritérium ) (y; —y;): Prvnim moznym kandidatem pro kritérium vhodnosti re-
gresni primky se nabizi soucet odchylek namérené hodnoty y; a predikované hodnoty
y, — ale tento pfistup mé nevyhodu, Ze nékteré ze ¢lent (y; — y.) jsou kladné, jiné
zaporné. A protoze zaporné odchylky vyrusi ty kladné odchylky, soucet > (y; — y.)
neni dobrym méfitkem celkové chyby pro danou pfimku (a navic — viz [7], str. 442
— timto kritériem neni hledana pfimka urcena jednozna¢né).

b) Kritérium ) |y; — yi|: Soucet absolutnich hodnot odchylek je uz lepsim kritériem
vhodnosti pfimky — jedna se vlastné o soucet vzdalenosti naméreného bodu a pre-
dikovaného bodu pro kazdé x;, viz obr.:
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(délky jednotlivych svislych tsecek jsou pravé rovny hodnotam |y; — vi|)

Ale protoze vyraz obsahujici absolutni hodnoty se obtizné matematicky zpracovava,
a navic hledana pfimka opét nemusi byt uréena jednoznacéné (ptiklad viz [7], str.442),
nejvice se ujalo néasledujici kritérium:

c¢) Kritérium > (y; — y/)?: Hledejme takové koeficienty a, b linedrniho vztahu y = a+bz,
aby soucet ¢tverct odchylek S = Z?(yl — y/)? byl minimélni mozny. Kazdy ¢tenar
téchto slov by si mél nyni uvédomit, ze tohle piece uz zné — vzdyt se jedna o metodu
nejmensich ¢terect (least squares method) probranou v predmétu BMA3, kapitola 6,
oddil 6.3. Ano, vazeni pratelé, regresni pfimka neni nic jiného nez ptimka ziskana pti
aproximaci zadanych bodd v roviné metodou nejmensich ¢tvercu. A vlastné stejné
kritérium — soucet ¢tvercti — bylo pouzivano v kapitole 3 pti analyze rozptylu.

Jen pro tuplnost rychle zopakujme, o co se jedna: Chceme najit koeficienty a, b tak,
abychom minimalizovali funkci

S =5 — (a+ b)),

kde n je pocet zadanych bodu [x;,y;]. Nazev metoda nejmensich ¢tvercu se vzil diky
grafickému nézoru, ze totiz opravdu hledame takovou pfimku, pro kterou je soucet ploch
¢tercli odchylek minimalni — viz obr.:
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(uvedené obrazce jsou skutecné ¢tverce — o obdélniky se jednd jen zdanlivé, diky rtiznym
méfitkim velikosti jednotky na obou osach). Z diferencidlniho poctu je zndmo, Ze extrém
funkce S nastane v tzv. stacionarnich bodech, pro které plati S/, = 0, S; = 0 (na levych
stranach rovnic jsou derivace funkce S podle neznamych proménnych a, b), tj. dostavame:

> 2y —a—bx)(—1) = 0
Z 2(y; —a —bx;)(—z;) = 0.

Upravou dostaneme systém rovnic ve tvaru

na—i—bei = Zyi;
ain—i-be? = Z(mzy,)

Jedna se o systém dvou rovnic o dvou neznamych a, b. ReSime jej napiiklad dosazovaci
metodou: z prvni rovnice vyjadiime

a:%Zyi—%Zﬂfi; (4.1)

a dosadime do druhé rovnice, odkud spocteme

M)~ (D0) (Sw). )
et — (L)

Pti konkrétnim vypoctu tedy nejprve ur¢ime b podle 4.2, a pak dosadime do 4.1 a vypoc-
teme a.

606

351 — 1,978, a tedy a = 3,11, cili regresni primka je tvaru

V nasem prikladu b =

= 3,11 + 1,578z.

vr . ;o , v | o v , v .
Oznacune—lh nyni primér z-ovych soufadnic 7, (T, = > ;) a primér y-ovych soufadnic
Ty (Ty = + > i), pak bod [T,,T,| vzdy lezi na regresni pfimce. Skutecné, vzorec 4.1 lze
prepsat

a=Ty,—b Ty, Ciliz,=a+b 7,

tj. bod [T, T,| spliluje rovnici regresni primky.

Na regresni piimku Ize pohlizet jako na nejlepsi zpisob linearni predikce hodnot pro-
ménné Y pomoci hodnot proménné X. Pokud by naptiklad (viz nas pfiklad 4.6) bylo
znamo, ze jisty ¢lovek vypil za sezénu primérné devet piv tydné, dosazenim za z = 9 do
rovnice regresni piimky dostaneme, Ze nejlepsi linearni odhad poctu sledovanych fotbalo-
vych zapast za sezénu je u néj

y=3,1141,578-9 = 17,312 = 17 zapasu.
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4.4 Korelacni koeficient

Jak vhodna je predikce s vyuzitim regresni piimky? Jednim z kritérii posouzeni vhodnosti
je tzv. Pearsonuv koeficient 7, € (0;1), kde

2 [n > (wiys) = O x) (3 i)l (4.3)
2 af = QCw)?] - [n 2w — 2 w)?l '

Vzorec ma odpudivy tvar, ale existuje v ném jista symetrie, kterd usnadnuje jeho zapamatovani.
Posudte sami: V ¢itateli i jmenovateli zlomku je sou¢in dvou zavorek (respektive v citateli je
to tatédz zavorka umocnéna na druhou). V kazdé zavorce je n-nasobek souc¢tu souc¢intt MINUS
soucin souétil, pri¢emz ta ¢isla v soucinech, kterd se séitaji, jsou zvlast seétena v suméach, které
se mezi sebou nasobi. V Citateli se vZdy jedna o souciny z; - y;, ve jmenovateli jsou v jedné
zévorce souliny x; - x;, ve druhé y; - y;. Vidite tu symetrii?

V ¢itateli zlomku pro vypocet r? je druha mocnina n?-nasobku tzv. kovarinace mezi pro-

ménnymi X, Y, coz je mira vztahu korelace mezi proménnymi X, Y. Jedna se o ¢islo z intervalu
(—1;1), které je kladné pfi klané korelovanosti, zdporné pti zaporné korelovanosti a blizké nule
pri nekorelovanosti obou veli¢in.

Jmenovatel zlomku pro vypodet 72 je jakymsi normaliza¢nim faktorem, ktery upravuje
méritko pro popis hodnot veli¢in X, Y. Pravé diky tomuto normaliza¢nimu faktoru se koeficient

72 nachazi v intervalu (0;1).

Nyni se jesté presnéji vratme k pojmu kovarinace: vydélime-li ¢itatele i jmenovatele
zlomku 4.3 konstantou n*, dostaneme

2 [ 2o (iys) — 2z o) o va))?
2o af = ()] [ 20— ()]
kde v ¢itateli zlomku je pravé druhd mocnina kovariance veli¢in X, Y — ozna¢me ji s%

A ve jmenovateli posledniho uvedeného zlomku je soucin rozptyli jednotlivych soubortu
méfeni obou proménnych s%, s2. Cili plati

(4.4)

2 _2X'Y]2

Pokud koeficient r? je blizky jedné, dand regresni piimka je vhodnym modelem korelace.
Pokud r? je blizky nule, vhodnost linedrni regrese je mald. Na nagem piikladu 4.6 si
ukaZeme jests dalsi viyznam koeficientu r? (respektive jiny pohled na tento koeficient).

Piiklad 4.7. V piikladu 4.6 miiZzeme spocitat r? = 0,59. Vypoétéme déle celkovy rozptyl
hodnot y; (pocty fotbalovych zapast):

1 N\
=g v - (ZG‘U> — 447,
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Pfipomenime si, 7e ¢islo s? vyjadiuje rozptyl hodnot y; samotnych, nikoli odhad sku-
te¢ného roptylu. Ted uvazujme hodnoty y! ziskané pomoci linearni regrese, tj. hodnoty
y. = 3,11 4+ 1,578 - z;, a vypoc¢téme rozptyl souboru téchto predikovanych hodnot:

32—322—(1 ’)2—266
Y 75 Yi 62‘% = 40,0.

Je zajimavé si vSimnout, ze plati

2
sy, 26,6 9
— = —— =0,59 =r~,
s 447 "
¢ili koeficient r? vyjadiuje, kolik procent rozptylu hodnot y; je obsaZeno v
modelu linearni regrese s hodnotami ;.

Spoc¢téme dalsi zajimavy rozptyl — rozptyl chybovych ¢lent (y; — y}):

1 1 2
Sy_yr = 5 > (i -’ - (g > (i - y§)> = 18,1.

V prikladu 4.7 plati
s =447 =26,6+ 18,1 = s2, + 53 _,,

¢ili opét zde mame situaci déleni kolace rozptylu:

Celkovy rozptyl s? naméfenych hodnot 1ze rozdélit do dvou slozek — tou prvni je rozptyl
s?, obsazeny v modelu linearni regrese, tou druhou slozkou je rozptyl s3- . zptisobeny
chybou ¢ nevhodnosti modelu (= rozptyl hodnot y; — y).

Protoze r? vyjadiuje procentuelni podil rozptylu zachyceného linedrnim modelem, ¢islo
(1 — r?) vyjadfuje procentuelni miru rozptylu nezachycenou linedrnim modelem regresni
ptimky, ¢ili miru rozptylu chybovych ¢lent (y; — yi). Vyraz sy - v/1 — r? se pak nazyva
stfedni chyba odhadu — je to vlastné polovina intervalu spolehlivosti se stfedem v v,
(67%-ni interval spolehlivosti). Konkrétné pokud pro danou hodnotu x; chceme odhadnout
y;, tak hodnota y. £ sy -v/1 — r? urcuje interval, ve kterém se y; pti opakovanych vyskytech
bodt s hodnotou z; nachazi s pravdépodobnosti 67%.

Pearsoniiv koeficient 7% urc¢uje, do jaké miry model linearni regrese vysvétluje rozptyl
naméfenych hodnot. Déle se také casto pouziva koeficient

iy - () o)
Vs # = (S e — (Lw

ktery navic zachycuje, zda korelace mezi proménnymi X, Y je kladné, nebo zaporn4;
r € (—1;1) a nasledujici ptiklady uvadéji rtizné regresni modely spoleéné s vypoctem
miry 72 vhodnosti modelu a korela¢niho koeficientu r (plati tedy, Ze koeficeint r? je druhou
mocninou koeficientu r; naopak ovsem POZOR — koeficient r neni odmocninou koeficientu
r? v tom ptipadé, kdyz je r zadporny):

Priklad 4.8. Riizné piiklady hodnot koeficientti r, r? a regresni piimky vidite na obréz-
cich:
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Y=0,78X+0,97

r=0,84

" 2=r*=0,71

Y=5
r=0

2=r*r=(0

4.5 Test vyznamnosti korelace

Y=-0,69X+8,2

-0,75=r

2=r*=057

Y=6 r=0 2=r*r=(0

Zatim jsme mluvili o tom, co to korelace je a jak ji méfit. Nyni par slov o statistické
vyznamnosti korelace. Vratme se k nasemu piikladu o fotbalu a pivu.

(ad piiklad 4.7) Provedme statisticky test vijznamnosti korelace: jednd se o oboustranny

test, kde t, = ti(a = 2q):

K1:

Hy: r=0;
H, : Otdzkou je, zda uZit r # 0 nebo r > 0 nebo r < 0. (jednostranny test r > 0
bychom uzili tehdy, pokud bychom méli k dispozici teoretické (logické) opodstatnénd,
Ze jakdkoli korelace must byt urciteé kladnd, alternativne r < 0 bychom uzili, pokud
bychom méli k dispozici opodstatnent, Ze jakdkoli korelace, pokud existuje, je urcite
zdpornd; vetsi diskuse téchto situact viz skripta BMAS, oddil 18.5 (U-test)); pokud
bychom nemeéli vibec Zddnou predstavu, jakym zpusobem mohou nebo nemohou byt
studované veliciny korelovany, alternativni hypotéza by mela oboustranny tvar r # 0.

Dejme tomu, Ze v nasem prikladu se celkem zda logickée, Ze pTi vétsim poctu sledo-
vanych fotbalovych zdpasi asi nebude tendence vypit méné piva, tj. pokud néjakd
korelace ezistuje, je urcité kladnd. Volme tedy hypotézu Hy : r > 0 (jednostranny
test).
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Y=0,64x+0,83

- . o
84 ° 84 ° o o ° °
r=0,91 \
| A | o o N

2=r¥r=0,82

Y=-0,11x+84

-0,025=r

2=r*r=0,0006

. , ey 7 - - v T'm
K2: Testovym kritériem bude velicina i

K3: Za predpokladu platnosti Hy md testové kritérium rozdéleni t o (n — 2) stupnich
volnosti (tuto skutecnost zde nebudeme dokazovat).

K4: Pro a = 0,05 mdme tx(q = 0,05;v = 4) = 2,132 u jednostranného testu.

K5: Hodnota kritéria se rovnd

0,77 - V4
I —0,50

a tedy zamitame Hy, korelace je statisticky vyznamnd.

=241 > 2,132,

(pokud bychom chtéli byt tak konzervativni, Ze bychom nechtéli pFipustit jako do-
statecné logicky predpoklad, Ze s pocétem zdpasi chut prinejmensim neklesd, uZili
bychom oboustranny test, tj. hypotézu Hy, : r # 0, kritickou hodnotu t,(2q =
=0,05,v = 4) = 2,776, a tedy vysledkem by bylo ,Hy nezamitame®, coZ znamend,
ne Ze korelace neexistuje, ale Ze nds test pro ni nenasel dostatek dikazi).

Bud jak bud, ze tvaru testového kritéria je vidét, Ze pro rostoucti pocet n pozorovani
roste i hodnota tohoto kritéria, tj. i sila testu (pro rostouci n roste pravdépodobnost
odhalent korelovanosti obou proménnych),

Nyni jesté par slov o tzv. zpétné (= inverzni) predikci. Zatim jsme v modelu linedrni
regrese mluvili o situaci, ze pomoci hodnoty x a regresni primky se odhadovala hodnota
y. Pokud bychom chtéli naopak pro zndmou hodnotu y odhadnout (predikovat) hodnotu
x, museli bychom pouzit jinou regresni pfimku nez v dosud uvazovaném piipadé. Az
dosud jsme uvazovali regresi z — y, kde modelem je pfimka minimlizujici soucet ¢tvercti
odchylek (y; — y;) — pokud nyni chceme pouZit regresi y — z, kde modelem je pfimka
minimalizujici soudet ¢tverct (z; — x}), ¢ili pouZit jiné vzorce pro nalezeni optimdlnich
koeficientti a, b:

b:”Z(l’i%)—(ZfEi)(Zyi) a:lzm_ﬁzy‘ (4.7)
n > yE = () n n

kde regresni model je tvaru z = a + by. Pearsonfiv koeficient r? je u obou regresnich

piimek stejny. Tyto pfimky se vSak protinaji pouze v jediném bodé, a to je bod [T, T,].
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4.6 Dalsi typy regresnich modelu

Samoziejmé ze vztah mezi dvéma veli¢inami nemusi byt linearni. Napriklad pokud hle-
ddme model (= funkci) popisujici zavislost véku clovéka na dobé, za jakou ubéhne sto
metri, je pravdépodobné, ze grafické znazornéni provadéného méreni bude mit tvar po-
dobny jako na nasledujicim obrazku:

204

T T T T T T T T T T
5 10 15 20 25 30 35 40 45 50

7 obrazku je zfejmé, Ze parabola uvedenou zavislost popise 1épe nez primka, tj. hledame
koeficienty a, b, c tak, aby funkce y = a + bx + cz? byla nejvhodnéjsim modelem ze vsech
téchto parabolickych funkei (Ize najit opét metodou nejmensich Gtverct — viz BMA3,
kapitola 6). Pak mluvime o tzv. kvadratické regresi.

Jinym typem regresniho modelu je tzv. multilinearni model, ktery popisuje linearni
vztah mezi vice nez dvéma proménnymi.

Priklad 4.9. Komise vybérového fizeni prijimé posluchace mediciny. Ma k dispozici né-
které vysledky diive prijatych studentii: jejich primér znamek na stiedni skole, bodové
ohodnoceni prijimaciho testu, a také znamkovy primeér téchto studentti béhem studia
mediciny:

student | X; = primér VS | X, = pfijimacky | Y =priimér SS
1 1,25 620 1,12
2 1,95 630 1,43
3 1,05 790 1,32
4 1,5 710 1,87
5 1,57 690 1,05

Dvé proménné byly ziskdny od studentii pied zapodetim studia, t¥eti (= priimér na VS)
az po absolvovani studia, ke kterému se studenti hlasi. Vytvorme model multilinearni
regrese

Y =a+ b1X1 + ng2
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Opét urcitym postupem lze najit koeficienty a, by, bs, které dobfe popisuji ziskana data.
A jaké bude kritérium komise u novych pfijimacich zkousek? Pomoci znamych hodnot
r1, Ty komise odhadne (= predikuje) hodnotu proménné Y, ktera pak urcuje poradi v
zebricku prijimanych student.

4.7 Regrese smérem k priuméru

Priklad 4.10. Stiedni hodnota IQ celé populace je 100 ikvacich bodt, smérodatna od-
chylka je 15 bodi. Uvazujme vSechny matky, které maji jednu dceru. Kdybychom zmérili
IQ u nékterych z téchto matek a IQ jejich dcer, mohli bychom spocitat linearni regresni
model a koeficient korelace r mezi proménnymi IQQ matek a IQ dcer.

Uvazujme vSechny matky, jejichz IQ je 130 ikvacich bodu. Pokud bychom pomoci naseho
regresniho modelu odhadovali 1Q jejich dcer, odhadovana hodnota by lezela nékde mezi
130 a primeérem 100 — byla by zkratka pravdépodobné (s vysokou pravdépodobnosti) blize
priméru nez 1Q jejich matek. Tomuto faktu se fika regrese smérem k prumeéru.

a) Pokud by korelac¢ni koeficient byl roven r = 0, jaky by byl odhad IQ dcer? r = 0 = 1Q
matek 130 nelze uzit k odhadu I1Q dcer, tj. nejlepsi odhad, ktery mame k dispozici
pro IQ dcer, je pramér 100 celé populace.

b) r=1= 1Q matek m4 velky vliv na IQ dcer, a tedy odhad IQ dcer je 130.

c) r € (0;1) = odhadovana hodnota IQ dcer (= proménna Y') zalezi jak na IQ matek
(= proménné X ), tak na stfedni hodnoté celé populace, a vypocteme ji jako vaZeny
prumeér

Y=r- X+1-7) p,
protoze oba zdroje informace x = 130, 1 = 100 maji uréitou vahu.

Situaci jsme jesté trochu zjednodusili predpokladem, ze proménné X, Y maji stejny
rozptyl. Obecné plati vztah mezi normovanymi hodnotami

_,uy:X_,u:Jc
oy Oy

Uy =T - Uy, neboli

(v celém modelu navic plati i, = ).

Priklad 4.11. Regrese smérem k primeéru ve sportu.

Basketbalovy tym Seattle Seahawks vyhral v sezéné 1984 dvanact zapasu ze Sestnacti,
pouze Ctyri zapasy prohral. V sezoné 1985, kdy se navic po ro¢ni pauze zpisobené zra-
nénim vracel do hry obrance Curt Warner, se ocekévala vyhra v soutézi. Ale tym ziskal
vitézstvi jen v osmi zdpasech, zbyvajicich osm byly porazky. Jak je to mozné?

Kromé jinych vlivli v tymu bylo mozné matematicky zhruba tento vysledek odhadnout i
pomoci regrese smérem k priméru. Oznac¢me X pocet vyher tymu v roce 1984, Y pocet
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vyher tymu v roce 1985. Korela¢ni koeficient r = 0,4 vyjadiuje, ze korelace mezi obéma
ro¢niky urcité neni dokonala. primérnby pocet vyher tymu za sezénu je p = 8. Ocekavana
(= predikovand) hodnota s vyuzitim regrese smérem k priméru je

y=04-12+0,6-8 =9,6.
A skutecné pocet vyher za sezénu 1985 se prili§ nelisi od odhadu 9,6.

Podobny zptisob uvazovani lze vztahnout na dalsi sporty. Napfiklad hrac¢ basebalu s nejlepsim
ro¢nim primeérem odpéaleni ma statisticky velkou Sanci, ze pristi rok bude jeho priameér horsi.
Ale existuje i Stastnéjsi strana mince: hrac¢ s nejnizsim primérem odpéleni m4 statisticky velkou
Sanci, ze pristi rok se zlepsi.

Priklad 4.12. Regrese smérem k pruméru ve skole.

Milan Stencl v pribéhu svého studia 1.roéniku FEI VUT (léta leti, kdysi jesté misto FEKT A
FIT byla jedna fakulta; taky je vidét dlouhd doba mezi pfekladem tohoto prikladu z angli¢tiny
a jeho zapisem do pocitace) dosédhl praméru 1,0. OvSem ve druhém roéniku priamér jeho zndmek
klesl na 1,44. Zklamani Milanovi rodice pfipisuji tento prospéchovy skluz drogdm, studentskym
akcim a holkdm, nebo nékteré zakefné kombinaci téchto t¥i zel (prosim jednd se o preklad
piikladu z anglické ucéebnice, nikoli stanovisko autora).

Nastésti Milan dostal jednic¢ku ze statistiky a dobfe zn& matematickou zakonitost zvanou regrese
smérem k prumeéru. Proto rodi¢tim vysvétlil, ze z Cisté statistického hlediska student, ktery dosahl
v l.ro¢niku vysledkid vysoko nad priameérem skoly, pochopitelné ve druhém roéniku sviij prospéch
zhorsi (nezapomnél také zduraznit, ze korelace mezi obéma roc¢niky neni nijak velka).

Ovsem to, ze Milanovi pratelé, jejichz vysledky v 1.ro¢niku byly zcela podprimérné, se ve
druhém rocniku zlepsili, jeho rodice neuklidnilo.

Pojmy k zapamatovani

— Af uz vztah mezi dvéma proménnymi je pfimy (= zménou hodnot jedné proménné se
zméni naméfené hodnoty druhé proménné) nebo neptimy (= tzv. korela¢ni vztah ... obé
méfené veli¢iny vykazuji urcity zavislostni pomér, ale pfimo jejich hodnoty jsou ovlivnény
néjakou treti veli¢inou), nejjednodussim modelem k popisu vztahu mezi dvéma veli¢inami
je primka. Konstrukce této pfimky vychézi z naméfeného vztahu mezi danymi dvéma
proménnymi. Siroce pfijimané kritérium pro nalezeni této tzv. regresni p¥imky vede k
nalezeni stejné primky jako je linearni funkce ziskand metodou nejmensich étverca (také
viz BMA3, kapitola 6).

— Je také pochopitelné, ze mezi nékterymi dvojicemi veli¢in existuje jiny nez primkovy vztah
(napf. vazba pomoci kvadratické funkce — nebo mezi danymi dvéma veli¢inami zadny
rozumny popsatelny vztah neexistuje), proto vstupuje na scénu i otdzka, do jaké miry
je linearni regrese pro popis vztahu mezi dvéma veli¢inami vhodna.

— Tuto vhodnost nebo nevhodnost méfime jednak Pearsonovym koeficientem 72 € (0;1),
ktery vysvétluje procentuelni vhodnost popisu rozptylu méfenych hodnot prfimkovym vzta-
hem; dale korela¢nim koeficientem r € (—1; 1), ktery navic zachycuje, zda je dana kolerace
kladna nebo zaporna; a konecné lze provést statisticky test vyznamnosti primkové korelace.
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Kontrolni otazky

1. U nasledujicich vyrokt rozhodnéte, zda se jedna o vyrok pravdivy ¢i nepravdivy.

a) Predikce znamend, ze pomoci zmény hodnoty prvni veli¢iny ovlivnime velikost hodnoty
druhé veli¢iny.

b) Korela¢ni pfistup pouzivame napiiklad v situaci, kdy nemuzeme pfedem ovlivnit hod-
notu zadné z obou studovanych velicin.

c) Korelaéni vztah mezi veli¢inami je mozné vysvétlit miniméalné tfemi riznymi zpisoby.

d) Regresni pfimka je jind pfimka nez pfimka ziskand metodou nejmensich ¢tverci (BMA3,
kap.6).

e) Regresni piimka x — y (pomoci hodnot = predikujeme hodnoty y) se lisi od regresni
piimky y — = (pomoci hodnot y predikujeme hodnoty x), i kdyz pro nalezeni obou
pfimek pouzivame stale tytéz namérené body.

f) Pearsontiv koeficient 72 je druhou mocninou korelaéniho koeficientu 7.

g) Pearsoniv koeficient procentuelné vyjadiuje vhodnost modelu pfimkové regrese pro za-
dané body v roviné.

h) Pokud r = 0, znamena to, Ze jedna veli¢ina méni své hodnoty a druhé veli¢ina je neustéle
konstatni.

Odpovédi na otazky

la) = N, 1b) — A, 1c) — A, 1d) — N, le) — A, 1f) — A, 1g) — A, 1h) — N (pokud jedna veli¢ina
je neustale konstantni, pak r = 0, ale naopak pokud r = 0, tak zadna z veli¢in konstantni byt
nemusi).

Cvicdeni

1. Trenéra basebalu zajimé vztah mezi vékem sportovce a jeho Uispésnosti odpaleni. Nahodné
vybranych dvanéact hract dosahlo téchto vysledkt (v prvnim fadku vék, ve druhém primérna
uspésnost odpéleni):

18 17 31 25 22 | 24 28 21 21| 18 35 41
0,225 | 0,35 | 0,15 | 0,275 | 0,269 | 0,2 | 0,32 | 0,315 | 0,195 | 0,2 | 0,31 | 0,275

a) Urcete regresni pfimku predikujici primér Gspésnosti na zdkladé véku sportovce.
b) Jaké procento rozptylu hodnot tispésnosti je popsano regresni piimkou?

c) Provedte test vyznamnosti korelace.

2. Sportovniho psychologa zajimé vztah mezi hmotnosti diskafe a jeho diskarskou kvalitou.
Vybere nahodny vzorek patnécti lidi a zméfi jejich hmotnost a vzdéalenost jejich hodu diskem.
Ziskévé data (hmotnost v librach, 1 libra = 0,4536 kg; hod diskem ve stopach, 1 stopa = 12
palct (inches) = 30,48 cm):
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osoba | hmotnost | hod diskem
Marie 120 125
Honza 165 215
Eva 105 145
Zuzana 128 129
Robert 220 175
Jifd 170 209
Amalie 115 141
Dusan 156 223
Linda 125 130
Tomas 190 200
Bozena 160 132
Martin 130 250
Petr 200 180
Andrea 100 150
Sylva 130 135

a) Znazornéte tato data v roviné.
b) Urcete regresni pfimku pro predikci vzdélenosti na zakladé hmotnosti.
c) Vypoctéte Pearsontiv koeficient 72 — lisi se tento statisticky vyznamné od nuly?
d) Zopakujte b),c) pro muze a zeny zvlast.
3. Vyvojovy psycholog nalezl dvanact pard dvojcat, z nichz vzdy jedno zije ve vysSSim

spolecensko-ekonomickém prostiedi, a to druhé v nizsim. VSech 24 déti se podrobilo testu
1Q, vysledky (v ikvacich bodech) jsou v tabulce:

¢islo paru | dvojce ve ,,vysSim* prostfedi | dvojce v ,nizsim“ prostiedi
1 98 100
2 115 95
3 101 80
4 125 98
5 120 120
6 102 98
7 92 80
8 110 103
9 105 104
10 75 68
11 112 111
12 90 110

a) Najdéte regresni pfimku pro predikci IQ ,vys$siho* dvojéete na zakladé IQ ,nizsiho*
dvojcete.

b) Najdéte regresni pfimku pro predikci I1Q ,nizstho* dvojéete na zakladé IQ ,vyssiho*
dvojcete.

c) Jaky je koeficient 72 mezi IQ obou skupin?

d) Je korelace obou skupin vyznamné odlisna od nuly?
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4. Sledovanim nakladid X a ceny Y stejného typu vyrobku u deseti vyrobcu byl ziskan dvouroz-
meérny statisticky soubor s koeficientem korelace r = 0,82482. Na hladiné vyznamnosti 0,01
testujte hypotézu, zZe veli¢iny X, Y jsou nekorelované.

5. V telefonni spole¢nosti zjistuji, zda volba pracovni pozice (operator nebo vedouci) zalezi na
pohlavi. Deset zaméstnanci spoleénosti je ndhodné vybrano a je jim pfifazena 1 (= Zena)
nebo 0 (= muz), a ve vztahu ke druhé proménné 1 (= operator) nebo 0 (= vedouci).Byla
ziskédna nasledujici data:

osoba | pohlavi x | typ prace y
1 1 1
2 0 1
3 1 0
4 1 0
5 0 0
6 1 1
7 0 0
8 1 1
9 1 1

10 0 0

a) Urdete 2 pro tato data.

b) Provedte test vyznamnosti hodnoty r.

Vysledky

ad 1. ad a) Regresni pfimka mé tvar y = 0,245348 + 0,00046453 - x.
ad b) 72 =0,00307873, a tedy pouze 0,3% roptylu hodnot je popsano regresni piimkou.
ad c¢) Oboustranny test vyznamnosti korelace: Hy : r = 0, Hy : r # 0, pak pro a = 0,05 = 2¢

mame t;(10) = 2,228. hodnota kritéria testu se rovna

0,0554863 - /10
/I —0,00307873

tj. Hp nezamitame, korelace mezi veli¢inami neni vyznamna.

= 0,17 < 2,228;

ad 2. ad b) regresni pifimka: v = —0,489 - h + 97,152;
ad c) 7?2 = 0,184, coz se vyznamné nelii od nuly;
ad d) muzi: regrese v = —0,846 - h + 356,183, 2 = 0,969 (korelace je vyznamnd); Zeny:
regrese v = —0,292 - h + 171,767, 72 = 0,386 (korelace neni vyznamn4).
ad 3. ad a) v = 0,587 n + 46,634.
ad b) n = 0,659 - v + 28,828.
ad c) r%=0,387.

ad d) Jedna se o statisticky vyznamnou korelaci.
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ad 4. Jedna se o test Hy: 7 =0, Hy : r # 0 s kritériem

revn—2
Vi—r? '

Pro a = 0,01 = 2¢ mame
T =4,1262 > t07995(8) = 3,355;

tj. hypotézu Hy zamitame, korelace veli¢in je statisticky vyznamna.

ad 5. r2 = 0,167, coz neni statisticky vyznamné korelace.
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5 Po analyze rozptylu nebo misto
ni

Pruvodce studiem

V kapitole 3 jsme testovali hypotézu Hy : pu1 = pg = --- = py oproti alternativni hypotéze, ze Hy
neplati. Ale hypotéza Hy : (Hy neplati) nam dava jen malou informaci o rozdilech mezi jednotlivymi
skupinami méreni, respektive mezi stfednimi hodnotami jednotlivych veli¢in — nefika nam, ktera z
velicin ma rozdilnou stredni hodnotu a o kolik.

Podobné pri dvourozmérné ANOVA typu 3 x 4 (viz oddily 3.1.2, 3.1.3) jsme testovali, zda existuje
vliv kazdého z faktorii a vliv interakce faktort na hodnotu pozorované proménné, ale nezabyvali jsme
se otazkou, co zpusobuje rozdily mezi tfemi podminkami faktoru 1, ctyfmi podminkami faktoru 2 a
kterd z podminek ma vliv na interakci (a do jaké miry).

Na tyto otdzky ddvd jakousi pocdtecni odpovéd priamér hodnot méreni a interval spolehlivosti se
stfedem v priiméru kazZde ze situaci experimentu. Ale v této kapitole se budeme zabadvat dalsimi
metodami nebo ukazateli rozdili mezi stfednimi hodnotami jednotlivych velicin.

Cile
Po prostudovani této kapitoly budete schopni:

e Pracovat s Pearsonovym 72 koeficientem.

e Védet, co délat, kdyz F-test prokéze, ze hypotéza Hy neplati. Jednou z moznych cest je
porovnavat kazdo dvojici skupin méfeni ve zvlastnim statistickém testu, coz je sice mozné
(oddil 5.0.1 — metoda minimélniho vyznamného rozdilu, Schefféova metoda). Dalsi alterna-
tivni moznosti je tzv. planované srovnani

e Pouzit ziskané znalosti pro feseni konkrétnich problémt.

5.0.1 Testovani ,,post-hoc*

Pokud nemame zadnou predem znamou hypotézu o tom, ktera z testovanych veli¢in ma
vEétsi pramér nez ty ostatni, pouzijeme pravé testovani typu ,post-hoc* (= ,po tom*,
tedy o hodnoté veli¢in usuzujeme az po provedeni testu, pfedem neni k dispozici zadna
teorie).
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Priklad 5.1. Chceme zjistit vliv riznych metod studia na vysledky zkousky — padesat
nahodné vybranych studentt rozdélime do péti skupin po deseti studentech a pozadame,
aby se pripravovali danou metodou:

e skupina 1: ¢teni ... ¢tou skripta, ale nechodi na prednasky

e skupina 2: prednaska ... chodi na prednasky, ale viibec nectou skripta
e skupina 3: svoboda ... maji svobodu ucit se, jak chté&ji

e skupina 4: konzultace I ... maji jednu hodinu osobni konzultace tydné

e skupina 5: konzultace II ... maji dvé hodiny osobni konzultace tydné

Na konci roku jsme ziskali pramér vysledku zkousky v kazdé ze skupin (v kazdé skupiné
N = 10):

(¢teni) (prednéska) (svoboda) (konzultace I)  (konzultace II)
 €82+6,36 o €95+6,36 pu3 €71£6,36 g €83+£6,36 s € 85 16,36
17 =820 T5 =950 T3 =710 Ty =830 T5 = 850

pro n = 50, T' = 4160. Intervaly spolehlivosti jsou 95%-ni: T + t, - \/%.

Provedeme-li klasickou jednorozmérnou ANOVA (oddil 3.1), obdrzime néasledujici vy-
sledky:

typ rozptylu | V' SS est R F-hodnota  Fj
celkovy rozptyl | 49 7428 - - -
MT 4 2928 732 7,32 2,61
ur 45 4500 100 = -

Protoze 7,32 > 2,61, tak zamitdme Hy : p1 = po = --- = ps. Dokézali jsme tedy, ze
stfedni hodnoty veli¢in se statisticky vyznamné lisi, ale nevime, které. Proto pouzijeme
testovani ,,post-hoc®.

a) Metoda minimalniho vyznamného rozdilu. Provedme jeden z deseti dil¢ich
testil, napf.

K1: Ho:pg=po;  Hi:pg # po.

K2: Testovym kritériem je veli¢ina %
1—H2

K3: Jedna se o obycejny t-test s tim rozdilem, Ze pro vypocet est RUT vyuzijeme
i méfeni ve skupinich 3,4 a 5 (odhad rozptylu pak bude presnéjsi): VUT =
=45, est RUT = 100. Tedy za predpokladu platnosti Hy ma kriterijni funkce

t-rozdéleni se 45 stupni volnosti. Pak

est RUT est RUT
est Opy—py = 10 + 10

= /10 + 10 = 4,47.
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K4: ¢, (V =45,a=0,05) = £2,02.
K5: Po dosazeni

L -
Tl 8279 )01 ¢ (22,02 12,02),

est Oy 4,47
a tedy rozdil p; — o je statisticky vyznamny.

A nyni: pro kazdé dva z deviti zbyvajicich testl plati nasledujici podminka statstické
vyznamnosti:

T — T

L > 202, tj. |T; — T > 2,02 4,47 = 9,03.

Toto ¢islo 9,03 je tzv. minimalni vyznamny rozdil, podle néhoz lze rychle roz-
hodnout, o statistické vyznamnosti jednotlivych rozdili mezi dvéma stfednimi hod-
notami.

V naSem piikladu deseti testi tedy miZeme psat odpovéd: Statisticky vyznamné
jsou rozdily vzdy mezi dvojici stfednich hodnot velicin 1 a 2,1a3,2a3,2a4,?2
ab,3ad 3ab.

Nevyhoda metody:

Potiebujeme otestovat, které z moznych (g) dvojic veli¢in (obecné (‘2]

statisticky vyznamné odlisné stfedni hodnoty. Musime tedy provést (g) testi. Zde
dochézi k jistym komplikacim pro hladinu vyznamnosti a celkové vypovédi:

) dvojic) maji

Predpokladdme-li nezavislost deseti testit dvojic (deseti t¢-testii, kazdy z nich je
provadén na hladiné vyznamnosti «), pak pravdépodobnost, Ze aspoii v jednom
z nich provedeme nespravné rozhodnuti 1.druhu, je rovna

1 — p(vech 10 rozhodnuti bude spravnych) = 1 —0,95'° = 0,4,

coz je docela vysoka pravdépodobnost vyskytu chyby 1.druhu.

Nezavislost jednotlivych testi ale téméf nikdy nemtzeme predpokladat (pokud by se
naptiklad v nasem ptikladu stalo, Zze do skupiny 3 by byli vybrani nepftilis inteligentni
studenti, tak z3 by byl nizky, a to by ovlivnilo ne jeden, ale hned ¢tyfti z testl: test
[t — i1, test pus — o, test ps — pg, test pg — ps; Cili testy v nasem prikladu nejsou
nezavislé).

Tedy celkova vypovéd deseti provadénych testi nejen Ze ma velkou celkovou chybu
prvniho druhu (> 0,4), ale v pfipadé zavislosti jednotlivych testii, coz je spise pra-
vidlem, nemiiZzeme pravdépodobnost vyskytu chyby prvniho druhu vibec urcit.

b) Schefféova metoda. Tato metoda nalezne takové kritérium testu, Ze celkova chyba
prvniho druhu po provedeni vSech dil¢ich testtt bude < 0,05 (to je zvolené rozumné
a pro celkovou vypovéd experimentu).

K1: Ho:pr=pe; Hi:pn # po
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K2: Testovym kritériem je veli¢ina

Xi-X2\’
est Opy—py )

K3: Za ptredpokladu platnosti Hy ma kritérium rozdéleni 4 - F'(4,45) (obecné je to
rozdéleni (J — 1) - F'(J —1,n — J)). Tento fakt nyni dokazovat nebudeme (az
nékdy priste).

K4: Kritickd hodnota 4 - F},(4,45) = 4 - 2,61 = 10,44.

K5: Po dosazeni

(My = (-291)* =847 < 10744> !

€St Opy—py

a tedy hypotézu Hy nezamitame, rozdil stfednich hodnot veli¢in neni statisticky
vyznamny.

Lze urdit i minimalni vyznamny rozdil u Scheffého testu: v kritickém piipadé > =
= 10,44, a tedy t = /10,44 = £+3,23. Pak podminka vyznamnosti ma tvar

|7 — T o :
——=— >323, tj. |7, —7T;| >3,23-447 = 14,44.
iy =3B U ol 2
Podminka pro rozdil primeért je u Scheffého testu pfisnéjsi — podle Scheffého testu
existuje pfi vzajemném porovnani uvedenych péti veli¢in jen jediny vyznamny rozdil,
a to mezi veli¢inami 2 a 3, protoze jen zde presahne rozdil primért hodnotu 14,44.

Dulezitost Scheffého testu: zvySujeme minimélni vyznamny rozdil, aby celkova
pravdépodobnost vyskytu chyby prvniho druhu po provedeni vSech deseti (obecné
(‘2])) dil¢ich test byla mensi nebo rovna rozumné zvolené hodnoté 0,05.

c) Dalsi ,,post-hoc* pfistupy: MuzZeme shrnout, Ze
metoda a) udrzuje malou pravdépodobnost [ za cenu velké hodnoty «,
metoda b) udrzuje malou pravdépodobnost a za cenu velké hodnoty 5.

V praxi se nékdy pouziva dalsiho postupu, jehoz popis je mimo ramec tohoto textu.
Pokus o naznaceni postupu: Prameéry 7y, ..., 7T se srovnaji od nejmensiho k nejvét-
simu. Pak se

1. srovnd nejmensi a nejvétsi pramér s vyuzitim jistého kritéria k; (pfi
nezamitnuti Hy se cely proces zastavi).

2. srovna — minimalni primeér s druhym nejvétsim primérem;
— maximalni primér s druhym nejmensim primérem
s vyuzitim jistého kritéria ko (p¥i nezamitnuti Hy se cely proces zastavi).

3. cely proces pokracuje pro stale se snizujici hodnotu kritéria, dokud néktery
test neselze (timto zptisobem je nalezen jakysi statisticky vyznamny rozdil).
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5.0.2 Planované srovnani v experimentu typu ,,vice vzorku jed-
nou‘

Priklad 5.2. Predstavte si, Ze jste sociologem zkoumajicim volebni preference a chcete
ovéfit hypotézu, ze starsi lidé jsou konzervativnéjsi (= neméni rychle své volby). Proto
bylo ndhodné vybrano Sest osob v kazdé z danych vékovych kategorii a vSem byl predlozen
dotaznik, ktery ma zjistit, do jaké miry jsou konzervativni (dotaznikem se nyni nebudeme
zabyvat — staci nam védeét, ze vétsi pocet dosazenych bodt v dotazniku znamena veétsi
miru konzervativnosti). Byly ziskdny tyto vysledky (ve vSech kategoriich N = 6; déle
celkem n = 30; SSUT = 300, VUT = 25):

kategorie 1 kategorie 2 kategorie 3 kategorie 4 kategorie 5
(20-29 let) (30-39 let) (40-49 let) (50-59 let) (60-69 let)
y €2+291 pu€4+291 puz3e4+291 puy, €8+291 ps€12+£291
T, =12 Ty =24 T3 =24 T, = 48 T =72

Priméry vykazuji rostouci charakter se zvysovanim véku. Potiebujeme ale zjistit, do jaké
miry je tento rust statisticky vyznamny (zda neni zpusoben pouze ndhodnymi vlivy).
provedeme tedy tzv. planované srovnani:

a) Prvnim krokem je volba tzv. vah — to jsou éisla, kterd budou reprezentovat nasi
hypotézu o rostouci konzervativnosti. Vahy musi spliiovat tyto podminky:

1. Kazdé kategorii je pfifazena jedna vaha.

2. Soucet vSech vah je roven nule.

V nasem pripadé nariist miry konzervativnosti popisuji napiiklad vahy w; = 1,
wy = 2, wy = 3, wy = 4, ws = 5; ovSem aby byla splnéna podminka nulového
souc¢tu, musime volit naptiklad w; = —2, wy = —1, w3 =0, wy = 1, wy = 2.

b) Nyni nastupuje otézka, do jaké miry jsou odhady 7; stfednich hodnot y; v korelaci
s nasimi hypotézovymi vahami w;. Spo¢téme Pearsontiv koeficient r? (Gprava v
nasledujicim vzorci uziva faktu, ze > w; = 0):

) [J > wiE — (Zij wj) : <Zl Tj)}z

r = —_=

st (i) otz - (ste)]

J? (Zi] wﬁa)?

(1-2tut)- (7-Slw - (21m)")
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N
J2

. - T . v s . .
nahradime-li Z; = %, dostaneme (rovnéz vyuzivdme toho, Zze JN = n, a také

ST =T)

Vynasobime-li citatele i jmenovatele v poslednim zlomku konstantou a

N - (Zi] wﬁj>2 : <Zi] wﬁj>2

) (S () () s

Nyni je dilleZité si zpomenout, Ze koeficient r? vyjadiuje, kolik procent rozptylu mezi
hodnotami y; je popsano uvazovanym modelem, respektive pii soucasném oznacent,
kolik procent rtiznosti mezi primeéry z; je popsano hypotézou linedrniho ristu o =
= (—2,—1,0,1,2). Riznost mezi priméry je vyjadiena pomoci SSMT, zbyly ¢initel
ve zlomku pro vypocet r? vyjadiuje tedy miru riiznosti priiméru popsanou nasi
hypotézou — ozna¢me tento ¢len jako SSH (soucet ¢tverct hypotézy):

N-(3] wiz;) _\?
> (TR SSMT—N(Z{W%)
" T Tssur T ssmr U Ty

V nasem piikladu SSH = 345,6, SSMT = 384, tj. r* = 0,9 — 90/rozptylu mezi

vzorky je popsano nasi hypotézou.

c) Testujeme hypotézu o vyznamnosti korelace:

Krok 1: Hy: w;, T, nejsou korelovany;
H;: jsou.

Krok 2: Kritériem bude :Sjtlflﬁp, kde est RH = SS—H a vime, ze VH = 1, protoze
SSH bylo konstruovano jako pfedstavitel Jednoho konkrétniho pribéhu ristu
priumért (RH = rozptyl hodnot priamért zachyceny nasi hypotézou; vzdy plati

est RH = 250 = 251 — GG ).
est RH

Krok 3: Za predpokladu platnosti hypotézy Ho, ma podil 5% rozdéleni
F(1,25), protoze est RH, est RUT jsou odhady téhoz rozptylu. Ze zadani
vime, ze SSUT = 300, coz bylo vypocteno z jednotlivich méfeni (déle
VUT =n—J=30—-5=25).

Krok 4: Pro a = 0,05 je Fj(1,25) = 4,24.

Krok 5: Hodnota kritéria

est RH ~ 345,6
est RUT 12

=288 > 424 = [},

zamitame tedy Hy, korelace primérti 7; a navrzenych vah w; je statisticky
vyznamna.

Uvedeny test lze shrnout do tabulky podobné tabulce ANOVA:
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typ rozptylu | V SS est R F-hodnota  Fj
celkovy | 29 684 - -

MT | 4 384 - - -

-H| 1 3456 345,6 28,8 4,24

ur |25 300 12 — -

d) Kromeé testu c) o nulové korelaci mtizeme testovat také nasledujici hypotézu dokonalé
korelace. Pro tento test budeme potfebovat informace o zbyvajici ¢asti RMT — o
tzv. zbytkovém rozptylu. Dopliime tabulku c) o tyto hodnoty:

typ rozptylu | V' SS est R F-hodnota Fj
celkovy | 29 684 - - -
MT | 4 384 - - -
-H| 1 3456 345,6 28,8 4,24
-7Z| 3 384 128 1,07 2,99 = Fy(3,25)
ur |25 300 12 - -

Obecné VZ = J —2=VMT —VH, SSZ = SSMT — SSH, est RZ = 522, kde
RZ je rozptyl zbytku (zbytkovy rozptyl).

Pokud primeéry 7; jsou dokonale popsdny vahami w;, bude RZ roven nule? Ne,
néjaké odchylky od w; zde budou — zptisobené rozptylem RUT'. Cili v ptipadé, Ze
Z; jsou v dokonalé korelaci s vahami w;, plati RZ = RUT'. Provedeme tedy F-test
o shodnosti rozptyli:

Krok 1: Hy: T, w; jsou perfektné korelované, tedy r? = 1.
Hy: neplati Hy.

Krok 2: Kritériem bude podil odhadi rozptylt, které porovnavame, tedy eiitRRUZT.
Krok 3: Za predpokladu platnosti Hy méa podil eiitézUZT rozdéleni F'(3;25).

Krok 4: Pro a = 0,05 je Fy(3;25) = 2,99.

Krok 5: ei‘;t;UZT = 1,07, coz je mensi nez kritickd hodnota, tj. Hy nezamitame,

korelace je perfektni.

Vsimnéme si, ze test c) je zcela odlisného charakteru z hlediska vypovédi nez F-test pfi analyze
rozptylu: misto obecného testu, zda existuji rozdily mezi skupinami, jsme nyni v testu c) testo-
vali, do jaké miry odpovidaji naméfené priiméry z; nasi konkrétni hypotéze o jejich rozdilnosti
(tato konkrétni rozdilnost je vyjadiena vahami wj).

Priklad 5.3. Chceme ovéfit hypotézu, ze marihuana prodluzuje ¢asovy odhad, tj. po
poziti marihuany se dany casovy interval (napf. pét minut) jevi ¢lovéku mnohem delsi.
Vybrali jsme nadhodné c¢tyficet pravidelnych kuifakt marihuany a rozdélili do péti skupin
po osmi lidech. Kazdy ¢lovék v dané skupiné vypotieboval nasledujici davku cigaret:

e skupina 1 — jedna cigareta s marihuanou
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skupina 2 — dvé cigarety s marihuanou

skupina 3 — nic

skupina 4 — jedna placebo cigareta (nevédéli, Ze v ni neni pfitomna marihuana)

skupina 5 — dvé placebo cigarety (nevédéli, ze v nich neni pfitoma marihuana)
Pak byl proveden odhad c¢asového limitu péti minut a ziskala se data
(skupina 1) (skupina 2) (skupina 3)  (skupina 4)  (skupina 5)

1 € 71,050 pp€10£1,06 p3 €5£1,06 pg €5£1,056 ps € 61,05
T1:56 T2:80 T3:40 T4:40 T5:48

Ve vsech skupindch N = 8. Spocetl se SSUT = 75, a protoze VUT = 35, mohli byt
stanoveny intervaly spolehlivosti (95%-ni) pro jednotlivé stfedni hodnoty: Z; & 1,05.

V tomto experimentu budeme chtit testovat dvé hypotézy:

H,: Marihuana prodluzuje odhad ¢asu na rozdil od téch skupin, kde ji nekoutili. Vhodné
véhy jsou naptiklad @ = (3,3, -2, —,2 — 2).

H,: Cim vice marihuany se vykouii, tim delsi je ¢asovy odhad. Vhodné véhy jsou napi.
wy = (—1,1,0,0,0).

Miizeme nyni vypocitat soucty ¢tverci prislusejici jednotlivym hypotézam podle vzorce

5 N2
N (Zj:l wz‘j%’)
J
ijl wzzj
tj. SSHy; = 96,27, SSH, = 36. Dale VH; = V Hy = 1, protoZze danému tvaru vah odpovida
vzdy jeden stupen volnosti — tyto vahy predstavuji jeden mozny prubéh korelace. Nyni

lze Hy, Hs testovat testem analogickym testu c¢) pfedchoziho piikladu 5.2. Napisme zde
pouze tabulku shrnujici dana data, ze které bude patrny vysledek testu:

typ rozptylu | V SS procento MT est R F-hodnota Fj
celkovy | 39 2126 - - —
MT | 4 1376 - — - -

~H, | 1 963 70 96,3 44,9 4,17 = Fy(1;35)

“H,| 1 36 26 36 16,8 4,17 = Fy(1;35)
~Z| 2 53 4 2,65 1,24 3,32 = Fy(2;35)
UT |35 75 — 214 -

Oba testy typu c) podporuji platnost hypotéz H;, Hy a test d) naznacuje, Ze zbytkovy
rozptyl je uz roven rozptylu RUT'. Je vidét, ze plati

SSMT = SSH,+ SSHy,+ 557 =137,6
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VMT = VHi+VH,+VZ=4.

Pokud bychom hypotézu Hy zménili a chtéli misto ni ovérovat hypotézu

Hl: pro vyznamné prodlouZeni délky ¢asového odhadu je potfeba vykouteni dvou a vice
cigaret s marihuanou. Vhodnymi vahami zde jsou napi. o) = (—1;4; —1; —;1—; 1),

dostaneme SSH), = 115.6, a tedy SSH;+SSH), = 96,3+115,6 = 211,9 > 137,6 = SSMT.

To nastalo diky tomu, ze hypotézy Hy, H) nejsou nezavislé.

H,, H, jsou nezavislé: H, : W, = (3,3,—-2,—2,-2), Hy : Wy = (—1,1,0,0,0). H;
pouze Tika, ze skupiny 1 a 2 vykazuji vétsi casovou prodlevu nez ty ostatni. H, fika
néco zcela odlisného a nezavislého — skupina 2 vykazuje vétsi prodlevu nez skupina
1. Intuitivné je vidét nezavislost Hy, Hs: pokud znéme vysledek o vztahu (skupina
1,2) versus (skupiny 3,4,5), nefikd ndm to nic o vztahu skupina 1 versus skupina 2.

H,, H) jsou zavislé: H, : v, = (3,3,-2,—2,-2), Hy : Wy = (—1,4,—1,—-1,-1). H;
fika, ze skupiny 1,2 vykazuji delsi ¢asovy odhad nez skupiny 3,4,5; Hj 1ika, Ze sku-
pina 2 vykazuje delsi ¢asovy odhad nez skupiny 1,3,4,5. Intuitivné je vidét zavislost
Hy, Hj: pokud plati H), véfili bychom, Ze plati H;. Tedy platnost H), mé vliv na
platnost hypotézy H.

Obecné budeme ovérovat nezavislost hypotéz matematicky pomoci vah: Hy, Hy jsou ne-
zévislé, pokud (a jen tehdy, kdyz) Z}]:1 wyj - wy; = 0, tj. skalarni soucin piislusnych
vahovych vektori je roven nule. V nasem piikladu skutecné w; - wy = 0, tj. Hy, Hs jsou
nezavislé. Otazka nyni zni: je mozné najit hypotézu Hj nezavislou na kazdé z hypotéz H,
H,? Uvazujme napf-.

Hj : T u placebo cigaret plati, ze s vétsi spotfebou téchto cigaret se prodluzuje casovy
odhad. Vhodnymi vahami jsou napf¥. @5 = (0,0,0, —1,1).

Vypoctem se lze presvédcit, ze w; - w3 = 0 = Wy - Wi, tj. H3 je nezavisla na H; i na
H,. Déale SSH3 = 4, VHs = 1. Kolik navzajem nezavislych hypotéz je mozné formuovat
celkem? Tolik, kolik je hodnota V MT — v nasem piikladu tedy ¢tyfi. A skutecné je mozné
zformulovat hypotézu H4 nezavislou na Hy, Hy a Hs:

H, : Vykoufeni placebo cigarety prodluzuje casovy odhad ve srovnani se skupinou tii,
ktera nekoufi nic. Vhodnymi vahami jsou napf. @, = (0,0, —2,1,1).

Vypoctem skalarnich soucinti se lze presvédcit o nezavislosti Hy, Hy; nezavislosti Hy, Ho;
a nezavislosti Hy, H3 — ¢ili Hy, Ho, H3, H, jsou navzajem nezavislé. Déle 1ze spocitat
SSH, = 1,3, cili skutecné plati, Ze vSechny navzajem nezavislé hypotézy vycerpaji cely
SSMT:

SSHy +SSHy+ SSHs + SSHy = SSMT = 137,6.
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V praxi obyc¢ejné nehleddme vSechny navzajem nezéavislé hypotézy, ale jen ty, které tvofi procen-
tuelné vyznamnou ¢ast souctu SSMT — ty totiz dostatecné vysvetluji rozptyl mezi jednotlivymi
skupinami. V nasem pfikladu hypotézy H;, Hs popsaly situaci dostatecné, a hypotézy Hs, Hy
jsme tedy nemuseli hledat, protoze vysvétlui celkem jen 5,3% variability SSMT, coz uz neni
mnoho (testem d) jsme ovéfili, Ze tento zbytkovy rozptyl neni statisticky vyznamny).

5.0.3 Metody vytvareni vah

V ptikladech z oddilu 5.0.2 byla volba vah celkem jasna. Podivejme se nyni na nékteré
otazky, které se pri volbé vah mohou vynotit. Zakladnim postupem ztstava: zvolit nejprve
takova wj;, ktera modeluji zZadany pribéh, a pak teprve vhodnou tpravou zarucit, aby
platilo > w; = 0.

linearni trend — lichy pocet skupin

Vratme se k piikladu 3.7 v oddilu 3.1.2 (tzv. Sternbergtv experiment), kde jednou pro-
ménnou byl pocet vyznacnych zapamatovanych slov (z jisté vybrané mmnoziny slov) a
druhou proménnou primeérna doba rekce na otazku, zda urcité slovo pochazi z dané mno-
ziny nebo ne. Nase hypotéza fikala, Ze s rostoucim poctem slov ve vyznacné mnoziné
roste 1 doba reakce. Pokud bychom méli pét experimentalnich skupin (skupina 1 ... 1
slovo, skupina 2 ... 2 slova, skupina 3 ... 3 slova, skupina 4 ... 4 slova, skupina 5 ... 5
slov ve vyzna¢né mnoziné). Vhodnymi vahami by byly napf. uz v minulém oddilu uzité
W= (-2,-1,0,1,2) (vSimnéte si, Ze rozdil sousednich dvou vah je stale stejny — je roven
jedné).

linearni trend — sudy pocet skupin

Pokud bychom méli stejny experiment jako v 5.0.3 s jedinym rozdilem, ze pocet skupin by
byl sudy (skupina 1 ... 1 slovo, skupina 2 ... 2 slova, skupina 3 ... 3 slova, skupina 4 ... 4
slova ve vyzna¢né mnoziné), nabizi se vahy (—2,—1,1,2) — zde ovSem rozdil dvou soused-
nich vah neni vzdy stejny, nékdy je roven jedné, jindy dvéma (témito riznymi sousednimi
rozdily se nemodeluje linearni nartst). Proto je lepsi vzit vahy napf. —1,5;—0,5;0,5; 1,5.
Ovsem protoze prace s desetinnymi ¢isly je ponékud nepohodlna, vynasobime posledni
vahovy vektor dvéma: o/ = (-3, —1,1, 3).

linearni trend — nerovnomérny narust

Uvazujme stejnou hypotézu jako v 5.0.3, 5.0.3 s péti experimentalnimi skupinami, ve
kterych se ovSem pocet vyznacnych slov zvySuje nerovnomérné (skupina 1 ... 1 slovo,
skupina 2 ... 6 slov, skupina 3 ... 11 slov, skupina 4 ... 21 slov, skupina 5 ... 41 slov ve
vyznaéné mnoziné). Z obrazki je patrné, ze vahy (—2,—1,0, 1,2) jsou vhodnym modelem
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linedrniho trendu v pfipadé 5.0.3, ale ne v pfipadé 5.0.3 (na svislou osu jsou vynaseny
véhy, na vodorovnou osu jsou vynaseny pocty slov ve vyzna¢né mnoziné):

21 24

2 2

Vahy (—2,—1,0,1,2) nejsou v piipadé pravého obrazku vhodnym reprezentantem
pro test linearniho trendu. Nerovnomérny néartst dobfe zachycuji samotné pocty slov
(1,6,11,21,41), zde ovSem jesté neplati podminka > w; = 0. Tu zajistime, pokud od
kazdého z ¢isel odecteme jejich primeér 16: v ivahu prichazeji vahy

(1-16,6— 16,11 — 16,21 — 16,41 — 16) = (—15, —10, —5, 5, 25).

ProtoZe vektor vah je délitelny péti, idedlnimi vahami v tomto piipadé jsou (—3, -2, —
—1,1,5) Pro tyto vahy uz bude v pfipadé poctu slov (1,6, 11,21,41) modelem piimka.

rostouci trend — neuréené méritko

Psychologové chtéji zjistit, jak se lisi ,,prestizni hodnota“ nékterych znacek aut. Ndhodné
vybrana skupina lidi ohodnoti kazdou ze znacek

Ford, Volkswagen, Cadillac, Mercedes, Rolls-Royce

¢islem ze stupnice 1(= tuto znacku nemohu vystat), 2, 3, 4, 5, 6, 7(= tuto znacku bych
chtél mit nejvic). U kazdé znacky se pak vypocte primér ohodnoceni. Jaké vahy lze vyuzit
pro test hypotézy

H: up <pv <pe < par < pr?

Pokud chceme testovat pouze rozdilnost (v daném poradi) prestize jednotlivych znacek,
nikoliv povahu této rozdilnosti (zda je linedrni nebo jina) — jsou lepsi vahy (—2,—1,0,1,2)
nebo véhy (=3, -2, —1,2,4)77 Jak rozhodnout o vhodnosti vah?

Teorie (Green, B.F.; Tukey,J.W.: Complex analysis of variance: General problems. Psy-
chometrika, 1960, 25, 127-152) naznacuje, ze idedlnimi vahami jsou linedrni vahy s dvoj-
nasobnymi konci (—4,—1,0,1,4) (dvojnésobnost se projevuje v tom, Ze misto lineadrniho
—2 a 2 je na okrajich —4 a 4).
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vahy pri dvourozmérné analyze rozptylu

Zajima nas, jak se méni rychlost béhu kocky a béhu psa v zavislosti na poctu kosti, které
je cekaji v cili. Tento experiment lze podrobit dvourozmérné ANOVA, kde faktor 1 =
druh zvitete, faktor 2 = pocet kosti (0,1,2,3,4).

Méme nasledujici hypotézu: pokud pocet kosti = 0, pes i kocka pobézi priblizné stejné
rychle. Ovsem s rostoucim poctem kosti se rychlost psa zvysuje, kdezto rychlost kocky
zustava stejna. Grafické znazornéni nasi hypotézy:

54
rychlost

44

Ko?ky

Tuto hypotézu lze testovat dvourozmérnou ANOVA typu 2z5. OvSem lze ji také oveérit
metodou pldnovaného srovnani — jak zkonstruovat v tomto piipadé vahy? Piifadme jedno
¢islo kazdé z deseti situaci experimentu: Tabulka

‘ 0 kosti 1 kost 2 kosti 3 kosti 4 kosti
1 2 3 4 5
1 1 1 1 1

psi
kocky

dobfe modeluje nasi hypotézu, ¢isla ovSem nespliiuji podminku > | w; = 0. Tuto podminku
zajistime, kdyz od vSech ¢isel odecteme jejich primér 2: hledané vahy jsou

‘ 0 kosti 1 kost 2 kosti 3 kosti 4 kosti
—1 0 1 2 3
—1 -1 —1 —1 —1

psi
kocky

Nyni bychom mohli provést testovani planovaného srovnani. Pfedpokladejme, ze v kazdé
z deseti experimentéalnich skupin je pét zvirat, tj. N = 5. A mizeme provést vse, co se
provadi v jednorozmérném planovaném srovnani: test vyznamnosti hypotézy na zakladé

2
10 —
N- (Zpodminky:l wklxkl>
10 2
podminky=1 Yk

SSH =

(VH = 1) i test kvality korelace na zakladé odhadu zbytkového rozptylu. V idedlnim
pripadé bude test hypotézy vyznamny a test zbytkového rozptylu nevyznamny. Naznacme
jen testovou tabulku:
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zdroj rozptylu | V est R
celkovy | 49 -

MT | 9 -

-H| 1 estRH

-Z | 8 est RZ

UT | 40 est RUT

Cili misto dvourozmérné ANOVA typu 225 lze pouzit planované srovnani pro deset pod-
minek.

5.0.4 Planované srovnani v experimentech opakovaného meéreni

Test planovaného srovnani se v tomto pripadé nelisi od test v 5.0.2. Proto jen strucné:
pripomenme si tabulku testu z kapitoly 3.1.3:

zdroj rozptylu 1%

MT JN =1

-k N-1

——5 J—1
(kritériem testu byl %).

P1i planovaném srovnani nejprve urc¢ime vahy zptisobem popsanym v oddilu 5.0.3, pak
vypocteme SSH analogicky oddilu 5.0.2 (N = pocet subjekti) a SSZ = SSMS — SSH.
Nakonec testujeme obé hypotézy — podobné jako v kapitole 3.1.3 se ve jmenovatelich obou
kritérii vyskytuje odhad rozptylu interakce RI:

zdroj rozptylu V
MT JN —1
——R N -1
——5 J—1
————-H 1
———-Z J—2
——1 (J—1)(N-1)

5.0.5 Procentualni podil celkového rozptylu

Mluvili jsme (v 5.0.2) o procentudlnim podilu roztylu RMT popsaném hypotézou. Nyni
nékolik slov o procentualnim podilu celkového rozptylu RC.

Priklad 5.4. Zajima nés, jak moc je vysledek zkousky ovlivnén navstévou prednésky.

Nahodné vybereme tfi tisice studentii a rozdélime do tii skupin po tisici studentt. Sku-
pinu 1 pozadame, aby chodili na prednasku, ale po jedné hodiné odesli domi. Skupinu
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2 pozadame, aby po dvou hodinach odesli domt. A konecné skupinu 3 pozadame, aby
vydrzela prednasku kazdy tyden celé tfi hodiny.

Po zkousce byly vypocteny primeéry bodového hodnoceni v kazdé ze tii skupin: 7; = 75,1,
Ty = 75,4, T3 = 75,7. Dale SSUT = 35964. Provedme jednorozmérnou ANOVA pro tyto
vysledky (z priméri lze urcit, ze Ty = 75100, To = 75400, T3 = 75700):

zdroj rozptylu V SS est R F-hodnota Fj

C 2999 36144 - - -
MT 2 180 90 75 3= Fy(2;2997)
ur 2997 35964 12 - -

U testu MT vidime, ze 7,5 > 3, tj. rozdily jsou vyznamné (i kdyz malé). ProtoZe pocet
hodnot ve skupinach méfeni byl velky, test meél velkou silu a dohalil i malé rozdily stfednich
hodnot jednotlivych veli¢in. To je vidét i z grafického znézornéni intervalti spolehlivosti:

est RUT_ V12
1000 4/1000

est oz = — 0,11 = p; €7; +1,96-0,11 = 7; +0,21.

vysledek gkousky

76

75,54

754

7 obrazku je vidét, ze intervaly spolehlivosti se neptfekryvaji vyznamné, tj. rozdily jsou
vyznamné (velkd sila testu zarucila malé intervaly spolehlivosti).

Tedy vliv navstévy prednasky na vysledek zkousky je statisticky vyznamny — co z toho
plyne? Méli bychom seznamit studenty s vysledkem naseho experimentu, aby to podporilo
navstévu prednasky? Asi ne, protoze skupina 3 je oproti skupiné 1 lepsi jen o pul bodu.
Vliv sice existuje, ale na celkovém vysledku zkousky se projevi jen nepatrné (vyznamnéjsi
vliv zde hraji jiné faktory: doba domdciho studia, motivace, inteligence, atd.).

Ma tedy smysl zavést jakési méritko dulezitosti vlivu nezavislé proménné na
zavislou proménnou — ozna¢me je w?: Veli¢inu w? vypocteme jako podil rozptylu
zavislé proménné popsaného (vysvétleného) nezavislou proménnou a celkového

rozptylu zavislé proménné. Nepifesné feceno, w? = sg%:r’ presny vzorec je totiz

. SSMT — (J—1)-est RUT
N SSC + est RUT
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Divod, proé Citatel neni jen SSMT, ale SSMT — (J — 1) - est RUT: SSMT
se nesklada jen z rozptylu zptsobeného riznymi podminkami, ale také z prirozeného
rozptylu populace (i kdyby rozptyl zptsobeny podminkami byl nulovy, tak SSMT neni
roven nule). Davod, pro¢ jemnovat kromé SSC obsahuje jesté est RUT, je
zahadnéjsi a nebudeme jej zde vysvétlovat.

Vysvétleme nyni vyznam miry w?: pokud w? = 1, tak vztah mezi obéma proménnymi
je dokonale vyznamny:

SSMT — (J —1)-est RUT = SSC+ est RUT

SsuUT SSsuT
SSMT—(J—l)-N_J = SSMT+SSUT+N_J
1 J—1
SSUT(1+N_J+N_J) =
SSUT = 0

(cely rozptyl zavislé proménné je popsan rozptylem nezavislé proménné)

Naopak pokud w? = 0, tak vztah mezi obéma proménnymi je naprosto bezvyznamny:

SSMT = (J—1)-est RUT

SSMT
o1 est RUT

est RMT = est RUT

(rozdily mezi podminkami jsou zptusobeny pouze popula¢nim rozptylem).

V naSem piikladu w? = 0,004, coZ je hodné mélo. Vztah zavislosti mezi chozenim na
prednasky a vysledkem zkousky sice existuje, ale jeho vyznam je maly. Méné nez %%
celkového rozptylu vysledné zkousky je zptisobeno navstévnosti prednasek.

Vzorce pro w? lze odvodit i u dvourozmérné ANOVA: (faktor 1 ... J tarovni (fadki),
faktor 2 ... K trovni (sloupct)):

SSMR — (J —1)-est RUT

(<)2 —
(faktorl) = 976 - :
SSMS — (R — 1).6375]%
(<)2 — U'l
(fak’torZ) = 530 - :

SSC + est RUT

w? vzdy vyjadiuje, kolik procent celkového rozptylu celého experimentu je obsazeno ve
faktoru 1, faktoru 2 nebo v interakci téchto faktori. Podobné i u experimentu opakovaného
méfeni lze vypodist w? uréujici, kolik procent celkového podilu experimentu je zptisobeno
vlivem rtznych podminek.
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w? Podobné jako Pearsontiv koeficient 72 vyjadiuje jistou miru vhodnosti. V korela¢ni ana-
Iyze r? piedstavuje, kolik procent rozptylu proménné Y je popsano linedrnim vztahem s
jinou proménnou X . Podobné w? udava, kolik procent celkového rozptylu zévislé proménné
je popsano jakymkoliv vztahem této zavislé proménné s nékterou nezavislou proménnou.

5.0.6 T7¥i miry zavaznosti experimentu

Tou prvni je hladina vyznamnosti (tou jsme se v této prednasce zejména zabyvali), ktera
vyjadiuje nasi jistotu, ze existuje vztah mezi nezavislou a zavislou proménnou. Druhou
mirou je w?, ktera vyjadiuje zévaznost vztahu (jak velky je vliv nezdvislé proménné na
zavislou). A tou tfeti mirou je procentualni podil rozptylu RMT popsany konkrétni hy-
potézou v experimentu planovaného srovnani, ktery vyjadiuje jak platnost, tak zavaznost
sledované hypotézy.

Zjistit testem, Ze mezi dvéma proménnymi existuje vztah, jesté nic nefika o zavaznosti
tohoto vztahu, jak jsme pravé vidéli z prikladu 5.4. Cili vysvétleni rozptylu je mnohem
tualni podil pfi planovaném srovnani. Odpovéd zni: jak kdy. Pokud se zajiméme zejména
o prakticky dopad experimentu, nejdilezitéjsi je w? (napf. v piikladu 5.4 je w? = 0,004, a
tedy studenti udélaji 1épe, kdyz vénuji ¢as prednéasky radéji osobnimu studiu). Pokud nas
experiment méa prokazat platnost urcité teorie, vysledky planovaného srovnani jsou docela
dulezité (planované srovnani studujici vliv navstévnosti pfednasek na vysledky studenta
by mélo teoreticky vyznam).

Pojmy k zapamatovani

— Tato dilezita kapitola je volnym pokracovanim kapitoly 3, jen vyuziva nékteré drobnosti
probrané v kapitole 4 (tim se nechce ¥ici, Ze kapitola 4 je jen pfipravnou kapitolou — naopak,
Pearsontiv r? koeficient je dfilezitym pojmem v dosavadnim toku textu).

— Diilezitou otazkou této kapitoly je, co délat, kdyz F-test prokaze, ze hypotéza Hy neplati.
Jednou z moznych cest je porovnéavat kazdo dvojici skupin méreni ve zvlastnim statistickém
testu, coz je sice mozné (oddil 5.0.1 — metoda minimalniho vyznamného rozdilu, Scheffé-
ova metoda), ale trochu tézkopadné. Dalsi alternativni moznosti je tzv. planované srovnani
(z anglického ,planned comparison“ — pocinaje oddilem 5.0.2), které skytd mnohem lepsi
aparat — nejen Ze test planovaného srovnani potvrzuje, zZe stfedni hodnoty veli¢in v jednot-
livych skupindch méfeni jsou ruzné, ale také primo testuje hypotézu, jakym konkrétnim
zpusobem jsou tyto stfedni hodnoty rizné. Ba co vic, také pfimo pri provadéni testu vi-
dime z veli¢in typu SS (veli¢iny udéavajici soucty ¢tverci hodnot), jaky procentuelni podil
rozptylenosti danych veli¢in v riznych skupinach méfeni je testovanou hypotézou popsan
= vysvétlen.

— Tyto konkrétni rozdily mezi testovanymi stfednimi hodnotami velicin vyjadiujeme v hy-
potéze tzv. vahami. Cely metodicky pfistup planovaného srovnani lze uzit nejen v experi-
mentech typu ,vice skupin jednou® (oddily 5.0.2, 5.0.3), ale také ve dvourozmérné ANOVA
(oddil 5.0.3) a v experimentu opakovaného méreni (oddil 5.0.4).

— Diilezitost poslednich dvou oddili 5.0.5, 5.0.6 také nelze pfecenit, protoze zde ilustruji
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vypovédni silu testt planovaného srovnani nebo vyznam procentualniho podilu celkového
rozptylu ve srovnani s hladinou vyznamnosti statistickych test, ktera byla uzivana ve vét-
celé knihy.

— Budiz jesté na pripomenuti feceno, ze t-testy v oddilu 5.0.1 nebo testy planovaného srov-
nani ve zbytku této kapitoly vychazeji vsechny z predpokladu normality veli¢in v kazdé
ze skupin méreni — viz téz oddil 2.5.6. V nasledujicich dvou kapitolach tohoto materialu
totiz nastava zlom a budeme se pravé zabyvat témi statistickymi testy, které predpoklad
normality veli¢in nevyzaduji, respektive nespliuji.

Kontrolni otazky

1. U nasledujicich vyrokt rozhodnéte, zda se jedna o vyrok pravdivy ¢i nepravdivy.

a) Testovani post-hoc znamend, Ze stanovime nejprve hypotézy Hy, Hi, a ,potom® prove-
deme Teseni

b) Kdyz jsou veli¢iny u Schefféova testu navzajem zavislé, celkova hladina vyznamnosti u
provedenych (‘2]) testl se urci jako soucet jednotlivych hladin vyznamnosti.

c) Schefféova metoda je vlastné neco podobného jako metoda minimélniho vyznamného
rozdilu s tim, Ze snizi hladinu vyznamnosti celku vSech provadénych ¢-testi pod urcitou
hodnotu (napf. pod hodnotu 0,05).

d) Planované srovnani lze uzit pouze v experimentech typu ,vice skupin jednou*, nikoli
vSak v experimentech opakovaného meéreni.

e) U testu planovaného srovnani jsou hypotézy Hy, H; vyjadieny pomoci korelace skupin
meéfeni s vektorem tzv. vah.

f) Pokud vektory vah jsou navzajem nezavislé, odpovidaji hypotézam vysvétlujicim rtzné
casti celkového rozptylu.

g) Pfi testu planovaného srovnéni existuje tolik ruznych navzajem nezavislych vektora vah,
kolik je skupin méfeni.

vvvvvv

Odpovédi na otazky

la) — N (charakteristickym znalem post-hoc testii je to, Ze vychézeji pouze z méfeni, tj. jsou
provedeny ”post-hoc” = ”po tom” = ”po méfeni”), 1b) — N (u zavislych veli¢in celkovou hladinu
vyznamnosti urcéit vlastné ani neumime — ale urcité se neziska jako soucet jednotlivych hladin
t-testit), 1c) — A, 1d) — N, le) — A, 1f) — A, 1g) — N (spravna odpovéd je: pocet skupin méfeni
snizeny o jednic¢ku), 1h) — A.

Cviceni

1. Experiment ma ukazat, Ze hnojivo zvySuje vzrust trifidd. Kazda ze ¢tyf skupin trifidd po
deseti kusech je zasazena do piidy obsahujici jiné mnozstvi hnojiva. Po roce je zméfena vyska
jednotlivych trifida (v cm) a vypocten prumér kazdé skupiny (N; = 10 pro i = 1,2, 3,4):
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(skup. 1: 0 gramu) | (skup. 2: 4 gramy) | (skup. 3: 8 grami) | (skup. 4: 12 grami)
1 =2 ZTo =5 T3 =25 T4 =28

Bylo spoéteno SSUT = 360. Testujte hypotézu, ze

a) Praméry vykazuji linedrni narist s nartistem hnojiva. Kolik procent celkového rozptylu
je popsano touto hypotézou?

b) Testujte hypotézu zbytkového rozptylu.

2. Uvazujme data z ptikladu 7.

a) Testujte hypotézu, Ze tréma ¢lovéka roste linedrné s rustem velikosti publika. Jak velka
¢ast souctu ¢tvercti SSMT je zachycena touto hypotézou?

b) Provedte test zbytkového rozptylu prislusejici hypotéze a).
3. Je provadén experiment se ¢tyrmi skupinami po deseti jedincich. Jsou ziskany priméry z; = 3,
Ty =2,73 =05, T4 = 10 a spocten SSUT = 120.
a) Nakreslete pruméry s 95%-nimi intervaly spolehlivosti.
b) Jaky je minimalni vyznamny rozdil dvou priméri pro hladinu vyznamnosti 0,017

c) Jaky je vyznamny rozdil dvou praméra pii Scheffeové metodé pro hladinu vyznmanosti
0,017

d) Testujte hypotézu, ze nartst stfednich hodnot veli¢in je linedrni. Jaké procento SSMT
je vysvétleno touto hypotézou? Je zbytkovy rozptyl vyznamny?

4. Provadime experiment typu ,vIce skupin jednou“ se tfemi podminkami (tFemi hodnotami
nezavislé proménné), v kazdé ze skupin jsou ¢tyfi pozorovani zapsand do tabulky:

podminka 1 | podminka 2 | podminka 3
2 4 1

8 10 8

14 6 15

10 12 9

a) Nakreslete body, praméry i 95%-ni intervaly spolehlivosti. Existuje zietelny rozdil mezi
skupinami méfeni?

b) Provedte jedorozmérnou ANOVA. Prokézal se rozdil mezi skupinami?

c) Zvolte védhy pro nasledujici hypotézu: podminka 2 je lepsi nez obé dalsi podminky.
d) Urcete SSH, SSZ (vzhledem k c)).

e) Jaké procento SSMT je popsano hypotézou c¢)?

f) Je vzhledem k c) podil zbytkového rozptylu statisticky vyznamny?

5. Uvazujme situaci z piikladu 8.

a) Testujte hypotézu Hy, ze obé uvedené metody likvidace moskytii jsou vyznamné ve srov-
nani s tim, kdyz se nedé€je nic.

b) Testujte hypotézu Hy (ortogonélni k Hy), Ze nova metoda je G¢innéjsi nez DDT.
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6. Sociolog zkouma hypotézu, Ze primérna vyska muzi v Ceské Republice je vétsi nez primeérna
vyska muzt ve Slovenské Republice. Ziska nahodny vybér 10000 ¢echii a 9500 slovakt a spocte
nasledujic data (aby se mu dobfe pocitalo a vyska byla mezindrodné srozumitelnd, méri
vysku ve stopach — pfi zaokrouhleni na ¢tyfi desetinna mista je jedna stopa dlouhé 0,3048 m):

CR ... 7Ty = 5,75; > (z; — T1)? = 599;

SR ... Ty = 5,74; Y (v; — T2)? = 632;

Testujte hypotézu, Ze tyto priimérné vysky se lisi — jaka je hodnota veliciny w? (omega na
druhou) pro tento test?

Vysledky

ad 1. ad a) Hp: Nartst vlivu hnojiva neni linedrni, tj. neni v korelaci s vahami w = (—3;—

~1,1,3).

Hj: Nartast vlivu hnojiva je v korelaci s témito vahami.

Kritériem je eisttRR(ﬁT. Pii platnosti Hy méa kritérium rozdéleni F'(1;36). Pro o = 0,05
mame kritickou hodnotu Fj(1;36) = 4,1. Pak

est RH 52 162
- = 2 216,2 > Fi(1;36).
est RUT ~ SSUT — 10 k(1: 36)

Hy zamitame, korelace s hypotézou je vyznamna.

Procento SSMT popsané hypotézou: SSMT = 180, tj. S%%IT = % = 0,9, tj. 90%
celkového rozptylu je popsano hypotézou.

ad b) Test dokonalé korelace:

Hy: 7, w; jsou dokonale korelovany, tj. r? =1.

Hy: neplati Hy.

kritérium: eiitRRUZT — tato funkce ma za ptredpokladu platnosti Hy rozdéleni F'(2;36).
Pro a = 0,05 je kritickou hodnotou F(2;36) = 3,3.

Zpracovani mérenti:

18
%:%:0,9<3,3:Fk,
a tedy Hy nezamitame, zbytek rozptylu neni vyznamny.
ad 2. ad a)
Hp: Praméry (2;5;5,25) nejsou v korelaci se zlinearizavanymi vahami (—6; —2; 8).
Hy: Jsou.
Kritérium: eeitt];%lj ; toto kritérium mé za predpokladu platnosti Hy rozdéleni F'(1;6), ¢ili

pro a = 0,05 je kritickd hodnota Fj(1;6) = 5,99.
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Zpracovani méreni:

SSH o N - (ij -Tj)z

est RH VI B w?- 22,15.
est RH _ 22,15 > Py
est RI ~ 0,63889
Hy zamitdme, korelace je vyznamna.
Dale pro procento popsaného SSMT plati:
SSH _ 2215 .
SSMT ~— 4425 7
tj. asi 50% souctu ¢tverct je popsano hypotézou Hj.
ad b)
Hy: Korelace v ¢asti a) je perfektni (r? = 1): RZ = RI.
Hi: Neplati Hy, tj. RZ > RI
Kritérium: eeii%% ma pii pfedpokladu platnosti Hy rozdéleni F'(1;6), a pro a = 0,05 je
Fy, = 5,99.
Zpracovani mereni:
est RZ _ 44,25 — 22,15 . 345 < ).

est R~ 0,63889

TR T

prokézal vyznamnost zbytku (diky ,velké volnosti“, respektive pfesnéji fe¢eno, nizkému
poctu stupni volnosti)

ad 3. Ada)7;4+1,172; Ad b) 2,245; Ad c) 3,002; Ad d) F'H(1;36) = 86,4 je statisticky vyznamné,
75,8% SSMT je vysvétleno hypotézou, F'Z(2;36) = 13,8 je vyznamny zbytek.

ad 4. Ad a) T; +5,95; Ad b) F' = 0,22, coz neni statisticky vyznamné; Ad c) (—1;2;—1) Ad d)
SSH = 12,04, SSZ = 0,13 Ad e) je popsano 98,9% sou¢tu SSMT Ad f) F(1;9) = 0,436, coz
neni vyznamné.

ad 5. Ad a) F(1;6) = 7,89 ... vyznamnd; Ad b) F'(1;6) = 8,3 ... vyznamnaA.

ad 6. Reseni:

typ rozptylu Vv SS est R F-hodnota Fi (o =0,05)
celkovy | 19499 1231,487179 - - -

MT 1 0,487179 0,487179 7,72 3,84 = Fi(1;00)

UT | 19498 1231 0,06313428 - -

Z tabulky plyne, ze F(1;19498) = 7,72, coz je hodnota statisticky vyznamna — ale hodnota
w? = 0,000344 je velmi mala. Zavislost mezi veli¢inami existuje, ale procentuelné neptisobi
velké rozdily.
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6 Rozdéleni ,chi kvadrat*

Pruvodce studiem

Cilem této kapitoly je predstavit dalsi uZite¢né rozdéleni pravdépodobnosti, a sice rozdéleni x?. Toto
rozdéleni, o n stupnich volnosti, se definuje jako soucet tvercu n normovanych normdlinich rozdéleni
U?. Pritom mnohé veliciny v praxi jsou rozdéleny jako x?, a tedy toto rozdéleni se vyskytuje v mnoha
statistickych testech.

Cile
Po prostudovani této kapitoly budete schopni:

e Pracovat s rozdélenim 2, p¥i dangch stupnich volnosti.

e Pouzit rozdéleni x? ve vhodnjch statistick§ch testech. lze uzit v testu typu o? = konst.
Pokud méfeni jsme ziskali

e Pracovat s tabulkami kritick§ch hodnot rozdéleni x2.

6.1 Vlastnosti rozdéleni y?

Uvazujme velicinu X s normalnim rozdélenim pravdépodobnosti No(u, c?). Vime, Ze ve-
li¢ina U = = m4 normované normalni rozdéleni No(0;1). Jaké rozdéleni m4 veli¢ina
U2 _ (X — /’6)2?
o2
Pfedevsim miizeme fici, Ze hodnoty veli¢iny U? jsou nezdporné. Déle vime, Ze asi 68%
veli¢iny U lezi v intervalu (—1;1), tj. asi 68% veli¢iny U? lezi v intervalu (0; 1). Zkratka a
dobie, vlastnosti veli¢iny U? lze odvodit z vlastnosti veli¢iny U. A protoze se veli¢ina U?
ve statistice hojné pouzivé, dostala i své jméno: x?(1) ... &ti: chi kvadrat o jednom stupni
volnosti.
Oznadeni x?(1) naznacuje, ze miize nastat i vice stupiifi volnosti nez jeden. A skutecns,

pokud dvé hodnoty U;, Us veli¢iny U umocnime na druhou mocninu a secteme, dostaneme
obecnd vétsi hodnotu nez x?(1), oznacujeme ji x%(2) (veli¢ina ,chi kvadrat® se dvéma
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ROZDELEN{ ,,CHI KVADRAT*

stupni volnosti):

X2(2) = U + UZ.

Cili stiedni hodnota veli¢iny y2(2) je vétsi nez stiedni hodnota veli¢iny y2(1). Obecné Ize
pak vyjadrit veli¢inu o n stupnich volnosti:

X’(n)=U+UZ +---+ U2

Ptiklady x? o rtiznych stupnich volnosti jsou na obrazku:

stuperi volnosti 1

0,15

0,10+

0,05+

stuperi volnosti 5

[y

ol
27.r(g)

0,67

0,57

0,44

0,31

0,2

0,14

stupen volnosti 2

stuperi volnosti 20

x>0,

kde I je tzv. gama-funkce. Co se tyka stiedni hodnoty a rozptylu rozdéleni y?, vypocteme
jen stfedni hodnotu, rozptyl uvedeme bez dikazu:

E{*n)}=EUf+Uj+---4+U)=141+---+1=n.
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Opravdu plati E(U?) = 1:

X —u\? 1 1
E( ”) = S B(X — )P = —(BX? = 3uBX + %) =

o o2

1 1
= ;(EXQ —20° + i) = ;(02 +pt—p?) =1

Pro vypodet EX? jsme vyuzli faktu, ze 02> = DX = EX? — E?°X = EX? — 12 tj.
EX? =02+ 1%
D {x*(n)} = 2n.

Dalsi dtileZitou vlastnosti je tzv. aditivita rozdéleni x2, Ze totiZ
2 2 2
X" (n1) + x7(n2) = X" (n1 + na),
kterd v podstaté plyne z toho, ze x*(n) = > UZ.
Podobné jako u jinych rozdéleni, i zde byly kritické hodnoty rozdéleni spocteny jednou

provzdy a sefazeny do tabulky, takze pii konkrétnim uzivani kritickych hodnot nemusime
pocitat zddné nechutné integraly (kritické hodnoty viz tabulky 6.1, 6.2).

Napriklad pokud chceme urcit kritickou hodnotu h; tak, ze
P(x*(10) > hy) = 0,05,

tak ve druhé c¢asti tabulky najdeme hodnotu 18,307 na priiseciku fadku 10 a sloupce pro
0,05.

Pokud hledame dj tak, aby
P(x*(10) < di) = 0,05,

tak v prvni ¢asti tabulky na pruseciku fadku 10 a sloupce 0,95 (protoZze v tabulce jsou
kritické hodnoty uvedené pro pravou ¢ast podgrafu) najdeme hodnotu 3,94 (viz téz obré-
zek):

0,08 ; .
stuperi volnosti 10
0,06
0,04

0,02

25
0,02

ool d=3,94 h=18,31
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Tab. 6.1: Kritické hodnoty jednostranného testu y? — ¢ast 1.

- 0,995 0,990 0,975 0,050] 0,00 0,750] 0,500
vl
1 392,704-10~ 10 157,088~10*9 982,069-10*9 393,214-10— 0,0157908 0,1015308 0,454937
2| 0,0100251 | 0,0201007 | 0,0506356 | 0,102587 | 0,210720 | 0,575364 | 1,38629
31 0,0717212| 0,114832| 0,215795 | 0,351846 | 0,584375 | 1,212534 | 2,36597
4| 0206990 | 0,207110| 0,484419| 0,710721 | 1,063623 | 1,92255 | 3,35670
5| 0411740 | 0,554300| 0,831211| 1,145476| 1,61031| 2,67460 | 4.35146
6| 0,675727| 0,872085| 1,237347| 1,63539| 2,20413 | 3,45460 | 5,34812
7| 0,989265| 1,2390043| 1,68087| 2,16735| 2,83311| 4,25485 | 6,34581
8| 1,344419| 1,646482| 2,17973| 2,73264| 3,48954| 5,07064 |7,34412
9| 1,734926| 2,087912| 2,70039| 3,32511| 4,16816| 5,89883|8,34283
10|  2,15585| 2,55821| 3,24607| 3,94030| 4,86518| 6,73720 |9,34182
11| 2,60321| 3,05347| 3,81575| 4,57481| 5,57779| 7,58412 10,3410
12| 3,07382| 3,57056| 4,40379| 5,22603| 6,30380| 8,43842 11,3403
13| 3,56503| 4,10691| 5,00874| 5,89186| 7,04150 | 9,20906 | 12,3398
14| 407468 | 4,66043| 5,62872| 6,57063| 7,78953| 10,1653 | 13,3393
15|  4,60094| 522935| 6,26214| 7,26094| 854675 11,0365 | 14,3389
16| 5,14224| 5,81221| 6,90766| 7,96164| 9,31223| 11,9122 15,3385
17| 5,60724| 6,40776| 7,56418| 8,67176| 10,0852| 12,7919 | 16,3381
18| 6,26481| 7,01491| 823075| 9,39046| 10,8649 | 13,6753 17,3379
19| 6,84398| 7,63273| 8,90655| 10,1170| 11,6509| 14,5620 | 18,3376
20| 7,43386| 8,26040| 9,59083| 10,8508 | 12,4426 | 15,4518|19,3374
21| 8,03366| 8,80720| 10,28293| 11,5913 | 13,2396 | 16,3444 | 20,3372
22| 864272 | 9,54249| 10,9823 | 12,3380 | 14,0415 17,2396 | 21,3370
23| 926042 | 10,19567| 11,6885| 13,0905| 14,8479 18,1373 22,3369
24| 9,88623| 10,8564 12,4011| 13,8484| 15,6587 | 19,0372 23,3367
25| 10,5197 | 11,5240| 13,1197| 14,6114| 16,4734 19,9393 | 24,3366
26| 11,1603 | 12,1981 13,8439| 15,3791| 17,2919 | 20,8434 25,3364
27| 11,8076 | 12,8786| 14,5733| 16,1513 | 18,1138 | 21,7494 | 26,3363
28| 12,4613 | 13,5648 | 15,3079| 16,9279 | 18,9392 | 22,6572 27,3363
29| 13,1211 14,2565| 16,0471| 17,7083 | 19,7677 | 23,5666 | 28,3362
30| 13,7867| 14,9535| 16,7908 | 18,4926| 20,5992 | 24,4776 | 29,3360
40| 20,7065 | 22,1643 | 24,4331| 26,5093 | 29,0505 | 33,6603 | 39,3354
50| 27,9907 | 29,7067 | 32,3574| 34,7642 | 37,6886 | 42,9421 | 49,3349
60| 35,5346 | 37,4848 | 40,4817| 43,1879| 46,4580 | 52,2938 (59,3347
70| 432752 | 454418 48,7576| 51,7393| 55,3290 | 61,6983 | 69,3344
80| 51,1720| 53,5400 | 57,1532| 60,3915| 64,2778 | 71,1445 79,3343
90| 59,1963 | 61,7541| 65,6466| 69,1260| 73,2912 | 80,6247 | 89,3342
100| 67,3276 | 70,0648 | 74,2219| 77,9295| 82,3581 | 90,1332 99,3341
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Tab. 6.2: Kritické hodnoty jednostranného testu y? — ¢ast 2.

g — | 0250 0,000] 005 ] 0025] 0010] 0,005] 0,001
vl
1] 1,32330 | 2,70554 | 3,84146 | 5,02389 | 6,63490 | 7,87944 | 10,828
2 | 2,77259 | 4,60517 | 5,99147 | 7,37776 | 9,21034 | 10,5966 | 13,816
3| 4,10835 | 6,25139 | 7,81473 | 9,34840 | 11,3449 | 12,8381 | 16,266
4| 538527 | 7,77944 | 9,48773 | 11,1433 | 13,2767 | 14,8602 | 18,467
5| 6,62568 | 9,23635 | 11,0705 | 12,8325 | 15,0863 | 16,7496 | 20,515
6 | 7,84080 | 10,6446 | 12,5916 | 14,4494 | 16,8119 | 18,5476 | 22,458
71 9,03715 | 12,0170 | 14,0671 | 16,0128 | 18,4753 | 20,2777 | 24,322
8 | 10,2188 | 13,3616 | 15,5073 | 17,5346 | 20,0902 | 21,9550 | 26,125
0| 11,3887 | 14,6837 | 16,9190 | 19,0228 | 21,6660 | 23,5893 | 27,877
10 | 12,5489 | 15,9871 | 18,3070 | 20,4831 | 23,2093 | 25,1882 | 29,588
11 | 13,7007 | 17,2750 | 19,6751 | 21,9200 | 24,7250 | 26,7569 | 31,264
12 | 14,8454 | 18,5494 | 21,0261 | 23,3367 | 26,2170 | 28,2995 | 32,909
13 | 15,9839 | 19,8119 | 22,3621 | 24,7356 | 27,6883 | 29,8104 | 34,528
14 | 17,1170 | 21,0642 | 23,6848 | 26,1190 | 29,1413 | 31,3193 | 36,123
15 | 18,2451 | 22,3072 | 24,9958 | 27,4884 | 30,5779 | 32,8013 | 37,697
16 | 19,3688 | 23,5418 | 26,2962 | 28,8454 | 31,9999 | 34,2672 | 39,252
17 | 20,4887 | 24,7690 | 27,5871 | 30,1910 | 33,4087 | 35,7185 | 40,790
18 | 21,6049 | 25,9894 | 28,8693 | 31,5264 | 34,8053 | 37,1564 | 42,312
19 | 22,7178 | 27,2036 | 30,1435 | 32,8523 | 36,1908 | 38,5822 | 43,820
20 | 23,8277 | 28,4128 | 31,4104 | 34,1696 | 37,5662 | 39,9968 | 45,315
21 | 24,9348 | 29,6151 | 32,6705 | 35,4789 | 38,9321 | 41,4010 | 46,797
22 | 26,0393 | 30,8133 | 33,9244 | 36,7807 | 40,2804 | 42,7956 | 48,268
23 | 27,1413 | 32,0069 | 35,1725 | 38,0757 | 41,6384 | 44,1813 | 49,728
24 | 28,2412 | 33,1963 | 36,4151 | 39,3641 | 42,9798 | 45,5585 | 51,179
25 | 29,3389 | 34,3816 | 37,6525 | 40,6465 | 44,3141 | 46,9278 | 52,620
26 | 30,4345 | 35,5631 | 38,8852 | 41,9232 | 45,6417 | 48,2899 | 54,052
27 | 31,5284 | 36,7412 | 40,1133 | 43,1944 | 46,9630 | 49,6449 | 55,476
28 | 32,6205 | 37,9159 | 41,3372 | 44,4607 | 48,2782 | 50,9933 | 56,892
29 | 33,7109 | 39,0875 | 42,5569 | 45,7222 | 49,5879 | 52,3356 | 58,302
30 | 34,7998 | 40,2560 | 43,7729 | 46,9792 | 50,8922 | 53,6720 | 59,703
40 | 45,6160 | 51,8050 | 55,7585 | 59,3417 | 63,6907 | 66,7659 | 73,402
50 | 56,3336 | 63,1671 | 67,5048 | 71,4202 | 76,1539 | 79,4900 | 86,661
60 | 66,9814 | 74,3970 | 79,0819 | 83,2076 | 88,3794 | 91,9517 | 99,607
70 | 77,5766 | 85,5271 | 90,5312 | 95,0231 | 100,425 | 104,215 | 112,317
80 | 88,1303 | 96,5782 | 101,879 | 106,629 | 112,329 | 116,321 | 124,839
90 | 98,6499 | 107,565 | 113,145 | 118,136 | 124,116 | 128,299 | 137,208
100 | 109,141 | 118,498 | 124,342 | 129,561 | 135,807 | 140,169 | 149,449
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6.2 Vyuziti rozdéleni y?

6.2.1 Testovani hypotézy o> = konst

Priklad 6.1. Zajiméa nés, zda jisty vyukovy program je schopen naucit jisté partie arit-
metiky pfi vyuce na ZS. MiiZe se totiZ stat, Ze nadani studenti budou chépat instrukce
pocitace, kdezto primérni zaci budou mit potize s programem komunikovat a nauci se
méné, nez by pochopili z vykladu zivého ucitele.

Je znamo, ze rozptyl vysledki testu z aritmetiky pfi klasické vyuce je 02 = 25. Pokud by
nase obava byla opravnéna, rozptyl vysledkii znalosti by byl pfi pouziti programu veétsi
(nadani zaci by byli lepsi, pramérni Zzaci horsi nez obvykle).

Byl proveden experiment, kdy deset zakd se podrobilo programové vyuce. Vysledky zna-
losti (bodové ohodnoceni) byly: 68, 90, 70, 91, 72, 80, 85, 82, 91, 95. Odtud

10

> (2 —T)* = 8464

1

a odhad est 0> = 94,04 popula¢niho roptylu je mnohem vétsi nez o2 = 25. Provedte
statisticky test, ktery by potvrdil, Ze ke zvysSeni rozptylu nedoslo nadhodou.

K1: Hy: rozptyl vysledkt znalosti o2 nabytych pocitacovu vyukou je stejny jako rozptyl
oa = 25 pri klasické vyuce (tj. o? = 25).
Hy: 0% > 25.

K2: Ukazuje se (uvidime v bodé K3), Ze vhodnym kritériem testu je 25 - (- T)2
0

K3: Za piedpokladu platnosti Hy mé vyraz % - 3°1°(z; — 7)? rozdéleni x2(9).
0

Skutecné, dokazme tento fakt.
Vime, ze alg > (i — p)?* ma rozdéleni x*(n), protoze se jedna o soucet n ¢tverct

rozdéleni U. OvSem ;i neznédme — jaky je tedy vztah mezi % - > 7(z; — p)? a
0

0_13 > (=) 7
Plati
Y (wi—p)? = (wi—T4T—p) = Y (wi—p)’+2-) (1,=F)-@F—p)+ > _(T—p)™.
A protoze
23 (0 —7) - @—p)=2F—p)- Y (v —T) =0,
T
dostaneme

Z(fﬂi ~7)* = Z(l’z’ —7)* + Z(f — )%
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Méme tedy rovnici

Z(%’ ~7)° = Z(ﬂ?i —7)*+n- (T —p)?

kterou vynasobenim % lze prevést na tvar
0

Y(wi—p) _ Y(wi—7)  (@—p)

= +
ol o8 %
%,—/ n
=X2(n) —\2
=x2(1)

To, 7e ¢len na levé strané mé rozdéleni y?(n), uz bylo fedeno, ¢len na pravé strané ma
rozdéleni x?(1), protoze se jednd o druhou mocninu normovaného rozdéleni priméru

2
T se stfedni hodnotou p a rozptylem ‘;—0 Dohromady tedy dostavame to, co jsme
chtéli spocitat a dokazat:

~ 2 =) =) = e - )

K4: Pro a=0,05je x3(9) = 16,919 (na priseciku ifddku 9 a sloupce 0,05).

K5: Po dosazeni namérenych hodnot

i—T 8464 o
i — 33,86 > 16,919 = zamitéme Hy,
og 25

rozptyl je (bohuzel) vyznamné vétsi nez 25. A to je tragédie pocitacové vyuky :-)

V pripadé oboustranného testu — kdybychom neméli teoreticky podklad, ze rozptyl po-
roste, ale bylo by stejné mozné, Ze tfeba i klesne — bychom nasli dvé kritické hodnoty na
radku 9, a sice x,, = 2,7 (ve sloupci 0,975) a x, = 19,02 (ve sloupci 0,025) a Hy bychom
zamitli na hladiné vyznamnosti a = 0,05, pokud by hodnota kritéria lezela mimo interval
(2,7;19,02).

6.2.2 Test druhu rozdéleni

Priklad 6.2. Rodi¢tim se narodily uz ¢tyri dcery, a presto by si piéli i syna. Chystaji se
mit paté dité s nadéji, ze pravdépodobnost narozeni chlapce je 0,5 (tj. Ze rozeni déti ma
podobny charakter — co se tyka pohlavi ditéte — jako hazeni korunou). Ale pfece jen si
vyhledali data o 1024 rodinach s péti détmi a zjistili, v kolika rodinach se narodilo kolik
chlapci:

0 chlapci ... 40 rodin
1 kluk ... 184 rodin
2 kluci ... 300 rodin
3kluci ... 268 rodin
4 kluci ... 196 rodin

5 kluka ... 36 rodin
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Pokud tato data o pohlavi pii rozeni déti maji stejny charakter jako hazeni korunou, pak
je lze dobte popsat binomickym rozdélenim s parametry N = 1024, p = 0,5. Teoretické
rozdéleni pravdépodobnosti a rozdéleni ¢etnosti maji nasledujici priibéh:

pocet chlapct x; Di cetnost f;
0 1/32 32
1 5/32 160
2 10/32 320
3 10/32 320
4 5/32 160
5 1/32 32

Otazka zni: do jaké miry se shoduje empirické rozdéleni Cetnosti a teoretické
rozdéleni Cetnosti, Cili: 1ze nashromazdéna data dobfe popsat binomickym roz-
délenim s uvedenymi parametry?

Provedeme tzv. test dobré shody (v angli¢tiné: good fit test ... GFT).

K1: Hy: pocet chlapct z péti narozenych déti Ize dobte popsat binomickym rozdélenim
pro p = 0,5.
Hi: Nelze.

K2: Jaké kritérium zvolit? Vezmeme soucet ¢tverct rozdilti normalizovanych odchylek

. C 1 ) k (fi—fm)?
naméfené a teoretické Cetnosti ) 7 %:

pocet chlapcti naméfené detnost teoreticka detnost  (f; — fin)? (ﬂ_f#

0 40 32 64 2

1 184 160 576 3,6
2 300 320 400 1,25
3 268 320 2704 8,45
4 196 160 1296 8,1
5 36 32 16 0,5

K3: Za piedpokladu platnosti Hy m4 kritérium z bodu K2 rozdéleni x?(k — 1). Tento
fakt nebudeme dokazovat.

K4: Kritérium je vhodnym reprezentantem miry platnosti Hy: pokud H, plati, oceka-
vame, ze hodnota kritéria bude mala, pokud neplati, bude velka. Jedna se tedy o
jednostranny test, kde k£ je pocet skupin cetnosti, tj. v nasem pfipadé k = 6. Tedy
pro a = 0,05 je xx(5) = 11,0705.

K5:

6 _r2
3 M — 239> 11,07 = zamitame Hp,
1 t

binomické rozdéleni neni pfili§ dobré pro popis nasich dat (tj. pohlavi chlapcu pfi
narozeni se nechova jako pocet lici pii hodu korunou).
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6.2.3 Testovani nezavislosti v kontingenc¢ni tabulce

Priklad 6.3. Zajiméa nas, zda existuje vztah mezi nazory na jadernou energii a politic-
kou pfislusnosti. Proto jsme se dotazali nezavisle vybranych 200 lidi, jaky maji nazor na
jadernou elektrarnu Temelin (neméla by byt v provozu — nezajima mé to — méla by byt
v provozu), a dale které ze stran ODS, CSSD dévaji vétsi piednost. Vysledky priizkumu
byly sestaveny do kontingenéni tabulky (¢isla v zdvorkach vyjadiuji empirické pravdépo-
dobnosti = Cetnosti vydélené ¢islem 200):

elektr. by neméla byt nevim elektr. by méla byt
CSSD 40 (0,2) 70 (0,35) 40 (0,2) 150 (0,75)
ODS 35 (0,175) 5 (0,025) 10 (0,05) 50 (0,25)
75 (0,375) 75 (0,375) 50 (0,25) 200 (1,000)

Pfi testovani, zda existuje zavislost mezi obéma proménnymi, miizeme pouzit test

K1: Hy: Obé proménné se chovaji nezavisle, ¢ili empirické rozdéleni je hodné blizké
nasledujicimu teoretickému rozdeéleni, kde posledni fadek a posledni sloupec jsou
stejné jako v predchozi tabulce (udavajici vysledky priizkumu), ovSem ostatni prav-
dépodobnosti jsou ziskany vynasobenim pfislusnych pravdépodobnosti v poslednim
fadku a sloupci; ozna¢me A; ... CSSD (P(A;) = 0,75); Ay ... ODS (P(Ay) = 0,25);
By ... elektrarna NE (P(B;) = 0,375); By ... nevim (P(B;) = 0,375); Bs... elek-
trarna ANO (P(B3) = 0,25). Nyni pokud A;, B; jsou nezavislé, tak

P(A; N B;) = P(4;) - P(Bj)

(naptiklad P(A; N By) = P(Ay) - P(B;) = 0,281, atd.). Dostavame tedy tabulku
teoretickych pravdépodobnosti (uvedenych v zavorce), Cetnosti jsou ziskany vynéso-
benim pfislusné pravdépodobnosti ¢islem 200 (¢etnosti tedy nemusi byt celociselné):

elektr. by neméla byt nevim elektr. by méla byt
CSSD 56,2 (0,281) 56,2 (0,281) 37,6 (0,188) 150 (0,75)
ODS 18,8 (0,094) 18,8 (0,094) 12,4 (0,062) 50 (0,25)
75 (0,375) 75 (0,375) 50 (0,25) 200 (1,000)

Hi: Obé promeénné jsou zavislé, ¢ili nelze je dost dobfe popsat pfislusnym teoretic-
kjm rozdélenim.

K2: Kritériem bude Zlf (ﬁ_f#, kde k je pocet rtiznych t¥id Cetnosti (v nasem piipadé
pocet riznych oken tabulky kromé posledniho fadku a posledniho sloupce: k£ =
=2-3=0), f; jsou prislusné teoretické cetnosti (=Cetnosti z posledni tabulky), f,
prislusné naméfené Cetnosti (z predposledni tabulky).

K3: Za predpokladu platnosti Hy m4 kriteridlni funkce rozdéleni x?((J — 1)(K — 1)),
kde J je pocet podminek veli¢iny A, K je pocet podminek veli¢iny B (tento fakt
nebudeme dokazovat). V nasem pripadé x*(1-2) = x*(2).
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K4: Pro a = 0,05 kritickd hodnota y,(2) = 5,99.

K5:

6
(fi = fm)* (56,2 —40)2 (56,2 — 70)> (12,4 — 10)2
= 22— 32 76
21: fi 562 562 T T 124 o

toto ¢islo zdaleka presahuje kritickou hodnotu testu 5,99, tedy Hy zamitdame, pro-
kazala se zavislost obou velicin.

6.3 Neékolik poznamek o vztazich mezi riznymi roz-
délenimi
a) Jakuz bylo feceno, pro rostouci n se hustota Studentova rozdéleni ¢(n) blizi hustoté rozdéleni
U = No(0;1), ¢ili
t(o0) =U.

b) Plati
t2(n) = F(1,n).

c) S vyuzitim a),b) a faktu U? = x(1) mfizeme psat

t2(00) = U% = F(1,00) = x*(1).

7 )2
d) Vime, Ze plati F(n;—1,ny—1) = &1 ”z , kde pro odhady téhoz o2 plati est; 02 = M,

ests o ny—1

i —T 2 v i —T 7’ v 7’ i — T ’ v 7z
esty 02 = 2(3;2217_1@) Protoze M m4 rozdéleni x%(n; —1) a M ma rozdéleni

x%(n2 — 1), mizeme psat

1 2

— TL1—1
F(nl—l,ng—l):nlll X2( )
na—1 X (77,2 - 1)

e) V piikladu 6.1 jsme testovali hypotézu o = konst pomoci kritéria 2(1;72_5)2 Pokud o3
0

chapeme jako odhad ropztylu 0(2) o nekonecné mnoha stupnich volnosti, mohli jsme také

provést F-test s kritériem 6552" 2, které za predpokladu platnosti Hy ma s vyuzitim d)

0
rozdéleni F(n — 1,00) (kde samoziejmé est 02 = 2%%)2)

Pojmy k zapamatovani

— Cilem této kapitoly bylo predstavit dalsi uzitecné rozdéleni pravdépodobnosti, a sice roz-
déleni x2. rozdéleni x?(n) (o n stupnich volnosti) se definuje jako soucet ¢tverct n nor-
movanych normalnich rozdéleni U?. Ukazuje se, Zze mnohé veli¢iny v praxi jsou rozdéleny
jako x2, a tedy toto rozdéleni se vyskytuje v mnoha statistickych testech:
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1. V piikladu 6.1 jsme vidéli, Zze rozdéleni x? lze uzit v testu typu o = konst. Pokud
meéreni jsme ziskali z populace, jejiz rozptyl je 08, pak kritérium

> (z —7)?
a5
m4 rozdéleni x? o poctu stupiifi volnosti (n — 1).
2. V piikladu 6.2 jsme vidéli, Ze x? lze uzit v testu, zda naméiend data odpovidaji
jistému teoretickému rozdéleni pravdépodobnosti (toto je asi nejéastéjsi a nejznaméjsi
vyuziti rozdéleni y2, kterému se ¥ik4 test dobré shody). Pokud méme konkrétné n

naméfenych (¢i pozorovanych) ¢etnosti f,, a jim odpovidajici teoretické ¢etnosti fi,

pak kritérium
Z(ft - fm)2
ft

mé rozdéleni x? o poétu stupiifi volnosti (n — 1).

3. V prikladu 6.3 jsme vidéli, ze x? lze uzit pfi testu nezavislosti hodnot v kontingené¢ni
tabulce o po¢tu fadki a sloupcti J x K (contingent = zavisly, podminény ... tj. test si
klade otazku: do jaké miry jsou data pozorovana priblizné stejnd jako data vypoctena
= nezavisla? tj: je mezi dvéma uvedenymi veli¢inami néjaka zavislost?). Tento test je
specielnim piikladem pfedchoziho testu dobré shody, kdy za teoretické pravdépodob-
nosti vezmeme ty, co jsou dany souc¢inem souctovych pozorovanych pravdépodobnosti,
nikoli mérenim. Za této situace mé kritérium

Z(fm B ft)2
Ji

rozdéleni x% o (J — 1) - (K — 1) stupnich volnosti.

Kontrolni otazky

1. U nésledujicich vyrokt rozhodnéte, zda se jedna o vyrok pravdivy ¢i nepravdivy.
a) Rozdéleni x? o n stupnich volnosti je souétem n stejné rozdélenych veli¢in U.
b) Rozptyl veli¢iny x2 o n stupnich volnosti je roven hodnoté 2n.

c) Protoze hustota rozdéleni y? neni symetrickou funkci vzhledem k Z4dné piimce, nékteré
kritické hodnoty mohou byt zadporné.

d) Testy dobré shody lze pouzivat jen u diskrétnich ndhodnych veli¢in.

e) P¥i oboustranném y? testu jsou kritické hodnoty x2,, x2 symetrické vzhledem k préiméru,
tj. x2, = Ex? — d, x> = Ex? + d pro jistou hodnotu d.

f) Pro rostouci n se hustota rozdéleni t?(n) blizi hustoté rozdéleni x2(n).

g) Pfi testech v kontingené¢ni tabulce je pocet t¥id éetnosti vzdy sudy.

h) Test dobré shody je jednostrannym (konkrétné pravostrannym) testem.

Odpovédi na otazky
1a) — N (x2 je definovano jako soudet velicin U?), 1b) — A, 1c) — N (ze vztahu x%(1) = U? je
vidét, Ze veliina s timto rozdélenim muze nabyvat pouze kladnych hodnot (resp. zadpornych
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hodnot nabyvd s nulovou pravdépodobnosti)), 1d) — N (pfislusné cetnosti lze pocitat i u
spojitych veli¢in, vice viz piiklad 4), le) — N (ne, protoze hustota neni symetrickou funkci
vzhledem k pfimce 2 = Ex%(n) = n), 1f) — N (pro rostouci n se t?(n) blizi rozdéleni x?(1)

. stupen volnosti je pouze jeden), 1g) — N (napf. v piikladu 6.3 stac¢i, abychom uvazovali tii
politické strany misto dvou, a pocet t¥id by byl J x K =3-3=19), 1h) — A.

Cviceni

1. Prodej Kola-loky ma normélni rozdéleni se stfedni hodnotou 82000 lahvi denné a smérodatnou
odchylkou 1500 lahvi. V zajmu vyrobce je snizit tuto smérodatnou odchylku, protoze by

vz

,nového“ prodeje vykazuje tyto vysledky (v poétech prodanych lahvi):
81752, 83812, 82104, 82529, 82620, 82033, 81925, 81599, 82730, 81885.

Ovérte testem, zda nova reklama snizila smérodatnou odchylku poctu prodanych lahvi za
den.

2. Vyska muzi v USA méa normalni rozdéleni se stfedni hodnotou 70 palct (jeden palec = 2,54
cm) a smérodatnou odchylkou dva palce. Antropologa Frantiska Neznalka zajimd, zda muzi
kmene Bora-Bora maji tentyz rozptyl hodnot své vysky. Ziskd ndhodné vybrany vzorek sedmi
muzi kmene Bora-Bora:

69, 68, 68,67, 70,71, 69.

MiuzZe zamitnou nulovou hypotézu o stejnych rozptylech?

3. Honza Kovar pracuje v mincovné. Jeho tkolem je zajistit, aby mince byly dobfe vyvazeny
— aby napfiklad pii hodu desetikorunou padal rub i lic stejné casto. Proto hodi stovkou
desetikorun a padne mu 61-krat lic. Testujte nésledujici hypotézy:

Hy: pravdépodobnost padnuti lice je 0,5;
H,: pravdépodobnost padnuti lice neni 0,5.

4. Rozdéleni IQ v Ceské Republice je normalni (v matematickém slova smyslu) se st¥edni hod-
notou 100 a rozptylem 225. Nahodné vybrany vzorek obyvatel Brna prokazal nasledujici
rozdéleni 1Q:

IQ | <55 |55—-70| 70—85 | 8 — 100 | 100 — 115 | 115 —130 | 130 — 145 | > 145

n; 20 17 29 52 63 42 13 14 7

kde n; je Getnost. Rekli byste, Ze britané dostate¢né stejné reprezentuji Ceskou Republiku ve
vztahu k 1Q? Provedte statisticky test dobré shody v tomto pripadé.

Vysledky

ad 1. o9 = 1500, n = 10,

7

1 1 1 2
2 2 2
= — o = — 4929545 — | — - 822 = 4013,2
S n<§ x) T 1 67734929545 <1 8 989) 384013,29,
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pak s2 = X . 52 = 426681,433. Test:
Hy: 0% = 15002
Hy: 02 < 15007

n-S% 10-384013,29 .

kritérium ... = =1,7 < v2(9) = 3,32;
ritérium po 15002 , X%(9) ,32;

pro a = 0,05; tedy Hp nezamitame, snizeni odchylky se neprokazalo.
ad 2. Hodnota kritéria je 5, nemiize zamitnout Hy.
ad 3. Hodnota kritéria je 4,84, coz je statisticky vyznamné, zamitame Hy.

ad 4. Protoze normalni rozdéleni pfedstavuje spojitou nahodnou veli¢inu, dovolte mi cely priklad
provést podrobné: Potfebujeme vlastné jen znat pravdépodobnosti, s jakymi nabyva normalné
rozdélena veli¢ina hodnot z uvedenych intervalti — ¢etnosti pak ziskdme vynésobenim téchto
pravdépodobnosti ¢islem 242 (pocet vybranych obyvatel):

1Q < b5 55 — 70 70 — 85 85 —100 | 100 —115 | 115 —130
pst | 0,0013499 | 0,0214002 | 0,1359052 | 0,3413447 | 0,3413447 | 0,1359052
n; 0,33 5,18 32,89 82,605 82,605 32,89

1Q | 130 — 145 > 145

pst | 0,0214002 | 0,0013499

n; 5,18 0,33

Napiiklad hodnotu 0,0013499 lze vypocist nésledovné:
0—100

P(X < 55) = P(X € (0:55)) = ® (55_100> 3 (

15

= §(—3) = 0,0013499.

15

> = §(—3) — B(—6,67) =

Cetnost pak spoéteme jako 242-0,0013499 = 0,33. Dalsi hodnoty v tabulce ziskdme analogicky.
Nyni dosazenim cetnosti z této tabulky a tabulky zadani do vzorce kritéria testu dostaneme:

(0,33 — 20)2
0,33

(5,18 — 17)2
5,18

(0,33 — 14)?
0,33

krit. =
coz je vysoké ¢islo, mnohem vétsi nez kritickd hodnota X%('?), takze zamitame hypotézu Hy
o tom, Ze Brno je vyvazenym reprezentantem IQ v Ceské Republice.
Maplety

V nésledujicich mapletech si miizete nékteré studované pojmy priblizit, pripadné si sesta-
vit vlastni zadani priklad.

1. Rozdéleni y?


http://matika.umat.feec.vutbr.cz/maplenet/maplety/PstChiSquare.html
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7 Neparametrické testy

Pruvodce studiem

Jak uz bylo feceno v kapitole 2.5 (oddil 2.5.6), vétsina dosud probranych testii vychdzi z platnosti
tfi nasledujicich predpokladii:

1. Namérené hodnoty x; jsou navzdjem nezavislé.
2. Mérena velicina ma normalni rozdéleni.
3. Rozptyl uvnit¥ jednotlivych skupin experimentu je stejny.

Platnost predpokladu 1 Ize obvykle zarucit vhodnym navrZzenim experimentu. Pokud jsou vsak vazné
poruseny predpoklady 2 nebo 3, musime misto parametrického testu vzit vhodny tzv. neparamet-
ricky test. Prehled neparametrickych testii bude tématem této kapitoly. Je mozné, Ze v této kapitole
budou castéjsi numerické chyby, prosim na jejich upozornéni, pokud na né narazite. Jednotlivé nepa-
rametrické testy budou vysvétleny, jak uz je zvykem v tomto textu, pfimo na prikladech.

Cile
Po prostudovani této kapitoly budete schopni:

e Pracovat s tzv. neparametrické statistické testy.
e Chapat rozdily mezi parametrickymi a neparametrickymi testy.

e Urcovat pouzitelnost paremetrickych i neparametrickych testti v zavislosti na typu feseného
problému.

7.1 Manntv-Whitneyuv test podle poradi

Priklad 7.1. Vratme se k piikladu 6.1, kde jsme chtéli zjistit, jaky vliv na studenty
bude mit pocitacova vyuka matematiky. Provedme nyni experiment jiného razu: ndhodné
vybranych 24 studentd rozdélime na dvé skupiny po dvanécti lidech. Jedna skupina se
ucastnila vyuky pod dohledem ucitele, druha prislusné pocitacové vyuky. Potom se zaci
podrobili pisemce, kde se méfil ¢as potiebny na vyfeseni zadanych tloh. Ziskala se data:

1... bezna vyuka: 43,12, 21,41, 39, 23,27, 37, 35, 31, 33, 29;
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2... pocitacova vyuka: 3,13,1,5,11,10,9,8,6,2,4,7;
Pomoci vSech namérenych hodnot odhadneme rozptyl:

SS; +SS, 908,92 4 154,92
to? = = T — 48,36
S VAN 72 11+ 11 ’

A nyni mizeme provést t-test:

K1: Hy: py = pe (doba potfebnd na vyteseni pisemky z aritmetiky mé stejnou st¥edni
hodnotu u obou skupin);

Hy: piy # po.
K2: Kritériem je %, kde p1_o =0,
48,36 48,36
est o1 o9 = \/est o2 +est 03 = \/1—’2 + 1—’2 = 2,84.

K3: Za predpokladu platnosti Hy ma nase kritérium rozdéleni ¢(22), protoze V;+V, = 22.
K4: Pro o= 0,05 je tx(22) = £2,09.

K5: Hodnota kritéria: 30’9217% = 8,57, a tak Hy zamitame.
Ovsem pravé provedeny t-test nesplnoval predpoklad rovnosti rozptyli v obou skupi-
nich: esty o® = 534 = 82,63, kdeito esty; 0> = 522 = 14,08. Prvni odhad je piiblizné
Sestindsobkem druhého, coz uz pfesahuje rozumnou (= ¢tyfnasobnou) miru. Toto hrubé
poruseni predpokladu t-testu je divodem k detailné€jsimu prozkoumani dat pomoci
neparametrického testu. Vhodnym kandidatem nyni je Manntv-Whitneyiv test.

Vratme se dattim z pravé opusténého prikladu 7.1 a podrobme jej Mannovu-Whitneyovu
testu:

K1: Uspotadejme vSechna méfeni (z obou souborit dohromady) podle velikosti a zazna-
menejme pritom

a) poradi dané hodnoty;

b) piislusnost dané hodnoty k experimentalni skupiné ( B je bé&zna vyuka, P je
pocitacova vyuka).

hodnota | 1 2 3 4 5 6 7 8 9 10 11 12
poradi| 1 2 3 4 5 6 7 8 9 10 11 12
skupina | P P P P P P P P P P P B

13 21 23 27 29 31 33 35 37 39 41 43
13 14 15 16 17 18 19 20 21 22 23 24
P B B B B B B B B B B B
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K2:

K3:

Nyni vypocteme jakési miry Uy, Us:

U, = Z (pocet déti z B, které maji horsi skére nez dité 7).
déti ze skupiny P

Tedy pro dité s hodnotou 1 na prvnim misté pofadi méa vSech dvanact déti z B horsi
skore. Pro dité s hodnotou 2 na druhém misté poradi méa opét vSech dvanact déti z
B horsi skore, atd. az pro dité s hodnotou 11 na jedenactém misté ma stale vsech
dvanact déti z B horsi skére. A kone¢né zména, pro dité s hodnotou 13 na tf¥inactém
misté ma uz jen jedenact déti z B horsi skére. Dohromady

Uy=12+12+---+12+11 = 143.

jedenactkrat

Podobné

Uy = Z (pocet déti z P, které maji horsi skére nez dité 7).
déti ze skupiny B

Zde pouze pro dité s hodnotou 12 na dvanactém misté ma jedno dité z P horsi
skore, tj.
Uy=140+04+---+0=1.
—_———
jedenactkrat

Z konstrukce U;, U, je vidét, ze tyto miry zachycuji zavaznost, s jakou méa jedna
skupina lepsi poradi nez druha. Samoziejmé existuji ponékud pohodlnéjsi vzorce
pro jejich vypocet:
. 1
Ui =n1-ng+ % — Z(pofadi hodnot ze skupiny 2),
ny - (m + 1)
2

(mimochodem, plati také U; +U,; = nq-ng — v nasem piikladu tedy 143+1 = 12-12).
Kritériem testu bude nyni mensi z obou vypoétenych hodnot: U = min(Uy, Us). V
nasem piikladu U = min(143,1) = 1.

Uy =n; - ny — Z(pofadi hodnot ze skupiny 1)

Kriticka hodnota testu:
a) pro ni,ny < 20: Byly sestaveny tabulky kritickych hodnot naseho oboustran-
ného testu, a to pro a = 0,05 tabulka 7.1, pro a = 0,01 tabulka 7.2.

b) pro ni,ny > 20: Rozdéleni kritéria U je normélni se stiedni hodnotou p = ™52
a smérodatnou odchylkou

U_\/nl-ng-(nl—l—ng—i—l)
B 12 ’
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¢ili normovanou hodnotu
U — mne
2
ni-no-(n1+na+1)
12

testujeme s béznymi kritickymi hodnotami +1,96 normélniho rozdéleni pro
a = 0,05.

K4+K5: V nasem pfikladu tedy stanovime kritickou hodnotu

a) z tabulky pro @ = 0,05, ny = ny = 12: U, = 37 > U = 1, tj. Hy zamitdme ve
prospéch alternativni hypotézy H;.
Vsimnéte si, ze na rozdil od vétsiny testi v této prednasce zde zamitnuti H,
nastane tehdy, kdyZ hodnota kritéria kritickou hodnotu NEPREKROCI. Je
to dano konstrukci kriterijni funkce — pokud pfevazi malé hodnoty poradi v
jednom souboru, tak hodnota kritéria je mala, ale soucasné to znamena jasny
a zietelny rozdil mezi skupinami.

b) pomoci aproximace normalnim rozdélenim (nyni méné presné, ale vypocetné
jednodussi):
__ nin2
u 2

n1-n2-(n1+n2+1)
12

=—4,1 < —1,96 = H, zamitame

ve prospéch alternativni hypotézy H;.

Vidime, zZe vysledky neparametrického testu jsou stejné jako vysledky prislusného para-
metrického testu 7.1 s porusenymi predpoklady. Z toho je vidét, ze navzdory porusenym
predpokladiim ¢-testu je i pri silném rozdilu obou souborti vysledek testu spravny, To
ovsem nemusi byt pravdou, pokud rozdily mezi obéma skupinami nebudou tak jedno-
znacné, jak to dokumentuji dalsi situace v této kapitole.
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Tab. 7.1: Kritické hodnoty Mannova-Whitneyova testu pro a = 0,05.

L)
nn 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20
3
2 - - - = -0 0 0 0 1 1 1 1 1 2
3 - —-—011 2 2 3 3 4 4 5 5 6 6 7 7 8
4 o1 2 3 4 4 5 6 7 8 9 10 11 11 12 13 13
5 2 3 5 6 7 8 9 11 12 13 14 15 17 18 19 20
6 5 6 8 10 11 13 14 16 17 19 21 22 24 25 27
7 8§ 10 12 14 16 18 20 22 24 26 28 30 32 34
8 13 15 17 19 22 24 26 29 31 34 36 38 41
9 17 20 23 26 28 31 34 37 39 42 45 48
10 23 26 29 33 36 39 42 45 48 52 55
11 30 33 37 40 44 47 51 55 58 62
12 37 41 45 49 53 57 61 65 69
13 45 50 54 59 63 67 T2 76
14 55 59 64 67 T4 T8 83
15 64 70 75 80 8 90
16 75 81 8 92 98
17 87 93 99 105
18 99 106 112
19 113 119
20 127
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Tab. 7.2: Kritické hodnoty Mannova-Whitneyova testu pro a = 0,01.

na
nn 3 4 5 6 7 &8 9 10 11 12 13 14 15 16 17 18 19 20
1 — — — — - - - ==
2 - - - - - - - = = - - = = = = — 90 0
3 - - - -0 0 0 1 1 1 2 2 2 2 3 3
4 - - 001 1 2 2 3 4 4 5 5 6 6 7 8
5) o1 2 3 3 4 5 6 7 7 8 910 11 12 13
6 2 3 4 5 6 7 910 11 12 13 15 16 17 18
7 4 6 7 9 10 12 13 15 16 18 19 21 22 24
8 § 10 12 14 16 18 19 21 23 25 27 29 31
9 11 13 16 18 20 22 24 27 29 31 33 36
10 16 18 21 24 26 29 31 34 37 39 42
11 21 24 27 30 33 36 39 42 45 48
12 27 31 34 37 41 44 47 51 H4
13 34 38 42 45 49 53 56 60
14 42 46 50 54 58 63 67
15 51 55 60 64 69 73
16 60 65 70 74 79
17 70 75 81 86
18 81 87 92
19 93 99
20 105
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7.2 Kruskaluv-Wallisuv test

Priklad 7.2. Dva psychologové, psycholog P a psycholog N, se doslechli o zajimavém
experimentu, kdy byl nékolika lidem promitnut videozéaznam autonehody. Pak byli roz-
déleni do dvou skupin a prvni skupiné byla polozena otazka: Jak rychle jelo bilé auto,
kdyz projizdélo kolem jedné stodoly na té venkovské silnici? Zatimco druhé skupiné byla
polozena otazka: Jak rychle jelo bilé auto po té venkovské silnici? VSichni museli na tuto
otazku odpovédeét.

Potom byla obéma skupinam polozena otazka, zda vidéli na videozaznamu stodolu. I
kdyz na videozdznamu zadna stodola nebyla, na tuto otdzku odpovédélo kladné 17%
prvni skupiny, zatimco jen 3% druhé skupiny. Zavérem experimentu bylo, Ze pokud prvni
otazka obsahovala lzivou informaci, tak jaksi mimodék ji vtiskla do pfemysleni lidi, a ti
ji pak povazuji za pravdivou.

Psychologové P a N si polozili otazku, zda nékdy 1zivé nebo zkreslené informace o autone-
hodé, které jsou zverejnény v jistych nevinach, neovlivni zpiisob, jakym si svédek nehody
tuto zapamatuje. A také je napadlo: do jaké miry rizné prestizni noviny ovlivni o¢itého
svédka autonehody svymi zkreslenymi informacemi?

Proto se rozhodli provést dalsi experiment. Nahodné vybrali dvanact lidi, kterym promitli
videozaznam jisté autonehody. Potom tito lidi byli rozdéleni do tii skupin po ¢tytech. Lidé
z prvni skupiny pak dostali precist ¢lanek o této autonehodé, ktery byl neznamého ptivodu
a byl naprosto pravdivy. Lidé ze druhé skupiny dostali k precteni ¢lanek o téze autonehodé
uvefejnény v deniku Rovnost a lidé ze tieti skupiny dostali k pfecteni uverejnény v deniku
Dnes. Clanky v obou denicich obsahovaly vétsi pocet chybnych informaci.

Poté se vSechny skupiny podrobily dotazniku, ktery mél zjistit, do jaké miry si autone-
hodu pamatuji pravdiveé. Nasledujici data uvadéji pocet chyb jednotlivych vyplnénych
dotaznik:

noname Rovnost MF dnes

4 4 9
7 9 13
1 10 15
1 ) 7

Namérena data byla k dispozici ke statistickému testovani. Psycholog P se rozhodl provést
F-test jednorozmérné analyzy rozptylu:

K1: Ho: pi1 = p2 = ps,
Hy: neplati H,.

. LR est RMT
K2: Kritériem bude = RUT

K3: Za predpokladu platnosti Hy mé kritérium z bodu (K2) rozdéleni F'(2;9).
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K4: Pro a= 0,05 je Fr(2;9) = 4,26.

K5:
est RMT B %

= = 5,96 > 4,26 = H, zamitame.
90,75 ) ’
est RUT ="

Psycholog N se rozhodl provést neparametricky Kruskaliiv - Wallistiv jednorozmérny
test rozptylu podle poradi, ktery je pfirozenym rozsitenim piedchoziho testu 7.1 na
vice nez dvé skupiny méfeni:

K1: Ho: py = po = s,
Hy: neplati H.

K2: Provedeme totéz, co v 7.1: vSech dvanact hodnot sefadime podle velikosti, a kazdé
hodnoté prifadime jeji poradi.

Vsuvka: V prikladu 7.1 bylo potadi jednoznacné, protoze vSechny hodnoty byly na-
vzajem rizné. Nékdy se ale situace komplikuje. Naptiklad hodnotam (2, 8, 10, 10, 14)
je potfeba prifadit pofadi (1;2;3,5;3,5;5), tj. dvéma hodnotdm 10 se ptiradi pri-
meér jejich poradi % = 3,5. Nebo hodnotam (2,8,10, 10, 10,14) odpovida poradi
(1,2,4,4,4,6), tj. opét se tfem hodnotam 10 pfifadi prameér jejich pofadi 52 = 4.
Dalsi priklady hodnot a jejich poradi:

hodnota | 2 2 8 10 10 14
pofadi [ 1,5 15 3 45 45 6

hodnota [ 12 14 14 14 15 16 16 16 16 21
pofadi| 1 3 3 3 5 75 75 75 75 10

V nasem prikladu tedy:

hodnota‘ 1 1 4 4 5 T 7 9 9 10 13 15
pofadi‘l,’a') 1 35 35 5 65 65 85 85 10 11 12

Uvedena poradi znovu roztfidime do prislusnych tii skupin a v kazdé skupiné je
seCteme:

skupina 1 skupina 2 skupina 3

3,5 35 85
6,5 8,5 11
1.5 10 12
1.5 5 6,5

Ry =13 Ry=27 R3=38
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Ctendf uz se jisté t&si na kritérium, které se ve druhém kroku testu vzdy objevi —
kupodivu i v testech neparametrickych. Tak tedy: kritériem bude funkce

12 R?
skupiny
kde n = 12 je celkovy pocet osob,

N; je pocet osob ve skupiné j
(Nutno dodat, Ze konstanty 12 a 3 vyskytujici se ve vzorci pro H jsou neustéle stejné
a nezavisi na n nebo na N;).

K3: —
K4+K5: Kritickd hodnota testu:

a) pro malé hodnoty N;: uvedeno v tabulkach pro tii vzorky — 7.3, 7.4.

b) pro N; > 5: H méa rozdéleni x*(J — 1), ¢ili kritické hodnoty ur¢ime z tabulky pro x?
(tabulky 6.1, 6.2).

V nasem prikladu tedy stanovime kritickou hodnotu

a) Na zakladé tabulky pro N; =4 (a o < 0,05 hleddme co mozné nejvétsi) Hy, = 5,69,
kdezto H = 6,03, tedy H, zamitame.

b) Na zékladé rozdéleni x*(2) pro a = 0,05 mame x3(2) = 5,99 < H = 6,03, tedy H,
zamitame.

Z porovnani ptistupt psychologi N a P je vidét, Ze kritickd hodnota testu N (= nepa-
rametrického testu) se vyskytovala blizko hodnoty kritéria, kdezto test psychologa P (=
parametricky test) zamitl Hy presvéd¢ivéji a jednoznacénéji.

Obecné lze Fici, Ze testy parametrické maji vétsi silu, dokazi tedy lépe odhalit zavislost
mezi proménnymi, protoze maximalné vyuzivaji informace dostupné v datech. V nepara-
metrickych testech je ¢ast informace z experimentu ztracena, protoze vyuzivame pouze
poradi hodnot, nikoli skute¢né hodnoty méreni.

Pokud tedy psycholog P zajistil predpoklady parametrického textu, jeho vysledek ma vétsi silu, protoze
rozdil soubort je statsiticky prokdzan — muze napsat ¢lanek do odborného psychologického ¢asopisu.
Pokud ovsem predpoklady parametrického testu jsou vazné poruseny, nemame k dispozici zadny lepsi
vysledek nez vysledek psychologa N (tj. vysledek neparametrického testu).

vevs

predpoklady prislusnych parametrickych testt. Z tabulky je patrno nékolik véci: za prvé, ze pro dana data
je nékdy mozné provést vice riznych testi. Za druhé, neexistuje neparametricky test, ktery by vyhovoval
situaci dvourozmérné analyzy rozptylu, coz je dost nestastné.

Neparametrické testy piedstavené v této kapitole nejsou vyéerpéavajici — existuji mnohé dalsi. Ale ty zde
uvedené jsou nejcastéji pouzivany. Ve zbytku této kapitoly uvedeme na prikladech ty neparametrické
testy z tabulky 7.5, které dosud nebyly probrany.
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Tab. 7.3: Kritické hodnoty Kruskalova - Wallisova testu pro tfi skupiny a N; < 4 — st

1.

N N, No| H. al|lM N N B oM N N H] a
2 1 1[2,7000/0,500]] 4 1 1[35714(0,200] 4 4 3[7,1439]0,010
4 2 1[4,8214]0,057 7,1364 | 0,011
2 2 13,6000 0,200 4,5000 | 0,076 5,5985 | 0,049
4,0179 (0,114 5,5758 | 0,051
2 2 2[45714|0,067|| 4 2 2/6,0000|0,014 4,5455 | 0,099
3,7143 | 0,200 5,3333 0,033 4,4773 10,102
5,1250|0,052| 4 4 4|7,65380,008
3 1 13,2000 0,300 4,4583 | 0,100 7.5385 | 0,011
4,1667 | 0,105 5,6023 | 0,049
3 2 1[42857(0,100| 4 3 1583330021 5,6538 | 0,054
3,8751 0,133 5,2083 | 0,050 4,6539 | 0,097
5,0000 | 0,057 4,5001 | 0,104
3 2 2/53572/0,029 4,0556 | 0,093| 5 1 1|3,85710,143
4,7143 0,048 3,8889 0,120 5 2 1/5,25000,036
4,5000 0,067 | 4 3 26,4444 0,008 5,0000 | 0,048
4,4643 | 0,105 6,3000 | 0,011 4,4500 | 0,071
5,4444 | 0,046 4,2000 | 0,095
3 3 1/5,14290,043 5,4000 | 0,051 4,1487 | 0,099
4,5714 (0,100 45111 0,098 4,1231 0,103
4,0000 | 0,129 44444 0,102| 5 2 2/6,53330,008
4 3 3|6,7455|0,010 6,1333 0,013
3 2 2/53572/0,029 6,7091 | 0,013 5,1600 | 0,034
4,7143 | 0,048 5,7909 | 0,046 5,0400 | 0,056
4,5000 | 0,067 5,7273 | 0,050 4,3733 | 0,090
4,4643 | 0,105 4,7091 | 0,092 4,2933 10,122
4,7000 10,101 || 5 3 16,4000 0,012
3 3 2/62500[0011| 4 4 1/6,6667|0,010 4,9600 | 0,048
5,3611 | 0,032 6,1667 | 0,022 4,8711 | 0,052
5,1389 | 0,061 4,9667 | 0,048 4,0178 | 0,095
4,5556 | 0,100 4,3667 | 0,054 3,8400 | 0,123
4,2500 | 0,121 4,1667/0,082( 5 3 2/6,9091 0,009
4,0667 | 0,102 6,8218 | 0,010
3 3 3/72000[0,004| 4 4 2|7,0364|0,006 5,2509 | 0,049
6,4889 | 0,011 6,8727 | 0,011 5,1055 | 0,052
5,6889 | 0,029 5,4545 | 0,046 4,6509 | 0,001
5,6000 | 0,050 5,2364 | 0,052 4,4945 | 0,101

5,0667 | 0,086 4,5545 | 0,098

4,6222 | 0,100 4,4455 0,103
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Tab. 7.4: Kritické hodnoty Kruskalova-Wallisova testu pro 3 skupiny a N; < 4 — ¢éast 2.

Hk « Hk «
7,0788 | 0,009 7,3385 | 0,010
6,9818 | 0,011 7,2692 | 0,010
5,6485 | 0,049 53385 | 0,047
95,5152 | 0,051 95,2462 | 0,051
4,5333 | 0,097 4,6231 | 0,097
4,4121 | 0,109 4,5077 | 0,100
6,9545 | 0,008 75780 | 0,010
6,8400 | 0,011 7,5429 | 0,010
4,9855 | 0,044 5,7055 | 0,046
4,8600 | 0,056 02,6264 | 0,051
3,9873 | 0,098 4,5451 | 0,100
3,9600 | 0,102 4,5363 | 0,102
7,2045 | 0,009 7,8229 | 0,010
7,1182 | 0,010 7,7914 | 0,010
5,2727 | 0,049 5,6657 | 0,049
92,2682 | 0,050 95,6429 | 0,050
4,5409 | 0,098 4,5229 | 0,099
45182 | 0,101 7,5200 | 0,101
7,4449 | 0,010 8,0000 | 0,009
7,3949 | 0,011 7,9800 | 0,010
95,6564 | 0,049 5,7800 | 0,049
5,6308 | 0,050 5,6600 | 0,051
7,7604 | 0,009 4,5600 | 0,100
7,7440 | 0,011 4,5000 | 0,102
5,65671 | 0,049
56176 | 0,050
4,6187 | 0,100
4,5527 | 0,102
7,3091 | 0,009
6,8364 | 0,011
51273 | 0,046
4,9091 | 0,053
4,1091 | 0,086
4,0346 | 0,105
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Tab. 7.5: Prehled pouziti parametrickych i neparametrickych testt

data ucel testu parametric- neparametric-
ky test ky test

jeden vzorek zjistit, zda stfedni hodnota po- U-test ¢ t- znaménkovy test
pulace, ze které byl vzorek vy-  test
bran, se lisi od jisté hodnoty g

dva  vzorky zjistit, zda stfedni hodnoty po- U-test ¢i ¢- Manniv-

jednou pulaci, ze kterych byly vzorky test pro nezd- Whitneytv
vybrany, se rovnaji vislé skupiny  test

jeden vzorek zjistit, zda stfedni hodnoty po-  U-test ¢i  znaménkovy test
dvakrat pulaci, ze kterych byly vzorky t-test typu nebo Wilcoxo-
vybrany, se rovnaji yjeden vzorek  nuv test
dvakrat®
vice nez zjistit, zda populace, ze kte- jednorozmeér- Kruskaliv—
dva  vzorky rych byly vzorky vybrany, maji na ANOVA  Wallisiv test
jednou tutéz stfedni hodnotu (F-test)
jeden vzorek  zjistit, zda populace, ze kte- jednorozmeér- Friedmaniiv test
vice nez dva- rych byly vzorky vybrany, maji na ANOVA
krat dvakrat tutéz stredni hodnotu opakovaného
méfeni
mnozina po-  zjistit, zda tyto parametry ¢i  Pearsontv Spearmantiv test

lozek, z nichz
kazda ma dva
parametry

proménné jsou korelovany

test korelace

korelace

jeden vzorek

zjistit, zda populace, ze které
byl vzorek vybran, mé jisté te-
oretické rozdéleni

2

test x typu
6.2.2 nebo
6.2.3 nebo
Kolmogoroviv—

Smirnoviv test
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7.3 Kolmogorovav — Smirnovuv test

Priklad 7.3. Chceme zjistit, zda na lidi vice piisobi usmévavé tvéafe, nebo tvafe bez tismévu. Proto
nédhodné vybereme deset lidi a zeptame se jich, ktera z danych péti fotografii se jim nejvice libi. Fotografie

se pfitom lisi pouze silou Gsmévu (1 = Zadny Gsmév, ..., 5 = Gsmév naplno). Ziskala se data
x... foto ‘ 1 2 3 4 5
fe(z)... Cetnost [0 1 0 4 5

Prokazme statistickjm testem jejich vyznamnost:
K1: Hj: ismév na lidi nema vliv;
Hi: mé.

K2: Kiritériem bude maximéalni rozdil teoretické a empirické hodnoty v histogramu kumulativnich cet-
nosti

1
D = = - maz|Fi(x) — Fo(x)|
n
pro kumulativni cetnost plati F'(z) =3, -, f(k).
K3: Pri platnosti Hy méa teoretické rozdéleni cetnosti tvar

a:...foto‘l 2 3 4 5
fi(x)... Cetnost [ 2 2 2 2 2

K4: Stanoveni kritické hodnoty: vyuzijeme tabulky 7.6 — v nasem prtikladu naptiklad pro o = 0,01 a
n = 10 mame Dy = 0,49.

K5: Vypoctémeé prislusné kumulativni ¢etnosti a hodnotu kritéria D:

r...foto |1 2 3 4 5

F z) |0 1 1 5 10

Fi(z) |2 4 6 8 10

|Fe(z) — Fy(z)] |2 3 5 3 0

max|Fi(x) — Fe(z)| =5, tj. D = % = 0,5, mdme D > D, a tedy zamitame H.

7.4 Wilcoxonuv test

Priklad 7.4. Chceme otestovat, zda uréity kurs ¢teni zlepSuje techniku ¢teni. Pro sedm ndhodné vy-
branych lidi byla provedena zkouska techniky ¢teni pfed a po kursu. Ziskaly se dva soubory dat (jednd se
o experiment opakovaného méfeni pro tutéz skupinu, tj. experiment typu ,jeden vzorek dvakrat“). Pro
tato data bychom mohli provést ¢-test (viz kapitola 2.5), ale uzijeme si parametricky Wilcoxonuv test
pro soubor parovych hodnot:

jedinec pred po | rozdil absol. rozdil poradi abs. rozdilu poradi se znaménkem
A 7476 -2 2 3 -3
B 81 80 1 1 1,5 1,5
C 85 89 —4 4 6 —6
D 79 88 -9 9 7 -7
E 92 95 -3 3 4.5 —4.5
F 83 80 3 3 4.5 4.5
G 87 86 1 1 1,5 1,5
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Tab. 7.6: Kritické hodnoty Kolmogorovova—Smirnovova testu

o —
(n) | 020 | 015 | 0,10 | 0,05 | 0,01
1 | 0,900 | 0,925 | 0,950 | 0,975 | 0,995
2 | 0,684 | 0,726 | 0,776 | 0,842 | 0,929
3| 0565 | 0597 | 0,642 | 0,708 | 0,828
4] 0494 | 0525 | 0,564 | 0,624 | 0,733
5 | 0,446 | 0474 | 0,510 | 0,565 | 0,669
6 | 0,410 | 0436 | 0,470 | 0,521 | 0,618
7 | 0,381 | 0,405 | 0,438 | 0,486 | 0,577
8 | 0,358 | 0,381 | 0,411 | 0457 | 0,543
9 | 0,339 | 0360 | 0,388 | 0432 | 0,514
10 | 0,322 | 0,342 | 0,368 | 0,410 | 0,490
11 | 0,307 | 0,326 | 0,352 | 0,391 | 0,468
12 | 0,295 | 0,313 | 0,338 | 0,375 | 0,450
13 | 0284 | 0,302 | 0,325 | 0,361 | 0,433
14 | 0274 | 0,292 | 0,314 | 0,349 | 0,418
15 | 0,266 | 0,283 | 0,304 | 0,338 | 0,404
16 | 0,258 | 0,274 | 0,295 | 0,328 | 0,392
17 | 0,250 | 0,266 | 0,286 | 0,318 | 0,381
18 | 0,244 | 0,259 | 0,278 | 0,309 | 0,371
19 | 0237 | 0,252 | 0272 | 0,301 | 0,363
20 | 0,231 | 0246 | 0,264 | 0,294 | 0,356
25 | 021 | 022 | 024 | 027 | 032
30 | 0,19 | 020 | 022 | 024 | 0,29
35 | 0,18 | 0,19 | 021 | 023 | 0,27
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7 tabulky je vidél, jak se hodnoty v poslednich ¢tyfech sloupcich konstruuji — sloupec rozdilt se zbavi
znamének a mame sloupec absolutnich hodnot, které se sefadi podle velikosti. Dalsi sloupec obsahuje
odpovidajici poradi podle sloupce absolutnich hodnot, a posledni sloupec jen eventuelné prida nékterym
hodnotam zdporné znaménko, pokud toto zdporné znaménko bylo ve sloupci rozdili. Provedme nyni
Wilcoxonuv test:

K1: Hy: Kurs vyznamné nezlepsil techniku ¢teni (1 = ug)
H;: Kurs zménil kvalitu techniky ¢teni puq # po

K2: Kritériem bude minimalni ze souctti T, T_, kde T = soucet kladnych pofadi (v poslednim sloupci
tabulky); 7 = absolutni hodnota sou¢tu zapornych poradi W = min (T4, |T-]).

K4: Kritickou hodnotu Wy, uré¢ime z tabulky 7.7 pro Wilcoxonlv test (v prvnim svislém sloupci této
tabulky jsou hodnoty N). V naSem piipadé pro a = 2¢ = 0,05 a N = 7 oboustranného testu (tj
pro urceni sloupecku vezmeme zdhlavi o = 2¢) najdeme W), = 2.

Pro jednostranny test bychom pouzili v tabulce 7.7 zahlavi o = ¢q. Pokud N je dostatecné velké

(N > 25), lze W aproximovat normdlnim rozdélenim a pfislusnou U-hodnotu uréit ze vzorce

U— W NW+1)
v/ N(N+1)(2N+1)

(pak pro a = 0,05 miizeme pouzit zndmé kritické hodnoty +1,96).

K5: W =75>W; =2, tedy Hy NEzamitame. POZOR, u tohoto testu je rozhodnuti vedeno v opa¢ném
smyslu nez u vétsiny testd v této knize — pokud T’y reprezentuje soucet kladnych odchylek a T
soucet zapornych, tak zamitnuti Hy by nastalo tehdy, kdyz by néktera z téchto hodnot byla MENST
nez kritickd hodnota.

Pouzijeme-li aproximaci normalnim rozdélenim, tak U = —5,38 ¢ (—1,96;1,96), ¢ili Hy zamitdme
— zde uz postupujeme klasicky, tj. pokud vypoctena hodnota kritéria lezi mimo interval urceny
kritickymi hodnotami, tak Hy jsme zamitli.

7.5 Friedmanuv test

Priklad 7.5. Chceme porovnat schopnost vidéni v rtznych fazich dne. Ndhodné bylo vybrano 11 lidi a
provedeny zkousky zrakovych schopnosti rano, v poledne, odpoledne a vecer. Zaskala se nasledujici data
(¢isla v zdvorkach udavaji pofadi kazdého jednotlivce v dané ze Gtyf kategorii méfeni (rédno, poledne,
odpoledne, vecer)):

clovek rano poledne odpoledne vecer
1 1(2) 4 (3) 8 (4) 0 (1)
2 3(2) 2 (1) 4 (3) 13 (4)
3] 14 (4) 4(2) 7 (3) 2 (1)
4 10 (4) 4 (2) 9(3) 3 (1)
5 10 (4) 4 (2) 5(3) 3 (1)
6 4 (1) 12 (4) 10 (2) 11 (3)
7 10 (3) 3 (1) 11 (4) 9 (2)
8 1(2) 3(3) 10 (4) 0 (1)
9 12 (3) 11 (2) 13 (4) 10 (1)
10 10 (3) 0(1) 11 (4) 3(2)
11 2(2) 3(3) 13 (4) 1(1)
Ry =30 Ry=24 R3 =38 Ry=18

R; udava soucet potadi v daném sloupci.
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Tab. 7.7: Kritické hodnoty Wilcoxonova testu.

a=q | 0,05 | 0,025 | 0,01 | 0,005
a=2q | 0,10 0,05 | 0,02 0,01
5 0 - - -
6 2 0 - -
7 3 2 0 -
8 3 3 1 0
9 8 5 3 1
10 10 8 ) 3
11 13 10 7 9
12 17 13 9 7
13 21 17 12 9
14 25 21 15 12
15 30 25 19 15
16 35 29 23 19
17 41 34 27 23
18 47 40 32 27
19 93 46 37 32
20 60 42 43 37
21 67 58 49 42
22 75 65 35 48
23 83 73 62 54
24 91 81 69 61
25 100 89 76 68
26 110 98 84 75
27 119 107 92 83
28 130 116 101 91
29 140 126 110 100
30 151 137 120 109
31 163 147 130 118
32 175 159 140 128
33 187 170 151 138
34 200 182 162 148
35 213 195 173 159
36 227 208 185 171
37 241 221 198 182
38 256 235 211 194
39 271 249 224 207
40 286 264 238 220
41 302 279 252 233
42 319 294 266 247
43 336 310 281 261
44 353 327 296 276
45 371 343 312 291
46 389 361 328 307
47 407 378 345 322
48 426 396 362 339
49 446 415 379 355
20 466 434 397 373
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Provedeme nyni Friedmanuav test. Podobné jako kdyZz u experimenti typu ,vice vzorkd jednou“
pouzivame pii dvou vzorcich Manntiv—Whitnetiv test a pii vice nez dvou Kruskalulv—Wallistuv test, u
experimentu opakovaného méfeni (,,jeden vzorek vicekrat“) pouzijeme pii dvou podminkich Wilcoxontiv
test a pfi vice podminkach Friedmanuv test.

K1: Hj: Vidéni za riznych podminek se vyznamné nelisi;
Hy: lisi.

a) Promalé N, J:

K2: Kritériem je S = Z‘ll R} — IN?-J(J +1)%
K4: Pro urceni kritické hodnoty Sj uzijeme tabulku 7.8 pfi o = 0,05.
K5: Pokud S > S, zamitame Hy.

b) Pro vétsi N, J:

K2: Kritériem je x2 = ﬁ . <le Rf) —3N(J+1).

K3: Pii platnosti Hy m4 nase kritérium rozdéleni y?(J — 1).
K4: Pro a = 0,01 je kritickd hodnota x7(3) = 11,34.
K5: x2=11,95 > 11,34, tedy Hp zamitame.

7.6 Spearmanuv koeficient korelace mezi poradimi

Priklad 7.6. Zajima nas, zda existuje vztah mezi ndvstévami vézeni a kvalitou vézeniského zivota. Tu-
Sime, ze tento vztah by mohl byt pfimou timérnosti, tj. ¢im vétsi pocet navstév je ve vézeni povolen, tim
vétsi kvalitou vézni ocenuji vézensky zivot. Ziskali jsme data z deseti véznic a chceme tato data zpracovat:

vézeni poradi po¢tu navstév poradi kvality d; d?
1 1 1,5 0,5 0,25
2 2.5 3 0,5 0,25
3 2,5 1,5 -1 1
4 4 5 1 1
5 5 5 0 0
6 6 8,5 25 6,25
7 7 5 -2 4
8 8 7 -1 1
9 9 8,5 -0,5 0,25
10 10 10 0 0

Nyni bychom mohli pouzit Pearsontv korela¢ni koeficient (kapitola 4), ale v pfipadé, Ze vystupem méfeni
(= druhy sloupec tabulky dat) jsou nikoli absolutni hodnoty, ale pofadi, vhodnéjsi je p = Spearmantiv
koeficient korelace mezi poradimi:

6> d;

N(N2-1)
V nasem prikladu je p = 0,915, coz je dost vysoka korelace — pfi jejim statistickém posouzeni je déle
jesté mozné pouzit test napriklad s vyuzitim specielni tabulky kritickych hodnot, kterou poskytl pan
Spearman, tabulky 7.9. Podle této tabulky pro N = 10 a a = 0,05 dostaneme p; = 0,65, tj. protoze
p = 0,915 > p, = 0,65, tak korelace je vyznamnd i statisticky.

p=1-
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Tab. 7.8: Kritické hodnoty Friedmanova testu.
N J=37TN | J=4 N | J=5 N | J=6
3 18 2 20 2 38 2 64
4 26 3 37 3 64 3 103,5
5 32 4 52 4 88
6 42 5 65 5 112
7 50 6 76 6 136
8 50 7 91
9 56 8 102
10 62 9 115
11 72 10 128
12 78
13 86
14 86
15 96
16 104
17 104
18 114
19 122
20 126
21 128
22 134
23 136
24 150
25 152
Ry =30 Ry =24 R3 =38 Ry =18




214

NEPARAMETRICKE TESTY

Tab. 7.9: Kritické hodnoty pro Spearmaniv test vyznamnosti korela¢niho koeficientu p.

o=
N | 020 010 005 002 001

4 1,00

5| 080 0,90 1,00

6| 066 08 08 094 1,00

71 057 071 079 089 0,93

8 | 052 064 074 083 0,88

9 | 048 060 068 078 0,83
10 | 045 056 0,65 073 0,79
11 | 041 052 061 071 0,77
12 | 0,39 050 059 068 0,75
13 | 0,37 047 056 065 0,71
14 | 0,36 046 054 063 0,69
15 | 0,34 044 052 0,60 0,66
16 | 0,33 042 051 058 0,64
17 | 0,32 041 049 057 0,62
18 | 0,31 040 048 055 0,61
19 | 0,30 039 046 054 0,60
20 | 029 038 045 053 058
21 | 0,29 037 044 051 0,56
22 | 028 0,36 043 050 0,55
23 | 027 035 042 049 054
24 | 027 034 041 048 0,53
25 | 0,26 034 040 047 0,52
26 | 026 033 039 046 0,51
27 | 025 032 038 045 0,50
28 | 0,25 0,32 038 044 0,49
29 | 0,24 031 047 044 0,48
30 | 024 031 036 043 047
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Pojmy k zapamatovani

— Tato kapitola oproti vétsiné predchozich kapitol predstavuje tzv. neparametrické statistické
testy. U parametrickych testti byl obycejné néjaky parametr rozdéleni neznamy, a ten
byl podroben danému testu (napf. p, o). Nyni u neparametrickych testt zadny takovy
parametr neni u daného testu k dispozici — odtud nazev ,neparametrické”.

— Parametrické testy vétsinou lépe a rychleji vyvrati hypotézu H (fe¢eno obratem z kapitol
13 a 14 textu BMA3, maji vétsi silu) — coz je jejich cilem, pokud skuteéné Hy ma byt
zamitnuta. KdyZ ovSem nejsou splnény tfi diilezité predpoklady POUZITELNOSTI téchto
testl (viz tvodni odstavec této kapitoly 7), méame k dispozici pouze testy neparametrické.

— Tabulka 7.5 uvadi prehled statistickych testii neparametrickych i parametric-
kych pouzitych v tomto textu, spoleéné s prehledem situaci a vhodnosti jejich
pouzitelnosti.

Kontrolni otazky

1. U nésledujicich vyrokt rozhodnéte, zda se jedné o vyrok pravdivy ¢i nepravdivy.

a) Pokud u t-testu neni splnén pfedpoklad homogenniho (= stejného) rozptylu, mame k
dispozici neparametricky Kruskaliv—Wallistiv test.

b) Manniv—Whitneytv test a Kruskaliv—Wallistiv test pouzivaji podobnou filosofii — misto
jednotlivych hodnot méfeni zpracovavaji jen poradi téchto méfeni v souboru uspoiada-
ném podle velikosti hodnot.

c¢) Pokud W < W, u Wilcoxonova testu, tak Hy nezamitame.

d) Neparametrické testy maji obecné vétsi silu (= vétsi schopnost spravné zamitnout Hy,
kdyz neplati).

e) Kolmogoroviiv—Smirnoviv test uziva ve svém kritériu distribué¢ni funkce — jak teoretic-
kého, tak empirického rozdéleni.

f) U Friedmanova testu nas zajima potadi nikoli vzhledem k rtiznym podminkam, ale
vzhledem k rtiznym lidem v kazdé podmince.

g) Wilcoxontv test pfifazuje poradi absolutnim hodnotdm rozdili.

h) Test planovaného srovnéni (viz oddil 5.0.2) je neparametricky.

Odpovédi na otazky

la) — N (spravné je k dispozici Manntv-Whitnetv test), 1b) — A, 1c) — N (Wilcoxontv test
je vyjimkou z vétSiny testi v tomto textu), 1d) — N (pravé naopak, parametrické testy maji
vétsi silu, protoze neparametrické testy uzivaji vétsinou spise jen poradi méfenych hodnot néz
primo tyto hodnoty), le) — A, 1f) — N (je to naopak, pravé u Friedmanova testu pouzivame
poradi ,NAPRIC“ - vzhledem k rfiznym podminkdm u daného ¢lovéka), 1g) — A, 1h) — N
(Nejsem si stoprocentné jisty, protoze jsem necetl vSechny dikazy a odvozeni, ale planované
srovnani podle mne vychézi z pfedpokladu normalniho rozdéleni ptivodni populace; a i kdyby
tato myslenka nebyla spravna, z povahy Hy : 72 = 1 je vidét, Ze se testuje hodnota parametru
— tedy parametricky test).
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Cvicdeni

1. Je provadén experiment, ktery ma zjistit, ze ocekavani u ¢lovéka ovliviuje vysledek experi-
mentu. Kazdému z deviti ndhodné vybranych ucitelt Ustavu matematiky je pFidélen jeden
nahodné vybrany student. Ctyiek ucitelim je neformalné feceno, Ze jejich student je hloupy,
péti ostatnim je feceno, Ze jejich student je celkem inteligentni. Pak kazdy vyucujici podrobil
svého studenta testu ze statistiky, a peclivé pfitom pokladal otazky a zaznamenéaval pocet
chyb. Ziskala se data

a) U studentt, ktefi byli oznaceni za celkem inteligentni: 6, 8, 5, 12.

b) U studentt, ktefi byli oznaceni za hloupé: 10, 2, 14, 9, 4.

Ovérte neparametrickym testem, zda tato data potvrzuji hypotézu, ze vyucujici, ktery stu-
denta pfedem (= a priori) povazuje za chytrého, mu napo¢itd méné chyb.

2. Délniky na stavbé zajima otézka, zda maji vice knih politici nebo psychologové. Navstivi
kancelafr nékolika z nich a spocitaji vSechny knihy na regalech. Urcete pomoci neparametric-
kého testu, zda existuje vyznamny rozdil v po¢tu knih u téchto dvou profesi.

Politikové (9 lidi): 87, 72, 65, 54, 67, 76, 73, 82, 104.
Psychologové (12 lidi): 131, 94, 77, 88, 116, 90, 87, 76, 95, 164, 127, 77.

3. Dva politologové se zabyvaji otazkou, jak se méni nalada ptiznivett CSSD a ODS. Mayji hy-
potézu, ze voli¢ci ODS jsou stale vice odrazovani vystielky své strany a jejich zapojeni v
regionalnich i narodnich volbach klesé. Proto se zeptali t¥i ¢lentt CSSD a étyi élentt ODS, jak
¢asto se tcastnili voleb v poslednich nékolika letech. Zjistili toto: Clenové CSSD ... 4, 3, 1;
¢lenové ODS ... 2, 1, 0, 0. Ovérte neparametrickym testem, Ze ¢lenové ODS voli méné nez
¢lenové CSSD.

4. Lékovédec Jan Zeleny zkoumal vliv nového léku na pacienty trpici nespavosti. Nahodné vy-
branych patnact pacienti rozdélil na t¥i skupiny po péti, z nichZ skupina 1 uzivala 1ék A,
skupina 2 1ék B a skupina 3 neuzivala zadny 1ék. Ziskal data vyjadiujici pramérny pocet ho-
din spanku kazdého z pacientii. Pak tato data sefadil podle pofadi od nejlepsiho k nejhorsimu
ve smyslu jejich schopnosti spat. Provedte pro tato data neparametricky test:

lék A 1ék B zadny 1ék

3 1 2
6 ) 4
11 9 7
12 10 8
15 14 13

Vysledky

ad 1. Pouzijeme Manntiv—Whitneytiv test:
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hodnota
poradi

2 4 8 9 10 12 14
1 2 5
skupina | H H

6 7 8 9

5 6
3 4
I I I H H I H

Pak U; = Uy =20+ 15 —-25 = 10, Uy = 20 + 10 — 20 = 10, odtud 10 > Uy = 1, tj. Hyp
nezamitdme (inverzni vlastnosti pro zamitnuti na rozdil od vétsiny test v tomto textu), oba
soubory se statisticky vyznamné nelisi (tzv. ,halé efekt*) se tedy mezi vyuéujicimi UMAT
nerozs§iril statisticky vyznamné.

ad 2. Pouzijeme opét Manniv—Whitneytv test: pfi urcovani poradi napt. dvé hodnoty 76 maji
poradi 6,5, dvé hodnoty 77 maji poradi 8,5, apod.

12-13 9-10
— 171 =15, U2:9-12+T—60:93,

Up=9-12+

tedy U = 15 < 26 = U, a ZAMITAME H, (inverzni vlastnosti pro zamitnuti na rozdil od
vétSiny testll v tomto textu), mezi profesemi je vyznamny rozdil.

ad 3. Pouzijeme Manntiv—Whitneiv test:

hodnota 0 0 1 1 2 3 4
poradi 1.5 1,5 3,5 3,5 5 6 7
skupina | ODS ODS ODS CSSD ODS CSSD (SSD

Pak Uy = Uppsl0,5, Us = UCSSD = 1,5, tedy U = 1,5. Tabulkova hodnota neni k dispozici,
proto pouzijeme aproximaci normélnim rozdélenim, dostaneme

1.5 — 34
IR R —1,591 € (—1,96;+1,96),
3-4(3+4+1)
12

tedy Hp nezamitame, rozdily mezi stranami nebyly testem prokazany. Je vidét, ze mensi pocet
méfeni ma malou vypovédni silu.

ad 4. H = 0,86, coz neni statisticky vyznamné, tj. jednotlivé skupiny se nelisi.
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8 Operac¢ni vyzkum

Pruvodce studiem

V této kapitole si nejdrive jsme nejdfive na riznych prikladech z praxe ukdzeme, Ze vsechny se daji
popsat pomoci linedrnich funkci a tedy Ze se daji resit metodami linearniho programovani.

Dile se budeme nejdfive zabyvat grafickym rfesenim a ndslednou analyzou citlivosti, tj. tim, jak se
zméni reseni pri zméné nékterého ze vstupnich parametra dlohy.

Potom prejdeme k algebraickému reseni. UkaZeme si prevedeni tlohy na kanonicky tvar pomoci po-
mocnych proménnych a pripadné pouziti umélych proménnych. Sezndamite se se simplexovou metodou
reseni dloh linedrniho programovani.

V zdvéru kapitoly se budeme vénovat nékterym iskalim simplexové metody, zejména degeneraci,
neexistenci nebo nejednoznacnosti reseni.

Cile
Po prostudovani této kapitoly budete schopni:

e Slovné zadanou tlohu vyjadfit matematickymi vztahy.
e Prevést tlohu na kanonicky tvar.

e Umét pouzivat pomocné a umeélé proménné.

e Resit tlohy linearniho programovani.

e Provadét analyzu citlivosti.

e Chépat omezeni a tuskali feSeni tlok linedrniho programovéani.

Co je to opera¢ni vyzkum a kdy vznikl? Jak uz nazev napovida, jedna se o vyzkum operaci.
Systematicky Gitok na tuto oblast védéni byl zahajen v prubéhu druhé svétové valky. Ano, a ope-
race, o kterych se zde mluvi, byly puvodné operace vojenského charakteru: taktické, organizac¢ni
i zasobovaci.

Metody operac¢niho vyzkumu tedy spojuje zejména oblast praxe, ve které vznikaly — spadéd sem
optimalni rozdélovani surovin, vyrobkt a pracovnich sil, planovani projekt, tlohy zasobovani,
feSeni problémti opotfebeni a obnovy zafizeni, otdzky spojené s ¢ekédnim na obsluhu, vybér
nejlepsi strategie, stanoveni harmonogramu ¢innosti, atd. Po valce se vyzkum téchto otazek ne-
zastavil, protoze dané poznatky nachézely své uplatnéni zejména v ekonomice, kde se setkdvame
prakticky se stejnymi situacemi (konec konct, ekonomika je také trochu vélka).
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7 teoretického hlediska jsou vSak problémy vzniklé na jednom bitevnim poli feSeny v mnoha ob-
lastech matematiky: problém optimalniho rozdéleni zdrojt a pracovnich sil se prevedl na hledani
maxima nebo minima linedrni funkce (disciplina: linedrni programovéni) nebo nelinearni funkce
(discipliny: matematické programovéani nebo nelinedrni programovéani). Planovani projektu naslo
své feSeni v tlohéach sitové analyzy (teorie grafi). Volba optimalni strategie podnitila rozvoj ce-
lého védniho oboru — teorie strategickych her. Teorie pravdépodobnosti prinesla svou trochu do
mlyna v otazkach front (nemysli se fronty véle¢né, ale fronty v opravné, menze, bance, na maso
nebo na mobil). Sekvenéni, opakujici se procesy vedly k rozvoji dynamického programovani,
fesiciho tlohy uzitim jakychsi rekurzivnich optimaliza¢nich algoritmii.

Zkratka a dobfe, dnesnimu studentovi se pfredmét zvany operac¢ni vyzkum muze jevit jako ex-
kurze do mnoha rtznych oblasti matematiky. A skutecné, snad kazd4d z matematickych disciplin
mé k nékterému z uvedenych problémt co Fict. A prece existuje néco, co vSechny tyto me-
tody spojuje: snaha nalézt optimum — podle danych kritérii ty nejlepsi hodnoty uvazovanych
promeénnych, nejlepsi feSeni studované situace.

Latinské ,,optimus“ znamend ,nejlepsi“. My ve svém vyjadfovani nepouzivame pouze slovo ,,0p-
timalni“ (= nejlepsi), ale i ,,optimalnéjsi“ (= vice nejlepsi) a ,nejoptimalnéjsi“ (= nejvice nej-
lepsi). A tato humorné situace, kterou ndm pfipravila nase drahé cestina, dobie vystihuje, jaci
vlastné jsme: nestaci nam mit to nejlepsi, ale hledame jesté néco vice. Preji vam, abyste to
nejlepsi z nejlepsich ve svém zivoté objevili.

8.1 Linearni programovani

Pfedmétem linedrniho programovani je reSeni tdlohy, jejiz matematicky tvar zni:

n
naleznéte minimum (nebo maximum) funkce z = ) ¢;jz; za omezujicich podminek
i=1
xz; >0proj=1,2,...,n (tzv. trividlni podminky),

n
> ajjz; < b; (nebo =b; nebo >b;) proi =1,2,...,m.
j=1

Na tlohéch linedrniho programovani neni nejzajimavéjsi matematickd formulace nebo feSeni (i kdyz
algoritmus feSeni ma krasny geometricky vyznam), ale to, kolik rtznych tloh z praxe lze na tento
matematicky model pievést. Uvedme nyni nékolik typickych predstavitelil z oblasti ekonomické praxe.

Priklad 8.1. Spole¢nost RED vlastni zavod na vyrobu vnitinich a venkovnich natéri domu. K vyrobé
se pouziva dvou zékladnich surovin A, B. Maximalni denni dostupnost suroviny A je 6 tun, suroviny B
8 tun. Na vyrobu jedné tuny vnéjsiho natéru je potfeba 1 tuna A a 2 tuny B, na vyrobu jedné tuny
vnitifniho nétéru 2 tuny A a 1 tuna B. Prizkum trhu ukézal, ze

a) denni vyroba vnit¥niho natéru nesmi piekrodit denni vyrobu vnéjsiho natéru o vice nez 1 tunu;

b) denni vyroba vnitfniho natéru nesmi pfekrocit 2 tuny.

Prodejni cena 1 tuny vnéjsiho natéru je 3000 dolart, vnitfniho 2000 dolart. Jaké mnozstvi obou natériu
musi spole¢nost vyrabét, aby byl jeji obrat maximalni?
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Matematicka formulace ulohy:

1. oznacime proménné:

x ... denni vyroba vnéjsiho natéru (v tundch)
y ... denni vyroba vnitifniho natéru

2. budeme hledat maximum funkce z = 3z + 2y, kterd vyjadiuje denni obrat (v tisicich dolart).

3. omezujici podminky:

omezeni na spotiebu suroviny A:

na vyrobu vnéjsiho natéru se spotiebuje x tun suroviny A denné
na vyrobu vnitiniho natéru se spotfebuje 2y tun suroviny A denné

maximalni dostupnost suroviny A je 6 tun denné
celkem tedy dostavame omezeni: 1. x + 2y < 6

omezeni na spotfebu suroviny B: 2. 2x +y < 8

ad prizkum trhu a): 3. y —z <1
ad prizkum trhu b): 4. y <2

trividlni omezeni, chceme vyrobit kladné mnozstvi obou natért: 5.

6.y >0.

zkusenosti je zndma néasledujici tabulka:

typ pujcky uroky | pst zadluZeni
osobni 0,14 0,1
automobilova | 0,13 0,07
domaci 0,12 0,03
zemédélska 0,125 0,05
obchodni 0,1 0,02

x>0

vvvvvv

ZadluZeni nevykazuje zadny trokovy zisk. Konkurence jinych penéznich instituci v regionu vyza-
duje, aby banka pridélila alespoti 40% z vybranych 12 miliéni na zemédélské a obchodni pujcky.
Daéle domaci ptjcky musi nabyt objemu aspon jako automobilové a osobni pujcky dohromady.
Celkova pravdépodobnost zadluzeni nesmi presdhnout 0,04. Jaké je optimalni rozdéleni danych

12 miliéna?

Matematicka formulace alohy:

1. oznaCime proménné:

r1 ...
o ...
r3 ...
g ...
Ts ...

osobni ptjéky (v miliénech)
automobilové pijcky
pujcky doméacnostem
zemédélské puijcky
obchodni ptjcky

2. budeme maximalizovat rozdil ,zisk z Grokt“ minus ,ztracené fondy*, tj.

z=(0,14-0,921 +0,13-0,9322+0,12-0,9723 + 0,125- 0,95 24
+0,1-0,9825) — 0,121 —0,0722 — 0,033 —0,0524 — 0,02 x5.
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Po tpravé dostaneme
z=0,026x1 4+ 0,0509 x5 + 0,0864 x5 + 0,06875 x4 + 0,078 5.
3. omezujici podminky:

— banka na pijcky vyhradila 12 miliént: z; 4+ o + 23 + 4 + x5 < 12

aspon 40% pijéek musi byt zemédélské nebo obchodni: 24 + x5 > 0,4 - 12
— omezeni na pljcky domacnostem: x3 > x1 + =2
— omezeni celkového zadluZeni:

0,11 +0,0722 40,0323+ 0,0524 + 0,02 x5
T+ T2+ T3+ x4+ x5

<0,04

(aby toto omezeni bylo linedrnim, musime je zbavit zlomku)

— trividlni omezeni: z; >0 prot=1,...,5.

Matematicka formulace problému je opét tlohou nalezeni maxima z linearni funkce za linedrnich
omezeni, tj. tlohou linedrniho programovani.

Priklad 8.3. Pozemkové hospodafeni. Spole¢nost BIRD vlastni 800 hektart ptudy u jezera
Ozark. V dané oblasti jsou vydana nasledujici bezpec¢nostni opatieni, aby se zamezilo znecisténi
vody:

1) Mohou zde byt stavény jen domy pro jednu az tii rodiny, pfi¢emz domi pro jednu rodinu
musi byt aspoii 50%.

2) Aby byl omezen pocet odpadnich nadrzi, je vyzadovana minimdalni rozloha

2 hektary na dm pro 1 rodinu
3 hektary na déim pro 2 rodiny
4 hektary na dim pro 3 rodiny

3) Na 200 rodin musi byt vyhrazena rekrea¢ni plocha 1 hektaru

4) Podzemni voda nesmi byt ziskdvana za celem pouziti v rodinach nebo na zahradé.

Odhaduje se, ze 15% plochy z danych 800 hektart bude vyuzito k budovani ulic a pFistupovych
cest. Zisk u jednotlivych typt domu je:

d@m pro 1 rodinu ... 10 000 $
dtm pro 2 rodiny ... 15 000 $
dtm pro 3 rodiny ... 20 000 $

Cena pfivodu vody je pfimo tmeérnad poctu postavenych domtd, ale minimalné se jedna o 100
000 $. Dale spotieba vody ptivadéné novym piivodem je omezena na 200 000 galonii denné.
Nasledujici tabulka shrnuje tdaje ceny a spotieby vody:
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typ domu 1 rodina 2 rodiny 3 rodiny rekreac¢ni plocha
cena privodu ($) 1 000 1200 1 400 800
spotieba vody 400 600 840 450
(galony/den)

Jak vyuzit pozemek, aby zisk byl maximalni?

Matematicka formulace alohy:

1. oznacime proménné:

1 ... pocet postavenych domi pro 1 rodinu
o ... pocet postavenych domi pro 2 rodiny
x3 ... pocCet postavenych domi pro 3 rodiny
x4 ... pocCet rekreacnich ploch

2. budeme hledat maximum funkce z = 10000 z; + 15000 x5 + 20000 z5.
3. omezujici podminky:

— omezeni poctu domit: 221 + 322 +4x3 + x4 < 680

— domt pro 1 rodinu je aspon 50%: x1 > x5 + x3

— miniméalni pocet rekreac¢nich zafizeni: x4 > %

— pripojky by mély pokryt pofizujici cenu pfivodu vody:

1000 z1 + 1200 z2 + 1400 z3 + 800 x4 < 100000

— omezeni na spotiebu vody:

400 z1 + 600 x2 + 840 z3 + 450 x4 < 200 000

— trivialni omezeni: z; >0 proi=1,...,4.

Priklad 8.4. Jizdni fdd autobusi. Progresivni dopravni podnik studuje autobusovou sit
ve mésté. Bylo zjisténo, kolik autobusi béhem dne je tfeba (pocet autobust je stejny vzdy ve
¢tyfhodinovém ¢asovém useku):
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pocet autobust

10

12

12

24 hodiny

Vytvoite rozvrh vyuziti autobusii tak, aby kazdy autobus pracoval 8 hodin po sobé, a pak mél

16 hodin volno.

Matematicka formulace alohy:

1. proménné x; ... pocet autobusd pracujicich béhem rtznych smén

2. budeme hledat minimum funkce z = ) x; vyjadiujici celkovy pocet autobusii v prostoru.

3. zadani je nejasné: nevime, kolik smén by mélo byt a kdy zacinaji.

Pri t¥isménném provozu:

1. sména 800 _ 1690
2. sména 1600 — 2400
3. sména 2400 —

800

1131210
x2212
:13328

= 2z =21 + 29 + a3 > 30.

Lepsiho vysledku lze dosdhnout v Sestisménném provozu:

SO W N~

. sména
. smeéna
. sména,
. smeéna
. sména
. smeéna

000 _
400
800
1200 _
1600 _
2000 _

800

— 120
— 16%

2000

2400
400

L1
T2
L3
L4
L5
L6



224 OPERACNI VYZKUM

6
tj. minimalizujeme funkce z = > z; za omezeni

i=1
T +x6 > 4
r1+x2 > 8
To + a3 > 10
r3+xy > 7
T4+ x5 > 12
x5 +we > 4

z; > 0 ,:=1,...,6

Tato tloha ma feseni (0,10,0,12,0,4), tj. minimalni pocet autobust je 26.

8.2 Grafické reseni ulohy linearniho programovani

Zabyvejme se nyni nejprve grafickym feSenim naseho matematického modelu. Z geometrického vyznamu
feSeni ulohy lze totiz odvodit obecny algebraicky postup TeSeni. VSe bude vysvétleno na prvnim
zformulovaném prikladu vyroby dvou natéru.

Ad Piiklad 8.1. Naleznéte maximum funkce z = 3z + 2y za omezeni

r+2y <6
2z +y <8
—r+y <1
y <2
x>0
y=>0

Sok Wb

Reseni. Jednd se o tlohu nalezeni globalniho extrému funkce z na mnoziné pfipustngch hodnot (ozna¢me
ji M) zadané Sesti omezenimi. Kazdé omezeni jednozna¢né urcuje jednu polorovinu. VSechna omezeni
musi platit souc¢asné, tj. mnozina M je prunikem Sesti polorovin (viz obr.8.1):

Studujme nyni vrstevnice funkce z na mnoziné M:

Vrstevnicemi jsou kfivky tvaru 3z + 2y = d, kde d je hodnota vrstevnice; tj. rovnobézné piimky
y = f% + %. Pokud libovolnou z téchto vrstevnic posunujeme ve sméru riustu funkce z (= sméru
ristu konstanty d) kolmém na vSechny vrstevnice, dojdeme k optimélnimu feSeni, kterym je posledni
neprazdny prinik vrstevnice s maximalni hodnotou na M a mnoziny M.

V nasem pfipadé je optimum v bodé A, ktery ziskdme jako prusecik primek 1 a 2 . Optimalni hodnota

funkce z v bodé A je

10 4 33
A)=3. = +2.2 -2
#(4) 5 T2 373

Poznamka 8.5. Protoze grafem funkce z je rovina, optimum musi lezet v nékterém vrcholu mnoziny
piipustnych hodnot (nebo ve vice vrcholech, pokud klicova vrstevnice prochazi vice vrcholy).

Optimalni feSeni neexistuje, pokud

— mnozina M je prazdna

— mnozina M je neohrani¢end ve sméru rustu funkce z.
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klicova vrstevnid

vrstevnice z = 6
4+ -

/DS

smér rustu funkce z

2,
07
—>
ok
1 1 1 1 1
2 . 0 1 2 3

Obr. 8.1: Grafické znazornéni feseni Prikladu 8.1.

Netrivialni omezeni se nazyvaji

— kliéova ... pokud prochézi bodem optima

— neklicova ... pokud neprochézi bodem optima.

8.3 Analyza citlivosti na zakladé grafického nahledu

Zabyvejme se nyni chvili analyzou citlivosti, tj. tim, jak se zméni feSeni pfi zméné nékterého ze vstupnich
parametrt ulohy. Podle toho, jaky parametr se méni, odpovézme u Prikladu 8.1 na nésledujici otazky:

a) Jak moc mé smysl zvySovat pravou stranu kli¢ovych omezeni, aby se zlepSovala optimalni hodnota

funkce 27

b) Jak moc mé smysl snizit pravou stranu nekli¢ovych omezeni, aby hodnota optima ztstala zacho-

vana?

c¢) Pokud bychom chtéli zajistit zvySeni pravé strany nékterého z klicovych omezeni, které z nich mé

nejvétsi prioritu?

d) Jak moc muZeme ménit koeficienty funkce z, aby bod optima ztstal zachovan? (funkéni hodnota

v bodé optima se samoziejmé zméni)

Ad Priklad 8.1.
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ad a)

ad b)

Kli¢ovd omezeni jsou 1 a 2 .

Omezeni 1 :x+2y <6

Graficky je tato situace znazornéna na obr.8.2. Pokud posunujeme pfimku 1 ve sméru ristu funkce
z, pri posunu az do 1’ se toto omezeni stava nadbyteénym, nebof mnozina pfipustnych hodnot se
nemeéni pfidanim nebo odebranim omezeni 1’ . Posunovat 1 déale nez do 1’ tedy nema smysl.

)@ A

B
il @)
A
o,
2k
1 1 1 1 1 1 1 1 1 1 1
-2 -1 0 1 2 3 4 5 6 7 8

Obr. 8.2: Grafické znazornéni posunuti pirimky klicového omezeni.

Nahradime-li tedy v nasem pripadé omezeni 1 omezenim 1’ , optimum bude nyni v bodé B, coz
je prusecik omezeni 2 a 4 :

B=[32=2B)=3-3+2-2=13

Bel =1:2+2y<T7

Omezeni 2 : 2z +y <8
Graficky je tato situace zndzornéna na obr.8.3. Pfimku 2 ma smysl posunovat az do 2’ , kdy se
omezeni 2’ stdvd nadbyteénym (jeho pfiddnim nebo odebrdnim se neméni mnozina p¥ipustnych
hodnot).
Nahradime-li v nasem pfipadé omezeni 2 omezenim 2’ , optimum nastane v bodé C', coz je prusecik
omezeni 1 a 6 :

C=1[6;0]=2(C)=3-6+2-0=18

Ce2=2:2x+y<12

Neklicova netrividlni omezeni jsou 3 a 4 . Protoze neprochéazi bodem optima A puvodni tlohy,
miuzeme jejich pravou stranu snizovat, aniz by se bod optima zménil. Tato situace je znazornéna
na obr.8.4.

Omezeni 3 lze ménit az na 3’ , tj.

Aed =3 —z+y<-2.
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Obr. 8.3: Grafické znazornéni posunuti primky klicového omezeni.

4

2+

R
N
ok
-
N
w
N
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~
o L

Obr. 8.4: Grafické znazornéni posunuti piimek neklicovych omezeni.

Omezeni 4 lze ménit az na 4’ | tj.

Acd =4 .y

IN
Wl



228 OPERACNI VYZKUM

10 4

V obou piipadech zmény ziistdva optimum v bodé A = [ 2] tj. z(A) = 28 je optimalni funkéni

hodnota.

ad c¢) Shriime modifikace netrividlnich omezeni do tabulky:

omezeni prava strana se zméni o ... zména funkce z jednotkova
zména 2
1 7—6 =1 (bod optima ... B) 2(B) — z(A) = % ﬂﬁ:%
2 12 — 8 =4 (bod optima ...C) | z(C) — z(A) = £ %:%
3 —2—1= -3 (bod optima ... A) | z(A) —z2(4) =0 %3 =0
4 3—2=—2 (bod optima ... 4) | 2(A) —2(A)=0 | =25 =0

Udaje uvedené v poslednim sloupci tabulky jsou tzv. stinové ceny, tj. stinova cena pifslusna da-
nému omezeni = zména funkce z pfi jednotkovém zvysSeni pravé strany klicového omezeni a nebo
jednotkovém snizeni pravé strany neklicového omezeni.

Stinové ceny neklicovych omezeni jsou vzdy nulové. Maximalni stinova cena urcuje omezeni s
nejvétsi prioritou zmény pravé strany, tj. omezeni 2 ma nejvétsi prioritu zmény pravé strany.
ad d) Odpovézme napf. na otdzku, jakd zména koeficientu a funkce z = ax + 2y jesté zachova bod

optima A?

Odpovéd lze opét odvodit z geometrického nazoru: Aby bod A zistal bodem optima, vrs-
tevnice funkce z musi mit sklon mezi dvéma meznimi hodnotami urcenymi sklony pfimek 1 a 2

piimka 1 : y:—%x—l—f‘i ) .
porovnanim  koefici-

vrstevnice funkce z:  y = —gx + g entfl 1 2 mAme:

pfimka 2 : y = —%x—i—S

a 1 4
*5 S <2,2> = ac <1,4>

Tj. bodem optima ztstane A, pokud cena venkovniho natéru se pohybuje v rozmezi od 1 do 4 tisic
dolarti.

7Z ptikladu je vidét, ze analyza citlivosti je stejné dilezita jako feSeni piivodni tlohy.

8.4 Algebraické reseni ulohy linearniho programova-
ni — simplexova metoda
Mezi vsemi formulacemi ulohy linedrniho programovani existuje jeden piesny, tzv. kanonicky tvar, ktery

je jediny vhodny pro pouziti algebraického feseni. Pokud tloha neni v kanonickém tvaru, musime ji na
tento tvar prevést.

Tak tedy, kanonicky tvar je charakteristicky tim, ze

— v8echna omezeni jsou rovnicemi

— vSechna omezeni maji nezdpornou pravou stranu
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— pro vSechny proménné z; plati: z; > 0
Priklad 8.6. Nasledujici ilohu prevedte na kanonicky tvar:

naleznéte minimum funkce z = 2 x1 + 3 ro za omezeni

1+ 29 =10
—2x1+ 329 <=5
Trx1—4x0 < 6
r1 € R

T2 Z 0

Reseni. Zapornou pravou stranu omezeni jednoduse odstranime vynasobenim nerovnosti ¢islem (—1).

Nerovnost prevedeme na rovnici tak, ze v pripadé < k levé strané pricteme, v pfipadé > od levé strany
odeéteme, novou nezapornou proménnou p.

Poslednim problémem je nahradit neohrani¢enou proménnou x; € R néjakymi nezdpornymi proménnymi.
Toho lze docilit nap¥. substituci x; = z} — zf, kde 2} > 0, z{ > 0. Libovolné realné ¢islo 1ze skuteéné
vyjadrit jako rozdil dvou nezdpornych ¢isel, napf.:

r1=2 = 21=2 2/=0

r1=-3 = z}=0, 2] =3

Kanonicky tvar tlohy tedy bude:

naleznéte minimum funkce z = 2 (¢} — z!) + 3 x2 za omezeni

/ "
7 — 21 +x2 = 10

227 —22{ —329—p1 = 5
Tay —Tal —4dxo+py = 6

»’8'120, fC/fZU, x2203 plzov pQZO

Prevod na kanonicky tvar je sympaticky v tom, ze zachovava feSeni ptvodni tlohy. Tedy fe-
Seni tulohy v kanonickém tvaru je stejné jako Feseni pivodni tlohy (omezime-li se na pivodni
promeénné).

Pri algebraickém feSeni se vyuziva toho faktu, Ze optimum funkce z musi nastat v nékterém z
vrcholtt mnoziny pripustnych hodnot. V algoritmu feseni tedy najdeme néjaky libovolny vrchol
mnoziny piipustnych hodnot. Potom vybereme ten z jeho sousednich vrchold, ve kterém nastane
nejvétsi ,zlepSeni“ funkce z (,zlepSeni® = zvySeni pfi maximalizaci a sniZeni pfi minimalizaci)
a presuneme se do néj. Proces vybéru sousedniho vrcholu, ktery ,zlepsuje“ funkci z, opakujeme
tak dlouho, dokud to jde. KdyZ vSechno dobfe dopadne, jsme na konci procesu v optimalnim
vrcholu.

Jesté poznamka k nazvu metody: pokud mnozina pfipustnych hodnot je ohranic¢end a pocet
jejich vrchold je o 1 vétsi nez jeji dimenze, nazyvame ji simplex. Odtud i nazev simplexova
metoda, nebot se v daném kroku pohybujeme mezi vrcholy ur¢itého simplexu.

Ad Priklad 8.1 Celou metodu vysvétlime na nasem piikladu vyroby natérd, jejiz kanonicky tvar je:
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naleznéte maximum funkce z = 3x + 2y za omezeni

T+ 2y + p =6
2¢ + y + p2 =8
—x+ y + p3 =1

Y +ps =2

Z, Y, P1, P2, P3, P4 > 0.

Reseni. Kanonicky tvar tlohy prepiseme do tzv. simplezové tabulky:

T Yy p1 p2 P3 pa | FeSeni
z -3 =2 0 0 0 0| =0
pp| 12 1 0 0 0| 6
p2| 2 1 0 1 0 0| 8
ps|-1 1 0 0 1 0 1
ps/ 0 1 0 0 0 1 2

Vysvétleni k tabulce:
V prvnim fadku tabulky jsou oznaceny sloupce pfislusné jednotlivym proménnym. Ve druhém fadku jsou
zapsany koeficienty rovnice z —3x — 2y = 0, je tfeba si jen uvédomit tvar funkce z se vSemi proménnymi

z2=3x+2y+0p1 +0p2 +0p3 + 0p4.

V dalsich fadcich jsou zapsany koeficienty jednotlivych omezujicich rovnic. V nasem pfipadé omezeni
tvori systém 4 rovnic o 6 neznamych. Najdeme jisté jeho feSeni nasledovné:

Vybereme 4 proménné, tzv. bdzické proménné ... v nasem piipadé pi, p2, ps3, P4

Ostatni, tzv. nebdzické proménné, polozime rovny 0, tj. z = 0, y = 0. Tim vznikne systém 4 rovnic o 4
neznamych py, pa, p3, pa, ktery ma jediné feSeni. Protoze prislusna matice systému je jednotkova, vektor
pravych stran je primo vektorem feseni, tj.

p1:67 p2:87 p3:17 p4:2
Timto zptsobem jsme nasli souradnice vychoziho vrcholu simplexu
2% =(0,0,6,8,1,2).

Prechod na sousedni vrchol simplexu lze algebraicky zaridit tak, Ze jednu z nebéazickych proménnych
zaménime za jednu z bazickych a pak postup opakujeme, nebazické proménné polozime rovny 0, zbyly
systém s bazickymi proménnymi vytfesime.

Poznamka k terminologii:

o piipustné fesent ... libovolny bod mnoziny pfipustngych hodnot (nemusi byt vrchol), jehoZ vSechny
soufadnice jsou nezdporné

e pripustné bazické reseni ... takové pripustné feseni, které odpovidd nékterému vrcholu mnoziny
pripustnych hodnot.

Realizujme nyni prechod do sousedniho vrcholu, ktery nejvice ,zlepsi* hodnotu funkce z:

a) Za vstupni proménnou vybereme z, protoze piislusny koeficient v fadku funkce z je nejvice zdporny,
tj. pfi pfevodu na druhou stranu rovnice nejvice zvysi hodnotu funkce z. Pokud uz zadné ¢islo v
tfadku z neni zaporné, dané pripustné feseni je uz optimalni.
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b) Proménnd z urcuje sloupec, ve kterém vybereme kladné hodnoty. K témto hodnotam vypocteme
tzv. kladné zmény neboli podily (pifslusnd prava strana)/(hodnota): ¢ a 8. Minimalni z téchto
kladnych zmén urcuje tadek, jehoz proménnd je vystupni: v nasem piipadé minimalni kladna
zmeéna je %, tj. po je vystupni proménna. Prvek na priseciku vstupniho sloupce a vystupniho
radku se nazyva pivotovy prvek.

!

T Yy p1 P2 P3 pa | Teseni
z |-3 -2 0 0 0 O 0
P1 1 2 1 0 0 O 6
< p| 2 1 0 1 0 0| 8
p3 | —1 1 0 0 1 0 1
D4 0 1 0 0 0 1 2
Divod vybéru fadku s minimalni kladnou zménou:
N
87
6l
4 /\
27
07
z° = (0;0) z!
o+
T s 7 s

Obr. 8.5: Grafické znazornéni prechodu mezi dvéma vrcholy.

N4&s vychozi vrchol je z° = (0;0). Vstupni sloupec uréuje, Ze nejvétsi nartist funkéni hodnoty funkce z
nastane pro proménnou x, tj. budeme se pohybovat ve sméru ristu proménné z (= v kladném sméru osy
x). Nésledujici vrchol mnoziny ptipustnych hodnot v tomto sméru z' = (4;0) je dan prvnim nejblizsim
omezenim, které protne osu x, coz je omezeni 2 s kladnou zménou 4, nikoli omezeni 1 s kladnou zménou
6 (bod (6;0) neni vrchol M). Minimalni kladna zména (= 4) vyjadiuje zménu soufadnice x pfi pfechodu
z vrcholu z° do z!.
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Nakonec jesté poznamenejme, ze kladna zména nemusi obecné znamenat vzrast x-ové souradnice; kladny
smér = smér rustu funkce z pfi maximalizaci, resp. smér klesani z p¥i minimalizaci.

Nyni elimina¢nimi tipravami zajistime, aby se na misté pivotového prvku objevila hodnota 1 a zbylé
hodnoty vstupniho sloupce byly 0 (v&etné koeficientu v fadku z).

POZOR! K danému radku lze pfi¢itat ndsobek pouze pivotového (= vystupniho) fadku, zddného dalsiho!
Timto dodateénym omezenim se totiz docili dulezité vlastnosti, ze sloupce odpovidajici novym bazickym
proménnym budou opét vytvaret jednotkovou matici (i kdyz jejich pofadi bude pfehdzené) a navic bude
splnéna dillezitd podminka (kterd musi byt zarucena v kazdém kroku simplexové tabulky), ze koeficienty
v fadku z pfislusné bazickym proménnym jsou rovny O:

x Yy p1 p2 Dp3 pa | TeSeni

z |0 -3 0 2 0 0| 12

< mlo 2 1 -1 0o o 2
z |1 2 0 L o0 0| 4
ps|0 32 0 4+ 1 0| 5
p+[0 1 0 0 0 1| 2

V poslednim sloupci fddku pro funkci z je uvedena jeji novd hodnota (ve vrcholu z'). Ta se zvy-
sila o ndsobek piislusného koeficientu v fadku funkce z (= 3) a kladné zmény proménné z (= 4), tj. o
3-4=12.

Nebazické proménné polozime rovny 0, tj.

y =
p2 =10
Dostavame nové bazické reseni:
p1 =2
r =4
pP3 =9
Py = 2.

Novy vrchol, do kterého jsme se dostali, ma tedy soufadnice
z' = (4,0,2,0,5,2).

Algoritmus pokrac¢uje dalsim krokem: zdporné hodnota v fadku z urcuje vstupni proménnou ¥, vystupni
proménnd je urcena minimalni kladnou zménou

(2 4 5 2] 4
M 3212321 T 3

kterd nastane v 1.fadku (= p; fadek).

Po normalizaci pivotového prvku a vynulovani vstupniho sloupce pomoci pfi¢teni nasobku pivotového
tfadku k nepivotovym Fadktm dostavame tabulku
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* Yy p1 p2 Pp3 pa | TeSeni
z |00 £+ 2 0 0f 122
01 2 -+ 0 0| 3
10 -+ 2 0 o 2
ps |0 0 -1 1 1 0 3
ps|0 0 -2 1 0 1| 2
Nova hodnota funkce z se zvysila o % . %, tj. o %
Nebéazické proménné polozime rovny 0, tj.
p1 =
p2 = 0.
Dostavame nové bazické feseni:
y=73
=%
ps =3
Ps = %

Novy vrchol, do kterého jsme se dostali, mé tedy soutradnice

, 10 4

2
= a770707317 .

3
Protoze v fadku funkce z uz nejsou zaporné hodnoty, nalezené feSeni je optiméalni, tj.

10 4
1’:—’ = —
3°773

je optimalni mnozstvi denni vyroby obou natéru.

Poznamka k vybéru vstupni proménné:

1) Vybér sloupce odpovidajiciho zaporné, ale ne nejvice zdporné hodnoté v fadku z by také vedl ke

zvyseni hodnoty funkce z, ale to zvySeni by nebylo nejvétsi mozné.

2) Pfi minimalizaci je v algoritmu jediny rozdil: vstupni sloupec je ten, ktery odpovidd maximalni
kladné hodnoté v fadku z (ta pfi pfevodu na druhou stranu rovnice nejvice zmensi funkéni

hodnotu).

8.5 Analyza citlivosti pomoci vystupni simplexové

tabulky

Celou analyzu citlivosti 1ze provést pomoci simplexové tabulky, a to i v tlohach pro vyssi dimenzi, kde

uz grafické feseni neni mozné.

Ad Piiklad 8.1 Odpovédi na jednotlivé otazky analyzy citlivosti lze vy¢ist ze zavéreéné (vystupni)

simplexové tabulky.
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a) Jaky je vyznam optimélnich hodnot p; = py =0, p3 =3, py = 27

p1=p2=0 ... omezeni 1,2 jsou kli¢ova, obé suroviny jsou maximdalné vyuzity (jedna
se o omezeni dostupnosti zdroji)

ps =3 ... pravou stranu omezeni 3 lze snizit pii zachovani optima o hodnotu 3, tj.
3 :—x+y < —2 ... denni vyroba vnéjsiho natéru mize prekrocit denni

vyrobu vnitfniho ndtéru az o 2 tuny (jednd se o omezeni poptéavky)

2
Py == ... pravou stranu 4 lze snizit o 3 tj.

4
/. / o IR 2 e
4"y < 3 poptavka muze byt jesté o £ snizena.

b) Radek funkce z v optimélni tabulce udavé stinové ceny piislugné jednotlivym omezenim — kazdé
omezeni je neoddélitelné spjato s jednou pfidavnou proménnou

stinova cena omezeni 1je rovna 3 — snizeni pravé strany 1 o 1 povede ke sniZeni ob-

ratu o 3 tisice dolaru

4

3

3 0

0 — kdyby stinova cena 4 byla misto 0 kladnd, zna-

menalo by to, ze ma smysl zvySovat poptavku

po vnitfnim natéru, ¢ehoz lze docilit zvySenim
podilu spole¢nosti na trhu.

¢) Informace o zméné pravych stran klicovych omezeni.
Jak moc ma smysl zvySovat pravou stranu omezeni 1 ? Kdybychom toto omezeni uvazovali ve
tvaru z 4+ 2y < 6 + A1, vysledna simplexova tabulka by byla tataz az na sloupec pravych stran:

T Yy p1 P2 P3 DPa feSeni
z 3 122 + 1A, >0
y § 3020
-1 P_2A >0
D3 -1 3—-1A;>0
P4 —2 227,20

Modifikace pravych stran (= koeficienty u A;) je urcena koeficienty ve sloupci vystupni ta-
bulky odpovidajicim pfidavné proménné p; v omezeni 1 .

Nerovnosti uvedené v pravém sloupci tabulky musi platit, aby feSeni bylo pfipustné. Vyfesenim
mame A; € (—2;1), tj. dostupnost suroviny A mé smysl zvysit o 1 tunu.

Analogicky lze rozebrat i dalsi kli¢ové omezeni 2 . PFitom vysledek ziskany pro dané kli¢ové omezeni
plati pro tu situaci, Ze pravé strany ostatnich omezeni neménime (vzdy sledujeme zménu pouze
jednoho omezeni).

d) Informace o zméné koeficientu funkce z.
Sledujme vliv zmény koeficientu u proménné z: z = (3 + 01) = + 2y.
Optimalni tabulka:
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Y p1 P2 ps P4 | TeSeni
z |0 0 (3-361) (3+26) 0 0122+ %4
y
10 -1 2 0 0 2
b3
P4

Koeficienty u d; jsou dany hodnotami v fddku = v mimobéazickych sloupcich.
Aby se jednalo o maximum, musi platit

1 1 4 2

~—=01>0, =+=61>0 =6 -2:1

3 31_73+31— 1€< 7>7

tj. koeficient u x ve funkci z musi byt v intervalu (3 — 2;3+ 1) = (1;4).

Situace zmény nebézického koeficientu je jesté jednodussi: z = 3z + 2y + (0 + d3) p1 zplisobi
optimalni tabulku s fadkem z ve tvaru

Ty Y41 D2 Pp3 pa | TeSeni
I 4 2
00 -6, = 0 0] 122
: 3° % 3 3
U 03 je pfi maximalizaci vzdy koeficient (—1), pfi minimalizaci vzdy koeficient +1.

e) Pii analyze citlivosti jsme se dosud nezabyvali otdzkou, co zpusobi zména koeficientu na levé
strané nékterého omezeni. K této otazce se vratime v kapitole 2 a zodpovime ji s vyuzitim teorie
duality.

8.6 Obecny tvar simplexové metody s vyuzitim umeé-
lych proménnych

Pokud sloupce odpovidajici poc¢atecnim bazickym proménnym ve vstupni tabulce simplexové metody
nevytvafi jednotkovou matici, nenulové soutfadnice prislusného bazického feSeni nejsou piimo rovny
pravym stranédm simplexové tabulky — tato matice je ziskdna az vyfeSenim pfislusného systému rovnic. A
zde se muze stat, ze nékterd souradnice feSeni bude zaporna, tedy vychozi bazické feseni nebude pripustné.

Priklad 8.7. Minimalizujte funkci z = 4 z1 + 22 za podminek

3x1+ z9=3
4$1+3$226
1 + 2120 < 4

x1, v2 > 0.

Reseni. Kanonicky tvar tlohy bude:



236 OPERACNI VYZKUM

najdéte minimum funkce z = 4z + x5 za podminek

3r1 + x9 =3
4x1 4+ 32 — P1 =6
1 + 229 +p2 =4

T1, T2, P1, P2 > 0.

Vstupni simplexova tabulka ma tvar

r1 T p1  po | FeSeni
z | —4 -1 0 o0 0

To 3 1 0 0 3

P1 4 3 -1 0 6

| 1 2 0 1| 4
Za vstupni béazické proménné jsme zvolili xs,p1,p2, tj. polozili jsme xz; = 0. Vyfesime pfislusny
systém rovnic

To =3 To =
3x2— p1 =6,= p1=
219 +p2=4 p2 =—2

Dané feseni (0,3,3,—2) neni pFipustné, protoZe jeho ¢tvrtd soufadnice je zdporni. Nejednd se tedy o
vrchol mnoziny piipustnych hodnot.

Abychom zaruéili, Ze nalezené vstupni bazické feseni bude pfipustné, pouzijeme jedné ze dvou nasleduji-
cich metod vyuzivajicich tzv. umélé proménné.

a) Dvoufdzovd metoda

1.faze: Pfiddme do levych stran systému nerovnosti dalsi proménné, diky nimz zde vznikne
jednotkové podmatice, a fesime tlohu linedrniho programovéni s novou funkei r (ta se vzdy
minimalizuje, i kdyby ptivodni tloha byla maximalizace):

Najdéte minimum funkce r = u; + us za podminek

31’1+ To + uy =3
4$1+3x2—p1 + U9 =6
1 + 222 +py =4

T1, T2, P1, P2, U1, U2 Z 0.

Vstupni simplexové tabulka mé pak tvar

r1 Ty p1 Uy Uus po | FeSeni
min | r 0 0 0 -1 -1 0 0
u | 3 1 0 1 0 O 3
uy | 4 3 -1 0 1 0 6
p| 1 2 0 0 0 1 4
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Zvolili jsme bazické proménné wuq,us,ps a polozili x;1 = zo = p; = 0. OvSem nemuzeme
provést optimalizacni krok, protoZe neni splnéna podminka, o které uz byla fe¢: koeficienty
v fadku funkce r v bazickych sloupcich musi byt rovny 0. Abychom vynulovali koeficienty
—1 ve sloupcich uy, ug, a pritom zachovali nuly ve sloupci ps, pficteme k fadku r fadky uq, us:

!

r1 Ty P Ui Uy po | FeSeni
min | r 7T 4 -1 0 0 O 9
< |w|[3 1 0 1 0 of 3
u | 4 3 -1 0 1 0 6
p| 1 2 0 0 0 1| 4

Nyni mazeme provést optimalizaci:
z° = (0,0,0,3,6,4).

Vstupni sloupec uréime podle maximélniho kladného prvku v fadku r, vystupni fadek podle

miniméalni kladné zmény min {%, g, % = %
1 Ty p1 U1 Uz po | FeSeni
min | r 0 % -1 —% 0 0 2
x| 1 2 0 & 0 0] 1
Sl u| 0 % -1 -4 1 0 2
p2[ 0 3 0 -3 0 1| 3
Optimalizace:

z' = (1,0,0,0,2,3)
max r = 5 = vstupni soufadnice je x;

: 1 2 3 _ 2
min{ 3. 5. 575 | = 573

r1 Xo p1 Ui Uz po | feSeni
T 0 0 0 -1 -1 0 0
n| 1 0 1 % 1 o 3
ml o1 -3 i o]
p2| 0 O 1 1 -1 1 1

Optimum tlohy je

8
Il

3 6

2

-,-,0,0,0,1
<5a53777)7
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protoze v fadku funkce r (mimo pravou stranu, kterd neslouzi k uréovani vstupni proménné)
uz neni kladny prvek.

Vsimnéme si také, ze r(z?) = 0. Kdyby tomu tak nebylo a optimalni funkéni hodnota by
byla nenulovd, znamenalo by to, Ze ptivodni tloha (s funkei z) nema feSeni, tj. 2.f4zi metody
bychom uz nepokracovali.

2.faze: Nyni se vratime k minimalizaci funkce z ptuvodni tlohy, pfiCemz omezeni opiSeme z vystupni
tabulky 1.faze. Pritom sloupce w1, us vylou¢ime, protoze nejsou bazické. Kdyby néktera z
proménnych uy,us byla bazickd v optimélni tabulce 1.faze, museli bychom ji uvazovat i ve
2.fazi a zajistit, aby vypadla z béze (Dautzig 1963).
Resime tedy tlohu:

najdéte minimum funkce z = 41 + x5 za podminek
1
Z1 + FD1
3 _
T2 — gh1 =

p1+ p2 =

= ooy o

T1, L2, P1, P2 > 0.

Systém podminek nyni obsahuje sloupce, ze kterych lze slozit jednotkovou matici, ¢ili volbou
bazickych proménnych z1, xs, p2 a polozenim p; = 0 dostaneme uz pfipustné bazické feseni:

r1 T2 p1 p2 | FeSeni
min | z —4 -1 0 0 0
a1 0 % o] 2
x| 0 1 =2 of ¢
<im0 0 1 1| 1
| 0 o &+ o 2
T

Protoze v bézickych sloupcich fddku z nejsou nuly, musime tento radek upravit pted
provadénim optimalizac¢niho kroku.
Nyni mazeme provést optimalizaci:

0 0
(5?57 b )7 Z( ) 5

p1 je vstupni proménna

=1 = py je vystupni proménna.

=
=
—
[
o
==
-~ |

r1 X2 p1 po | FeSeni
= [0 0 0 —%| ¥
x| 10 0 —%| 2
x| 0 1 0 2| 2
pr| 0 0 1 1 1

Optimalizace:
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Dostavame tedy optimélni feseni tlohy:
2 9
T =—; Tg= —.
T T
b) Penalizaéni metoda
Tato metoda je ekvivalentni dvoufazové metodé — rozdil je vSak v tom, ze obé faze jsou zabudovany

najednou v jedné uloze linearniho programovani.

Ad Priklad 8.7 Najdéte minimum funkce z = 4xzy + 29 + M (u; + u3), kde M je libo-
volné velkd kladnd konstanta (v piipadé maximalizace funkce z by u M bylo znaménko —) za

podminek
31+ xo + uy =3
4x1 + 322 — 1 + us =6
T1 + 212 +p2 =4

Z1, T2, P1, P2, U1, U2 2 0.

Protoze M muze nabyvat vysokych hodnot, pro optimum tlohy musi platit u; = us = 0. Pokud
to nenastane, ptvodni tloha nem4 feSeni.
Systém omezeni je tedy stejny jako v 1.fazi dvoufazové metody, pouze doslo ke zméné funkce z.

1 Ta 1 U1 uy  po | TeSeni
min | z —4 -1 0 —-M —-M 0 0
| w 3 1 o 1 0 of 3
Us 4 3 -1 0 1 0 6
P2 1 2 0O 0 0 1| 4
z | 44T —-1+4M -M 0 0 0] 9IM

T

Pted pouzitim optimaliza¢niho kroku musime opét vynulovat béazické pozice v fadku z.
Optimalizace:
2% =1(0,0,0,3,6,4); z(x°)=9M

max z = —4 4+ 7M = x; je vstupni proménna
min {%, %, %} = % = w1 je vystupni proménna.

!

T T2 P1 Uq ug po | TeSeni
min |z | 0 My M0 0 4+2M
—lw|1 1 o 1 o0 o] 1

u | 0 3 -1 3 10
p2| 0 3 0 -+ 0 1

Optimalizace:
z' =(1,0,0,0,2,3); 2(z')=4+2M
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max z = 1+§’M = x5 je vstupni proménna
min {ﬁ, %, %} = g = us je vystupni proménna.

1 To Pp1 Uy U po | Teseni
min |z | 0 0 L E@-M) (-t-M) o] &
AT B R N
< lp|0 0 1 1 -1 1] 1
Optimalizace:
36 18
2 2
=\ T anvov 1 ; ==
2= (2.2,0,0,0.1); =% =
max z = % = p1 je vstupni proménna
min {?727 %} =1 = py je vystupni proménna.
T1 T2 P1 U1 Ug po | TeSeni
z 0 0 O (% -M) -M f% %
1|1 0 0 2 0 —-+| 2
|0 1 0 -1 0 31 ¢
pr| 0 O 1 1 -1 1 1
Optimalizace:
29 17
3 3
= 7a771707070; = =
20 = (2,5.1,0,0,0) 5(a%) =

je optimum, protoze v fadku funkce z (mimo pravou stranu) nejsou uz kladné hodnoty.
Dostavame tedy optiméalni feseni tilohy:

V dtloze jsme pfi feSeni mohli misto abstraktniho M pouzit dostateéné velkou hodnotu, napft.
M = 10000. Ale (zejména v pocitacovém zpracovani algoritmu) pii pouziti konkrétniho M do-
chézi k zaokrouhlovaci chybé. Proto je vyhodné&jsi pouzivat abstraktni M (i v programu, lze totiz
dodefinovat algebraické operace s¢itani, ndsobeni a porovnavani hodnot obecné i pro abstraktni
M s vyuZitim pomocné proménné, do které je mozné ukladat koeficient u M).

Priklad 8.8. Je nutné v nasledujicich tllohach pouzit umélé proménné?

a) Najdéte maximum funkce z = 1 + x2 za omezeni

2x1+3x2:5
7£C1 +2£E2 §6

x1, v2 > 0.
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b) Najdéte minimum funkce z = 1 + x2 + x3 + 24 za omezeni

2x1 + x9 + 73 =7
4z + 322 + x4 < 8

Ty, T2, T3, T4 2 0.
.
Reseni.
ad a) Ano, tloha pfeformulovana pro uziti simplexové metody zni:
maximalizujte funkci z = x1 + 2 — Mu za podminek

2x1+3x2+u =5
Tr1 +2x2 + p= 6
T1, T2, u, p > 0.

Ptislusné simplexova tabulka:

T To u p | TeSeni
max | 2 -1 -1 M 0 0
U 2 3 1 0 5
D 7 2 0 1 6
z|—-1-2M —-1-3M 0 0| -5M

Nesmime zapomenout vynulovat béazické koeficienty v fadku z, aby byla tabulka pfipravena
pro optimaliza¢ni krok!

ad b) Ne, samotné omezeni obsahuji uz jednotkovou podmatici

T To T3 x4 | TeSeni
min|z |-1 -1 -1 -1 0
r3 | 2 1 1 0 7
xq | 4 3 0 1 8
z 0 15

Musime opét vynulovat bazické pozice v fadku z.

8.7 Uskali simplexové metody

a) Degenerace

— matematicky: bazickd soufadnice feseni je rovna 0, tj. mize se stat, ze jednomu vrcholu
mnoziny pFipustnych hodnot odpovidé vice kroki simplexové tabulky; specialné je zde ne-
bezpeci tzv. zacykleni, tj. prochazeni nékolika vrcholt mnoziny pripustnych hodnot stale
dokola, aniz bychom $li k optimalnimu vrcholu.
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— prakticky: nékteré omezeni je nadbytecné, ale vétS§inou nepozname, které to je.

— FeSeni: zkusime v algoritmu pokracovat, zacykleni vét§inou nenastane, nebo lze zacykleni
vétsinou vyloucdit tim, ze pro volbu vystupniho fadku na chvili uvazujeme misto nul na pravé
strané systému mald € > 0... tzv. e-modifikace.

Priklad 8.9. Maximalizujte funkci z = 31 + 9 x5 za podminek

21 + 429 <8
1+ 229 < 4

x1, v2 > 0.

Reseni. Grafické feSeni je zndzornéno na obr.8.6.

2+

Obr. 8.6: Grafické reseni prikladu 8.9.

Prvni z obou netrividlnich omezeni je nadbyteéné; optimum je v bodé A = [0;2].
b) Vice optimdlnich fesSeni

— matematicky: nebazicky koeficient v fadku z je roven 0 ve vystupni simplexové tabulce;
pak pokud s proménnou prislusnou tomuto koeficientu vstoupime do baze, prislusné feseni
bude rovnéz optimalni.

— prakticky: optimum neni pouze v obou vrcholech z', 22, ale v kazdém bodé hrany mezi
nimi az! + (1 — a)x?, kde a € (0;1).
Pokud optimum nastane ve 3 vrcholech !, 2%, 23, nastane rovnéz v kazdém bodé trojihelnika
témito vrcholy uréeného £ = a1x! + asz? + azx®, kde a; € (0;1) a plati a3 + g +az =1
(tzv. konverni kombinace vrchold).
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Priklad 8.10. Maximalizujte funkci z = 21 + 4 x5 za omezeni

£L’1+2£L’2§5
T+ 29 <4
x1, v2 > 0.

Reseni. Grafické feSeni je znézornéno na obr.8.7.

57
47
37
\A
27
B
17
or >
1+
1 1 1 1 1 1 1 1
-1 0 1 2 3 4 5 6

Obr. 8.7: Grafické feseni prikladu 8.10.

Libovolny bod tsecky AB je feSenim, tj.

c) Neomezené€ feseni

— matematicky: vSechny hodnoty ve vstupnim sloupci v nékterém optimaliza¢nim kroku jsou
< 0, tj. neexistuje zadna kladna zména pro dany sloupec.

— prakticky: tloha neni dobfe formulovana (chybi ur¢ité omezeni, poptipadé néktery parametr
neni dobfe odhadnut).

— FeSeni: fekneme, Ze funkce z je ve sméru svého ,zlepSovani“ neomezend, popiipadé dodame
dalsi omezeni nebo pifehodnotime koeficienty tlohy.

Priklad 8.11. Maximalizujte funkci z = 21 + 4 x5 za omezeni

£L’1+2£L’2§5
T+ 22 <4

x1, v2 > 0.
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Obr. 8.8: Grafické feseni prikladu 8.11.

Reseni. Grafické feseni je znazornéno na obr.8.8.
Mnozina pFipustnych hodnot je neohrani¢ené ve sméru ristu funkce z.

d) MnoZina pripustnych hodnot je prdzdnd
— matematicky: v 1.fazi dvoufdzové metody je optimélni hodnota kladné.

— prakticky: uloha neni dobfe formulovana, omezeni jsou v rozporu.

— TeSeni: néktera omezeni odstranime.

Pojmy k zapamatovani

— V této kapitole jsme nejdiive na ruznych prikladech z praxe ukéazali matematickou
formulaci tlohy linedrniho programovani, jejiz tvar obecné zni:

n
naleznéte minimum (maximum) funkce z = ) ¢jz; za omezujicich podminek
j=1

xj > 0proj=1,2,...,n (tzv. trividlni podminky),

n
> aijxj < b; (nebo = b; nebo > b;) proi=1,2,...,m.
j=1

— Déle jsme se zabyvali grafickym feSenim této tilohy a naslednou analyzou citlivosti, tj. tim,
jak se zméni Teseni pfi zméné nékterého ze vstupnich parametrt tlohy. Sledovali jsme
predevsim zmény netrividlnich omezeni, které mohou byt dvojiho druhu:
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e klicova ... pokud prochazi bodem optima
e neklicova ... pokud neprochéazi bodem optima.

— Kromé toho jsme se také vénovali algebraickému feSeni — tzv. simplexové metodé. Pro jeji
nastoleni jsme definovali tzv. kanonicky tvar tlohy linearniho programovani, ktery je cha-
rakteristicky tim, ze

— vSechna omezeni jsou rovnicemi
— vSechna omezeni maji nezdpornou pravou stranu
— pro vSechny proménné x; plati: x; > 0.
— Ulohu linearniho programovani lze fesit algebraicky pomoci simplerové tabulky nésleduji-
cim zptsobem:
1. pfevedeme na kanonicky tvar (pfidanim pomocnych proménnych, vynasobenim (—1),
substituci z; = 2, — 2/ pro neomezenou proménnou z;)
2. dodame umeélé proménné u; do nékterych rovnic, abychom zarudili existenci jednot-

kové matice (eventuelné mize mit prehdzené sloupce)

3. vylouc¢ime z funkce z proménné urcujici jednotkovou matici substituci za tyto pro-
ménné z nékteré z podminek omezeni

4. sestavime vstupni simplexovou tabulku, do prvniho fadku =zapiSeme rovnici
z — Y _(kombinace nebazickych proménnych) = absolutni ¢len, do ostatnich Fadka
opiSeme omezeni.

— 'V zavéru kapitoly se vénujeme nékterym tiskalim simplexové metody, zejména degeneraci,
neexistenci nebo nejednoznacnosti reseni.

Kontrolni otazky

1. U nésledujicich vyrokt rozhodnéte, zda se jedné o vyrok pravdivy ¢i nepravdivy.
Ulohou line4rniho programovani je nalezeni globalniho extrému libovolné funkce na mno-
ziné M zadané soustavou linearnich nerovnic.

a) Kazd4 tloha, kterd méa pripustné feSeni, méa i optimalni feseni.
b) Kazda tloha, ktera mé optiméalni feseni, ma i pfipustné feseni.

c) Pokud ma4 tloha optimalni feSeni, je urceno jednoznacné.

)
)
)
d) Zména nékterého z neklicovych omezeni mize ovlivnit hodnotu optimalniho feseni.
e) Existuje tloha linedrniho programovani, ktera nelze prevést do kanonického tvaru?
f) Pivotovy prvek v simplexové tabulce mtze byt zaporné ¢islo.

)

g) Pfi simplexové metodé muze dojit k zacykleni, tj. prochézeni nékolika vrcholtt mnoziny
pfipustnych hodnot stale dokola, aniz bychom $li k optimalnimu vrcholu.

Odpovédi na otazky
1-N, 1la) -N, 1b) — A, 1c) - N, 1d) — A, 1le) — N, 1f) — N, 1g) — A.
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Cviceni

1. Spole¢nost chce investovat 1000 dolart mési¢né na reklamu svého vyrobku. Minuta vysilani
v rozhlasovych pofadech ji stoji 5 dolard, minuta v televizi 100 dolarii. Spolecnost by rada
vyuzila rozhlasu Casové aspon dvakrat vice nez TV. Minul4 zkusenost naznacuje, Ze minuta
vysilani v TV zptisobi asi 25-krat vetsi ohlas nez minuta rozhlasového vysilani. Formulujte
problém nalezeni optimalniho rozdéleni investic jako tlohu linedrniho programovéni (nefeste

i)

2. Navrhnéte vyrobu krmné smési, mate-li k dispozici produkty A,B,C,D, které stoji
200, 260,180,340 K¢ a obsahuji komponenty a,b,c, jejichz obsah je dan nésledujici ta-
bulkou:

A B C D | pozadavek *

a|10 8 12 6 92
6 10 4 14 88
cl4 6 2 12 72

* minimélni mnozstvi komponenty ve smési
Vytvorte matematicky model, ilohu nefeste.

3. Firma mé dva provozy. V prvnim provozu vyrabi vyrobek A, ktery je ¢astecné findlnim
vyrobkem a ¢astecné polotovarem pro druhy provoz. Ve druhém provozu vyrabi vyrobek B.
Denni vyroba je omezena 3 000 kg suroviny S. Na jednu jednotku A je tfeba 5 kg suroviny S, na
jednotku vyrobku B je tfeba jedna jednotka A a 2 kg suroviny S. Vyrobku A je nutno vyrobit
aspon 250 jednotek (findlné, ne jako souéast vyrobku B). Cena vyroby jednotky A je 5 K¢,
jednotky B 10 K¢. Vytvofte program vyroby, ktery zabezpecuje maximalni odbyt. Nefeste,
pouze uvedte matematickou formulaci problému. Nezapomerite, ze ty jednotky A, které se
spotfebuji na vyrobu B, uz do ceny odbytu nezapocitavame (ty jsou totiz uz zakalkulovany
v cené jednotky B).

4. Ty¢ 12 m dlouhd se ma fezat na 3 rtzné délky, A = 5,65; B = 3,25; C = 2,40 a to takto:
A nejméné 26 kusti, B nejméné 48 kusii, C nejméné 124 kusi. Protoze vyroba pokracuje i v
dalsich dekadach, je pfipustné fezat do zasoby. Vytvoite fezné plany a matematicky model
programu, pro ktery odpad bude minimalni.

5. Reste graficky nasledujici ilohu:

naleznéte minimum funkce z = 1 — 2 za podminek 21 +x2 > 2
—3x1+222<6
1 +x9 <4

z1 >0, 2 > 0.

6. Reste graficky nasledujici tlohu:
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naleznéte minimum funkce z = 1 — 2 za podminek 211+ 10 > 2
—3x1+222<6
z1 >0, 2 > 0.

7. Formulujte takovou tlohu linedrniho programovani v dimenzi 2 (pro proménné z, y), aby body

(1,3), (2,2) byly jejim optimélnim feSenim a bod (3,1) uz ne. Vyuzijte grafické nédzornosti
ulohy.

8. Uvazujte nésledujici llohu linedrniho programovéni:

naleznéte maximum funkce z = 5z 4 3y za omezeni r+y<A4
or+2y <10
x>0, y>0.

Urcete

a) optimalni FeSeni ulohy (graficky);

b) zvyseni pravé strany v prvni nerovnosti, které maximalné zlepsi hodnotu optima (a sou-
¢asné udini tuto nerovnost nadbytecnou) a urcete tuto zménu optima,;

c) stinové ceny piislusné optimalnimu feseni a);
d) o kolik miuzeme zvysit koeficient proménné y ve funkci z, aby vrchol optima (= optimélni

hodnota proménnych) zustal zachovan (hodnota optima se samoziejmé zméni)?

9. Simplexovou metodou vyreste nasledujici tlohu linearniho programovani:

najdéte maximum funkce z = 2x7 + z9 — 5 x3 za podminek T1+x9+a3="7
2x1 —5x0+2x3 > 10

x1,x2, 23 > 0.
10. Simplexovou metodou vyreste nasledujici tlohu linearniho programovani:

najdéte maximum funkce z = 1 + 2x9 + 3x3 — x4 za podminek r1+2x9+3x3=15
2x1+x2+5x3 =20
1 +2x2+ 73+ 24 =10

€1,X2,T3,T4 > 0.

Vysledky

ad 1. matematicka formulace tlohy: maximalizujte funkci z = £+ 25y za podminek 5x+100y =
=1000, z > 2y, z,y > 0.
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ad 2. matematickd formulace tlohy: minimalizujte funkci z = 200 z1 + 260 22 + 180 z3 + 340 x4
za podminek 10xq +8xo + 1223+ 624 > 92, 621 + 1020 + 423+ 1424 > 88, 421 + 612 +
+ 21‘3 + 12:E4 > 72, Z1,22,T3, T4 > 0.

ad 3. matematickd formulace tlohy: maximalizujte funkci z = 5(x — y) + 10y za podminek
z—y>250, 5z +2y <3000, z,y > 0.

ad 4. matematicka formulace tlohy: minimalizujte funkci z = 0,721 4+0,72240,7x3+ 1,55 x4+
+1,5525+0xz6+2,25 x7 za podminek z1+2 zo+x5 > 26, x1+2x3+24+3 27 > 48, x1+2 23+
+3x4+2x5+5x6 > 124, 21, 22,23, 24, X5, T6, 7 > 0, (proménné z; odpovidaji jednotlivym
moznostem fezu tyée, tj. napt. x1 = ABC, xzo = AA atd.).

ad 5. A=[2,18] s(A)= 16

ad 6. Minimum neexistuje.

ad 7. Jedna z moznych matematickych formulaci tlohy: maximalizujte funkci z = = + y za
podminek x +y <4, x —y <0, z,y > 0.

ad 8. ad a) V = [%, %] , 2(V) = 4—59; ad b) pravou stranu prvni nerovnosti miZzeme zvysit na
5, optimum pak bude z(0;5) = 15; ad c) stinova cena pro 1l.omezeni je g, stinovéa cena pro
2.omezeni je %; ad d) koeficient u y lze zvysit o 2.

ad 9. z = (7,0,0); z(z) = 14.

ad 10. z = (2,2,2,0); z(z) = 15.
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9  Dualita v tllohach linearniho pro-
gramovani

Pruvodce studiem

Tato kapitola je uvedenim do teorie duality. Co to je dualita?

Jde o dvé struktury. Prvni je primarni (s latinského primus = prvni) a od néj se odvozuje dudlni ( z
latinského dualis = dvojity, dvojny), kterd je sice odvozena z prvni, ale je s ni zcela rovnocennd. Z
druhé strany jestlize vezmeme jako vychozi druhou strukturu,tak k ni miaZzeme priradit prvni strukturu
jako duadlni.

Napriklad v klasické Eukleidovské geometrii je fada tvrzeni o bodech a primkdch. Vsichni znate vétu:
»KazZdé dva rizné body urcuji prave jednu primku”.

V tomto pfipadé mame primarni body a dualni jsou primky. Pokud ale otocime pozici bodii a pfimek,
dostaneme opét pravdivé tvrzeni:

,KazZdé dvé riznobéziné primky urcuji pravé jeden bod = jejich prisecik.“

Pravé tak i dalsi tvrzeni, kde vychozi jsou body a z nich vyplyvaji vlastnosti pfimek, miiZeme prohodit
mezi sebou body a pfimky a znovu dostaneme pravdivé tvrzeni, které bude dudlni a kde budeme
vychazet z pfimek a dostaneme tvrzeni o bodech.

P¥i studiu vztahu mezi primdrni a dudlni dlohou uvidime, Ze obé dlohy nékdy ,stoji proti sobé” (v
nécem se lisi), jindy ,, jsou v souladu” (v né¢em jsou stejné nebo se doplriuji), ale vzdy jsou navzdjem
rovnocenné, Zadnd neni nadfazena té druhé.

Cile

Po prostudovani této kapitoly budete schopni:

e K dané primarni tloze prfifadit dualni tlohu.

e Chapat vztahy mezi feSsenim primarni a dudlni tlohy.
e Pouzivat dudlni simplexovou metodu.

e Provadét analyzu citlivosti.

e Chépat ekonomickou interpretaci duality.
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DUALITA V ULOHACH LINEARNIHO PROGRAMOVANT

9.1 Formulace dualni tlohy linearniho programovani

Ptvodni dlohu linedrniho programovani oznacujeme jako primdrni:

n

i=1

n
a;jxy =b; proi=1,2,...,m,
—~

J
rz;>0proj=1,2,...,n

naleznéte minimum (nebo maximum) funkce z = ) ¢;z; za omezujicich podminek

Povsimnéte si, ze primarni tloha je v kanonickém tvaru.

K této primérni tloze konstruujeme tzv. dudini tlohu podle nasledujicich pravidel:

primérni iloha dudlni tloha

minimalizace

maximalizace

maximalizace, vSechna omezeni typu <, proménné neohranicené

minimalizace, vSechna omezeni typu >, proménné neohranicené

Vztah koeficientii primarni a duédlni alohy je mozné znéazornit v tabulce:

primarni proménné

T T2 . Z; e In
ravé stran duélnich
b , Y — C1 C2 Ce Cj e Cp,
omezeni
ail ai12 e a1y e A1n b1
a21 a22 az; ... Q2n bo
koeficienty levych stran dual-
nich omezeni
am1 aAm2 ... Gmj .- (mn bm

7-té dudlni omezeni

Priklad 9.1. Formulujte dualni Glohu k tloze:

Y1
Y2

duélni proménné

Ym

koeficienty duélni funkce w

maximalizujte funkci z = 5x1 + 12 x5 + 4 x3 za podminek

x1+2x2+ x3§10
221 — o +3x3 =8

Ty, T2, T3 Z 0.

Reseni. Nejprve si musime vytvorit kanonicky tvar primarni tlohy:
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maximalizujte funkci z = 521 + 1229 + 4 23 + 0 p za podminek

1+ 222+ w3+ p=10
2x1 — a9 + 3x3 =8
x1, X2, 3, p 2 0.

Dualni dloha je tedy tvaru:

minimalizujte funkci w = 10y, + 8 y2 za podminek

5
12
4

Y1 + 2y2
2y1 —  yo
y1 + 3y2

AVAR VARV

y1 2 0; y2 € R,
tj. na ys neni kladeno zadné omezeni.
Priklad 9.2. Formulujte dualni problém k nasledujicimu:

minimalizujte funkci z = 51 — 2 z9 za omezeni

—r1 + 12> -3
21‘1+3SL‘2§ 5

x1, T2 2 0.
Reseni. Nejprve kanonicky tvar primarni alohy:
minimalizujte funkci z = 5x1 — 229 + 0p; + 0p2 za podminek

1 — X2+ D1 =3
Z1, T2, P1, P2 > 0.

Dualni dloha je tvaru:

maximalizujte funkci w = 3y; + 52 za podminek

y1+2y2 < 5
—y1 +3y2 < -2

Y1, y2 < 0.

Priklad 9.3. Formulujte dualni problém k nasledujicimu:
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maximalizujte funkci z = 51 + 6 x2 za omezeni

r1 + 229 =5
—x1 + 5x2 > 3
4$1+7£L’2§8

1 €R, 290 > 0.
Reseni. Kanonicky tvar primarni tlohy:

maximalizujte funkci z = 52 — 527 + 6 22 + 0p1 + 0 pa za podminek

o) — o + 22 =5
- + 2 + 5z —m;m =3
4y — 42 + Tay +p2 =8

/ "
Ty, Ty, T2, P1, P2 > 0.

Dualni dloha je tvaru:

minimalizujte funkci w = 5y; + 3y2 + 8 y3 za podminek

y1— y2+4ys > 5
—y1+ y2 —4ys > -5
2y1 + Sy2 + Tyz >
—Y2 >
ys > 0
y1 € R.

Vsimnéme si, ze slouc¢enim prvnich dvou podminek vznikne rovnost a Ze na proménnou y; neni
vztazeno zadné omezeni.

Jenom pro poradek si pfipomenime, Ze pred feSenim dualni dlohy je opét tieba tuto tlohu prevést do
kanonického tvaru.

9.2 Vztah mezi feSenim primarni a dualni ulohy

VyfeSme nyni primarni tlohu a tlohu k ni dudlni a v§imnéme si souvislosti mezi jednotlivymi simplexo-
vymi tabulkami.

Ad Priiklad 9.1. VyfeSme nejprve primarni tlohu. Kanonicky tvar doplnime umélou proménnou
u s cilem vytvoreni jednotkové podmatice:

maximalizujte funkci z =527 + 1225 + 423 + 0p — Mu za podminek
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1+ 220+ x3+p =10
2rx1 — o + 313 + u

I
o0

L1, T2, 3, P, U > 0.

Nyni je vSe pfipraveno pro provedeni simplexové metody pro primarni dlohu.

max z= ) 12 4 0 -M
T To T3 P u | TeSeni
krok 0: z -5 —12 —4 0 M| =0
P 1 2 1 1 0 10
T34 | u 2 -1 3 0 1 8
z | -b—-2M —-124+M —-4-3M 0 0| —8M

Nejprve jsme museli vynulovat bazické pozice v fadku z. Dudlni omezeni odpovidajici pocatecni
bézi ziskame z tabulky ze sloupct p a u. Tj. jsou to omezeni

yr > 0
Yo > —M

(do pravych stran bereme pivodni nevynulované koeficienty s nezménénym znaménkem — zakrouzkované
hodnoty v tabulce).

T Ty X3 P u feSeni
krok 1: z |- -2 0 $+M| 2
1 7 1 22
261 P | 3 3 1 =3 )
2 _1 1 8
3| 3 3 L0 3 3
r1 Ty T3 P u TeSeni
krok 2: BHEI 0 4| 38
1 3 1 22
T2 | 7 7 7 7
5 1 2 26
T <> | T3 7 0 7 = =
r1 To T3 p u feSeni
krok 3: 2|0 0 2 B _Z4M| 54%
1 2 1 12
20 1 -5 5 -3 5
7 1 2 26
|1 0 5 3 5 T
Dostavame optiméalni feseni:
26 12
1’1:7,.%2—7,1'3:0
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Z tabulky mazeme také vy¢ist optimalni koeficienty funkce z pfislusné primarni poc¢atecni bazi — hodnoty
oznacené carkované.
Nyni vyresme dudlni tilohu pfevedenou na kanonicky tvar doplnény o umeélé proménné:

minimalizujte funkci w = 10y; + 8y5 — 8y4 + M (u1 + uz + u3) za podminek

Y1+ 2y — 2y5 — p1 + uq =5
291 — yh+ yh — po + Us =12
Y1+ 3y, — 3yy — p3 +uz =4

Y1, y/27 yé/7 P1, P2, P3, U1, U2, U3 > 0.

krok 0:
min w = 10 8 -8 0 0 0 M M M

Y1 yh yy D1 p2 p3 w1 us  ug | FeSeni
w —10 -8 8 0 0 - M -M —-M| =0
Uy 1 2 -2 -1 0 0 1 0 0 5
U 2 —1 1 0 —1 0 0 1 0 12
U3 1 3 -3 0 0 -1 0 0 1 4
w -10+4M —-8+4M 8—4M -M -M -M 0 0 0| 21M

Primarni omezeni odpovidajici pocatec¢ni dualni bazi jsou

l‘lgM
Z‘QSM
ZL’3§M

(do pravych stran opét bereme piivodni nevynulované koeficienty s nezménénym znaménkem — zakrouz-
kované hodnoty v tabulce).

krok 4:
Y1 Y ¥s p; P2 Pz W up uz | feseni
26 12 26 12 4
7 1 7 1 3
2 1 2 1 2
y2 | 0 -1 1 5 5 0 -3 5 0 5
1 2 1 2 29
ppyt 10 -5 -5 0 5 5 0 5
Dostavame optiméalni feseni:
29 , ” 2 2
Y1=—F, Y=Y —Yp=0—2=—¢
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Z tabulky mutzeme také vycist optimalni koeficienty funkce w odpovidajici pocatecni dudlni bazi —
hodnoty oznacené ¢arkované.

Vztah mezi feSenim primarni a duélni alohy:
1) optimalni hodnota funkce z = optimélni hodnota funkce w

2)

dualnich omezeni prislusnych pocatecéni

< vektor optimalnich koeficientti funkce z
priméarni bazi

vektor rozdilti levé minus pravé strany
prislusnych pocateéni primarni bazi

Ad Piiklad 9.1 Piislusna vektorova rovnice z bodu 2) vztahu mezi primarni a dudlni tlohou zde ma

tvar
29
= y1 — 0 29 2 4
= =Yy = —, =——, w=>54-.
0 R e e

Cili pomoci feseni primarni tilohy jsme z tohoto vztahu ziskali feSeni duélni tilohy. Naopak uvazime-li,
ze dudlni tloha k dudlni tloze je ptvodni primérni tloha, lze pomoci feseni dudlni tlohy urcit feSeni
primarni tlohy:

%M x—M
> B 2% 12 4
?7M—I27M :>$1—€,Z‘2—€,$3—0,Z—53.
-M 1L'3—M

Z porovnani priméarni a dualni tlohy vidime, ze

libovolna funkéni hodnota pripustného < libovolna funkéni hodnota pfipustného
béazického feseni maximalizace bazického feseni minimalizace

bez ohledu na to, ktera tloha je primarni a ktera dualni. Kdyz tedy zname ,,dobré“ feSeni minimalizace
a ,dobré* feseni maximalizace (dobré v tom smyslu, Ze funkéni hodnoty v obou pfipadech se od sebe
moc neli§i), mizeme s jistotou védét, ze skuteéné optimum obou tloh mé funkéni hodnotu v intervalu
urcéeném témito dvéma ,dobrymi“ funkénimi hodnotami.

9.3 Pojem inverzni matice

V k-tém kroku simplexové tabulky lze vSechny hodnoty této tabulky uréit na zaklade tzv.
inverzni matice (a zadani primarni a duélni tlohy):
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tabulka k-tého kroku:

sloupce odpovidajici
priméarni poc¢atecni bazi
—_——~—

koeficienty ucelové funkce — ] \ ‘ = D

inverzni
matice

~—
~—~
sloupce omezeni mimo sloupce primarni pocatec¢ni baze

a) urceni sloupcti omezeni mimo sloupce pocateéni baze:

sloupec inverzni ma- sloupec
v k-tém = tice v k-tém . v 0-tém
kroku kroku kroku

Ad Priklad 9.1. krok 1: urceni sloupce proménné xi:
1 1
2 1
3 0 3 2
krok 2: urceni sloupce pravych stran:
22
26
7
b) urceni koeficientt ucéelové funkce:
Nejprve uréime hodnoty duélnich proménnych y; podle vztahu

==
IV |

=
\/

p—
x® o
N~

vektor pro- vektor koeficientt inverzni
meénnych _ | nad inverzni ma- | [ matice
yi v ktém | | tici v k-tém kroku v k-tém
kroku priméarni tabulky kroku

a pak lze vypocist primarni radek ucelové funkce z vektorové rovnice

vektor rozdilti levé minus
pravé strany odpovidaji-

= ciho duéalniho omezeni s
hodnotami proménnych y;
z k-tého kroku

vektor koefici-
entlh u x; uce-
lové funkce v k-
tém kroku
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Ad Priklad 9.1. V nasem prikladu mame vzdy v daném kroku nad inverzni matici
nasledujici koeficienty priméarni tcelové funkce:

krok | béaze | koeficienty tucelové funkce nad inverzni matici
0 | (pu) (0, —M)
1| (p,z3) (0,4)
2 | (w2, x3) (12,4)
3 | (x2,21) (12,5)

(vSimnéte si, ze v 0-tém kroku bereme puvodni koeficienty s nezménénym znamén-
kem).

Tj. napfiklad hodnoty v fadku funkce z ve 3.(= optimalnim) kroku simplexové tabulky
urc¢ime nasledovné:

Nejprve najdeme hodnoty y; ve 3.kroku

2 1
(ylva) = (1275) : (? 25> = (%7 _%)
5 5
a pak prislusné koeficienty funkce z ve 3.kroku:
koeficient u x1 Yy1+2ys—5 0
koeficient u s 291 —y2 — 12 0
. _ _ 3
koeficientuzs | = | y1+3y2—4 | = £
koeficient u p y1 — 0 %
koeficient u u y2 — (—M) -2+ M

Urcéeni hodnoty ucelové funkce v k-tém kroku:

dosazenim sloupce feSeni z k-tého kroku do ucelové funkce vypocteme jeji hodnotu v
k-tém kroku.

Pomoci sloupct prislusnych inverzni matici lze tedy ziskat hodnoty ve vSech ostatnich
sloupcich. Toto lze vyuzit pfi programovani algoritmu simplexové metody — vice o tom v
kapitole 3.

9.4 Ekonomicka interpretace duality

Uvazujme nésledujici primérni a dualni tlohu:
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n
P: | maximalizujte funkci z = > ¢jz; za omezujicich podminek
Jj=1

n
> aijz; =byproi=1,2,...,m,
i=1

z; >0proj=12,...,n.

m
D: | minimalizujte funkci w = Y b;x; za omezujicich podminek
m =1 .
Ai5Yi > Cj Pro j = 1,2,...,n,
i=1

y; >0prot=1,2,...,m.

Jednotlivé koeficienty a funkce maji nasledujici ekonomicky vyznam:

¢j ... zisk jednotkového vystupu ¢innosti j (obycejné je diktovan trhem)
b; ... dostupné mnozstvi zdroje ¢
ai; ... mnozstvi zdroje i potfebné pro jednotkovy vystup ¢innosti j
z ... zisk
Yi ... cena jednotkového mnozZstvi zdroje i (= tzv. stinova cena — udava, jak moc jednotkové
zvySeni dostupnosti zdroje i zvysi zisk z)
w ... vyuZiti zdroju (odéerpani zdrojt)
Ad Priklad 9.1 Vyznam optimélnich hodnot y; = 25—9, Yo = —%.
Abychom zvysili optimum funkce z, musime
— zvysit dostupnost zdroje 1
— snizit dostupnost zdroje 2.
Vzdy plati z < w.
Reseni neni optimalni, pokud zisk z < vyuziti zdroji w
max z ... maximalizujeme zisk
minw ... minimalizujeme vyuziti zdroji pro dany zisk
Podminka optimality v k-tém kroku maximalizace ... koeficient funkce z u proménné z; je roven
m
> aijyi —¢j > 0.
i=1
/l\
zj ... tzv. pripsand cena

Pokud z; —¢; >0, tj. z; > ¢j, proménnd x; nemlze byt vstupni proménnou optimaliza¢niho kroku

T

zj ... tzv. redukovand cena
(zvySovani proménné z; nepfinese vétsi zisk).

ad primarni tloha: polozky b; lze nékdy zvysit (stinové ceny urcuji prioritu) novymi investicemi

m
ad duélni dloha: aby se zvysila ziskovost éinnosti j, snazime se snizit jeji pfipsanou cenu z; = . a;;¥i,
i=1

coz se obycejné dosahuje snizenim koeficientu spotfeby aj; odpovidajiciho nejvétsi dudlni sourad-
nici yx



9.4 EXONOMICKA INTERPRETACE DUALITY 259

Priklad 9.4. Uvazujme vyrobni halu, kde tii rtzné typy vyrobkia prochézi kazdy tfemi riznymi
linkami. Limity doby pristupu ke kazdé lince jsou po fadé 430, 460 a 420 minut denné a jednotkovy zisk
vyrobki je 3,2 a 5. Tabulka udava dobu (v minutach) prichodu vyrobki jednotlivymi linkami:

vyrobek 1  vyrobek 2 vjrobek 3
linka 1 1 2 1
linka 2 3 0 2
linka 3 1 4 0

Reseni. Primérni tloha bude tvaru:
maximalizujte denni zisk z = 321 + 222 + 5 3 za podminek

1 + 2290 + x3 < 430
31, + 2x3 < 460
l‘1+41‘2 S420

L1, T2, I3 Z 0.

Vystupni simplexova tabulka mé tvar:

1 T2 T3 P1 p2  p3 | feSeni
z | 4 0 0 1 2 0| 1350
z|-+ 1 0 & -1 0] 100
x| 3 0 1 0 30| 230
ps| 2 0 0 -2 11 20

Analyza: optimalni feSeni neobsahuje vyrobek 1 (x; = 0), tj. tento vyrobek neni ziskovy (21 > ¢; = 3),
ale mizeme jej ziskovym uéinit sniZenim z; (21 = y1 + 3y2 + y3)-
Protoze z dualni tlohy ziskavame dualni feSeni y; =1
Y2 =2
Ys = 07
ma smysl néco délat jen s prvni a druhou linkou, vétsi priorita je davana druhé lince. Zkoumejme
tedy druhou nerovnost primarni tlohy; jeji pravou stranu zvysovat zatim nechceme, zabjvejme se

tedy sniZenim koeficient na levé strané:

vyrobek 1  vyrobek 2 vyrobek 3
linka 1 1 2 1
linka 2 3—r 0 2
linka 3 1 4 0

Jak velké musi byt r, aby se stal vyrobek 1 ziskovym? Tak, aby 21 < ¢1,tj. 1+ (3—r)2 <3 =r > 2.
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9.5 Dualni simplexova metoda

Jestlize v pripadé maximaliza¢ni Glohy neni feseni optimélni, aspon pro jeden koeficient j prepocitavané
funkce z plati:

NIE!

a;Y; — ¢ < 0, tj.

&
Il
—

NFE!

(%)

Vsimneme-li si blize omezeni (x), toto omezeni se vyskytuje v dudlni tloze, ale s opa¢nou nerovnosti
(>). Tedy primarni feSeni neni optimélni < pfislusné dudlni feseni je nepfipustné. Odtud plyne hlavni
myslenka dualni simplexové metody:

a;Y; < Cj.

.
Il
-

Pokud primérni bazické feseni je nepiipustné (nékterd jeho soufadnice je < 0), ale plati podminka
optimality (z; — ¢; > 0 pro vSechna j), snazime se dudlni simplexovou metodou pfejit do vrcholu,
ktery stale spliiuje podminku optimality, a navic uz je pfipustny (jeho soufadnice > 0). Prvni
takovy vrchol, do kterého touto metodou dorazime, je optimum priméarni talohy.

Postup: na rozdil od reguldrni simplexové metody probiha optimaliza¢ni krok v opacném poradi —
nejprve vybereme vystupni fadek (a sice podle nejvice zdporné soufadnice ve sloupci pravych stran), a
potom vstupni sloupec (podle minimélni absolutni hodnoty podilu ,koeficient v fadku funkce / koeficient
ve vystupnim fadku“, pricemz kladné a nulové jmenovatele vypoustime; pokud takové jsou vSechny,
tloha nema pfipustné Feseni).

Priklad 9.5. Minimalizujte funkci z = 2 z1 + 2 za podminek

3z + 222>3

41+ 322> 6
1+ 220 < 3
x1, x9 > 0.

Reseni. Pokud prvni dvé nerovnosti vynasobime (—1), vyhneme se pouziti umélych proménnych, ale za
cenu toho, ze nalezené bazické reseni neni pfipustné:

T1 T2 p1 p2 p3 | feseni . . .
s | —2 1 0 0 0 0 N podrvnlnka optl.mahty. je
splnéna (koeficienty jsou
{ p2 | —4 0O 1 01| —6
D3 1 2 0 0 1 3

Z hodnot v poslednim sloupci je vidét, ze feSeni je nepfipustné; pokusime se nalézt pripustny vr-
chol pomoci dualni simplexové metody:

Vystupni fadek uré¢ime pomoci maximéalné zaporné souradnice feSeni — to je v nasem pfipadé p; = —6.
V tomto fadku ps jsou dva zdporné koeficienty — k nim vytvoiime podily |z — hodnota/ps — hodnotal :
‘:—i‘, :—é . Minimélni z nich je ten druhy, vstupni sloupec tedy bude 5.
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Zbytek algoritmu je stejny jako u plivodni simplexové metody. Na misto pivotového prvku (—3) se
snazime dostat v dalsim kroku hodnotu (+1), ostatni hodnoty v pivotovém sloupci chceme vynulovat, a
to skrze pricteni jistého nasobku pivotového Ffadku k danému radku. Dostaneme tabulku

<_

T To p1 p2  ps3 | FeSeni
z f% 0 O f% 0 2 = podminka optimality je
| = % 0o 1 - % 0| -1 stale splnéna
x| 3 1 0 —3 0| 2
< Ip|-3 0 0 2 1|-1

Z hodnot v poslednim sloupci je vidét, Ze TeSeni opé€t neni pripustné; zopakujeme tedy optimali-

zacni krok dudlni simplexové metody:
Vystupni fadek si mizeme vybrat z fadki p; a ps diky minimalni hodnoté (—1). Vyberme tedy naptiklad

fadek ps. Jedina zaporna hodnota urcuje vstupni sloupec ;.

1 X2 P11 P2 ps3 | Teseni
z 0 0 O —% —% L52
pp| 0 0 1 -1 -1 0
2| 0 1 0 % % g
b1 0 0 2 3]s

Z hodnot v poslednim sloupci je vidét, ze FeSeni je pripustné, a tedy i optiméalni.

9.6 Analyza citlivosti v celé své krase

a) Zména pravé strany nékterého omezeni: Mize vést jen k tomu, Ze feSeni nebude pfipustné (né-
kterd soufadnice bude < 0), podminka optimality zistane zachovdna = muZeme pokracovat pou-

zitim duélni simplexové metody.

Ad Priklad 8.1. Zménime-li v zadani tlohy pravou stranu omezeni 1 na 7 a pravou stranu
omezeni 2 na 4, vystupni tabulka simplexové metody zménéné tlohy se bude od vystupni
tabulky ptivodni tlohy liSit pouze ve sloupci pravych stran — feseni bude ale nepiipustné
(néktera jeho soufadnice bude < 0). Po jednom kroku duélni simplexové metody dosp&jeme
k optimu (jehoz hodnota bude horsi). Podrobnéji viz samostatné cviceni.

b) Pfidani nového omezeni: Vysledek pozménéné tlohy se neméni, pokud bod optima toto omezeni
splituje. V opaéném pfipadé musime doplnit omezeni na rovnost (pomocnou proménnou), vylouéit
z této rovnosti optimalni bazické proménné puvodni tlohy (do nové béze se navic pfida nova
pomocnéd proménnd, ¢ili pivodni simplexovd tabulka je doplnéna o fadek i sloupec) a pfipadné
pouzit dualni simplexovou metodu, pokud je to potfeba.
Ad Priklad 8.1. Chceme-li k omezenim puvodni tlohy pfidat podminku x < 3, doplnénim na

rovnost mame = + ps = 3, vystupni simplexova tabulka ptvodni dlohy se doplni o Fadek
a sloupec. Protoze proménna z je bazickd, musime pridany fadek upravit tim, Ze od néj
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odecteme Fadek x . Tak se porusi nezapornost pravé strany tabulky a provedenim jednoho
kroku duélni simplexové dospé&jeme k novému optimalnimu feSeni (funkéni hodnota v ném
bude nizsi — to se ale dalo ¢ekat, Ze pridanim dalsiho omezeni se nezlepsi funkéni hodnota
optima). Podrobnéji samostatné.

¢) Zména koeficientu tcelové funkce: Jeden zptisob pfepoc¢tu byl popsdn na str.230. Uvedme zde
jeSté jeden zpusob pro prepocet zmény koeficienti, které stoji u bazickych proménnych vystupni
tabulky puvodni tlohy. Tento zptsob uZiva dualnich proménnych a duélnich omezeni. Vysvétlime
jej na prikladu.

Ad Priklad 8.1. Pokud funkce v ptivodni tloze bude zménéna na z = 5 x+4 y, pofadi koeficientt

vzhledem k bazi vystupni tabulky je Y& PP , a tedy
(47 5’ 050)
2 1
3 -3 00
% 00
; ; ; = 47 57 07 O) : = (13 27 07 O) .
(yl Y2, Y3 y4) ( 1 1 1 0
2 1
-3 3 01

Pomoci rozdilt levych a pravych stran dudlnich omezeni uréime novy z-fadek ve vystupni
tabulce:

novy koeficient u  z: y14+2y2—y3—5=0
y: 21ty t+ys+ya—4=0

i op=1
P2 Y2 =2
ps: ys=20
ps: ya=0

Vlastné stacilo prepocitat jen nebazické koeficienty, protoze bazické jsou rovny nule. VSechny
nové z-koeficienty jsou > 0, tj. bod optima se nezméni (i kdyz funkéni hodnota v ném ano).
Pokud by néktery koeficient byl zaporny, museli bychom najit simplexovou metodou zlepseni.
Kdyby funkce v ptivodni tloze byla zménéna na z = 4 x + y, po pfepocteni z-koeficientt by
bylo nutné provést jeden krok simplexové metody, abychom nasli novy bod optima.

d) Zmeéna levych stran omezeni: M4 smysl analyzovat jen zménu nebdzického sloupce levé strany
(pfi bazické zméné je lepsi vytesit celou ulohu znovu); z piislusné dudlni nerovnosti lze hned
zjistit, zda se neporusila podminka optimality.

Ad Priklad 8.1. Pro z = 42 + y a zménu druhého sloupce levych stran a;s = 4, ass = 3 mé
prislusné duélni omezeni tvar 4y; + 3y2 + y3 + y4 > 1. Po vypoctu dudlnich proménnych
vidime, Zze podminka plati.

Poruseni podminky optimality fesi klasickd simplexova metoda.

e) PFidani nové ¢innosti (nového sloupce): — tj. zména funkce z i matice (a;;) soucasné (pokud se
na situaci divame tak, Ze sloupec tam uz dfive byl, ale vSechny jeho koeficienty byly nulové).

Ptidéni nové ¢innosti mé smysl jen tehdy, pokud zlepsi hodnotu optima. Vysvétlime pfepocet na
prikladu.

Ad Priklad 8.1. Pfiddnim nového vyrobku do naSich iivah vznikne tiloha

maximalizujte funkci z =32 + 2y + % n za podminek
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m+2y+%n§6
20+ y+5n<8
-+ y— n<l

Yy <2

z,y, n > 0.

Protoze proménnou n povazujeme za nebazickou, dualni feSeni zlistava stejné: y; = %, Yo =
= %7 y3 = 0, yq = 0.3 Nové Suémlni omezgni %y} + %yQ —y3 > % neni splnéno, prislusny
2-koeficient je roven y1 + Sy2 —ys — 5 = —y. Zbytek sloupce proménné n vypocteme
pomoci inverzni matice:

2 1 3 1
3 -3 00 1 i

1 2 3 1
-3 3 00 A I
-1 1 1 0| |-1 -1

2 1 1
-5 3 01 0 —1

Nyni protoze z-koeficient v novém sloupci je zaporny, pridame jej k optimalni tabulce pivodni
tlohy a provedeme jeden krok klasické simplexové metody. Dostaneme nové feseni, které
zlepsi hodnotu optima pavodni tlohy.

f) P¥i zméné& pravych a levych stran omezeni soufasné: Dochézi zde ke slozitéj$im zménam a je

vyhodnéjsi celou tlohu vyftesit znovu, analyza citlivosti uz neni tak pomocna.

Dualni simplexovda metoda nachéazi své vyuziti nejen pii analyze citlivosti, ale i v nékterjch dalsich
algoritmech, napf. v metodé fezti celo¢iselného linearniho programovani.

Pojmy k zapamatovani

— V této kapitole byl podan strucény tvod do teorie duality. Nejprve jsme pivodni tlohu
linedrniho programovani (jeji kanonicky tvar) oznaéili jako primdrni. K této tloze kon-
struujeme tzv. dudlni tlohu podle néasledujicich pravidel:

priméarni tloha duélni dloha

minimalizace | maximalizace, vSechna omezeni typu <, proménné neohranic¢ené

maximalizace | minimalizace, vSechna omezeni typu >, proménné neohranicené

— Na ptikladu jsme pak pomoci simplexové metody zkoumali vztah mezi feSenim primérni
a dudlni dlohy. Ten se da struéné charakterizovat takto:

1) optimalni hodnota funkce z = optimalni hodnota funkce w.

vektor rozdild levé minus
pravé strany duélnich ome-
zeni prislusnych pocatecni pri-
marni bazi

vektor optimalnich koefici-
2) entl funkce z prislusnych po- =
¢atecni primarni bazi

— Dale jsme zjistili, ze vSechny hodnoty simplexové tabulky lze uréit pomoci tzv. inverzni
matice. Toto lze vyuZit zejména pri programovani algoritmu simplexové metody a také pri
analyze citlivosti.
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— Zajimava je také ekonomicka interpretace duality, kterd se da velice struc¢né charakte-
rizovat jako maximalizace zisku z pri souc¢asné minimalizaci vyuziti zdroji w pro dany zisk.

— V souvislosti s dualitou jsme se zabyvali dualni simplexovou metodou, jejiz hlavni myslenka
zni:
Pokud primérni béazické feSeni je nepfipustné (nékterd jeho soutadnice je < 0), ale
plati podminka optimality (z; —c; > 0 pro vSechna j), snazime se dudlni simplexovou
metodou piejit do vrcholu, ktery stéle spliuje podminku optimality, a navic uz je
ptfipustny (jeho soufadnice > 0). Prvni takovy vrchol, do kterého touto metodou
dorazime, je optimum primérni lohy.

— Na zaveér kapitoly jsme se vénovali vyuziti poznatk z teorie duality k ziskani efektivnéjsich
postupt v analyze citlivosti.

Kontrolni otazky

1. U nésledujicich vyrokt rozhodnéte, zda se jednéd o vyrok pravdivy ¢i nepravdivy.
a) Abychom mohli formulovat duélni tlohu, priméarni tloha musi byt v kanonickém tvaru.
b) Dudlni tloha existuje jen tehdy, pokud primarni tloha je tilohou minimalizace.

c) Koeficienty dudlni funkce w zapsané v simplexové tabulce jsou totéz co pravé strany
primérnich omezeni.

d) Optimalni hodnota funkce z je mensi nez optiméalni hodnota funkce w.

e) I kdyz priméarni feSeni neni optiméalni, pfislusné dualni feSeni je pripustné.

f) Pokud primdarni feSeni je pfipustné, piislusné dudlni feseni je optimalni.
g) Pokud pfislusné dudlni feseni je pfipustné, primarni feSeni je optimalni.

h) Pokud je alespon jedna hodnota v poslednim sloupci simplexové tabulky kladné, feseni
primérni ulohy je pripustné.

i) Pfidanim nového omezeni se optimalni hodnota funkce z muze zlepsit.

Odpovédi na otazky
la) — A, 1b) — N, 1c) — A, 1d) — N, 1le) — N, 1f) - N, 1g) — A, 1h) — N, 1i) - N.

Cviceni
1. Uvazujte néasledujici tlohu linedrniho programovani:

najdéte maximum funkce z =2x1 + 429 +4x3 — 34 za podminek x1 +x9+ 23 =4
1 +4x0+34=8

Z1,X2,T3,T4 > 0.

a) Formulujte k této uloze tlohu dudlni.
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b) Najdéte feseni duélni tlohy pomoci optimalni tabulky primarni tlohy.
2. Uvazujte nasledujici tlohu linedrniho programovani:
najdéte maximum funkce z = 5x1 + 229 + 33 za podminek x7 +5x9 + 2x3 = 30

171—51‘2—61'3§40

x1,x2, 73 > 0.

a) Formulujte k této tloze tlohu dudlni.

b) Najdéte feSeni dualni tlohy pomoci optimalni tabulky primérni alohy.
3. Vyfeste dudlni simplexovou metodou tlohu:

najdéte minimum funkce z = 2x; + 329 za podminek 2z + 3x9 < 30
1+ 2x0 > 10

x1,z9 > 0.

4. Uvazujte zadani z prikladu 2. Provedte néasledujici analyzu citlivosti:

15

b) jak se zméni feSeni pii pridani nového omezeni 1 + x5 <5 7

35
a) jak se zméni FeSeni pfi zméné pravé strany na ( ?

c) jak se zméni FeSeni pii zméné funkce z na z = x; + 29 — 223 ?

4
d) jak se zméni FeSeni pfi zméné 2.sloupce omezeni na ( ?
1

Vysledky priklada viz ?7.

Vysledky

ad 1. ad a) formulace dudlni tlohy: minimalizujte funkci w = 4y; + 8 y2 za podminek y; + yo >
>2, y1+4y2>4, y1 >4,y2>—3;ad b) y = (4,0); w(y) = 16.

ad 2. ad a) formulace dudlni tlohy: minimalizujte funkci w = 30y; + 40y2 za podminek y; +
+y2>5, 5y1 —5y2>2, 2y1 —6y2 >3, y1 € R,y2 > 0; ad b) y = (5,0); w(y) = 150.

ad 3. z = (0,5); z(x) = 15.

ad 4. ad a) z = (30,0, 3), z(z) = %> ad b) z = (5,5,0), z(z) = 35; ad c) hodnota optima se
nemeéni £ = (30,0, 0), zméni se pouze hodnota ucelové funkce z(z) = 30; ad d) nic se nezméni.

Maplety

V nésledujicich mapletech si mtizete nékteré studované pojmy piiblizit, pfipadné€ si sestavit vlastni zadani
priklad.
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1. Vypocet inverzni matice


http://matika.umat.feec.vutbr.cz/maplenet/maplety/InvMatice.html
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10 Dopravni uloha

Pruvodce studiem

V této kapitole se budeme vénovat reseni dopravni tilohy. Jde sice také o tlohu linedrniho programo-
vani, ale protoZe ma urcité specifické vlastnosti, ukaZzeme si jiné metody reseni.

Nejdrive si ukdzeme, jak prevést idlohu na vyvdZeny tavr, potom si projdeme tri zpisoby ziskani
pripustného feseni a nakonec si ukaZeme jakym zpisobem budeme provadét optimalizaci.

V zavéru si ukaZeme reseni pfirazovaci tlohy.

Cile
Po prostudovani této kapitoly budete schopni:

e Formulovat zadani dopravni ulohy, upravit zadani na vyvazeny tvar, najit pocatecni pii-
pustné feseni a provadét optimalizacni kroky, které Vas dovedou k feseni.
e Resit modifikaci dopravniho problému, tzv. pfifazovaci alohu.

e Resit dalsi modifikaci dopravni tlohy tzv. problém piekladu materidlu.

10.1 Uvod

Klasické verze dopravni tlohy mé nésledujici zadani: rozhodnéte o zptisobu rozvozu jednoho typu vyrobku
(nebo suroviny) z m zavoda do n spotfebitelskych skladt tak, aby se minimalizovala celkova cena dopravy,
je-li ddno

cij - .. jednotkovd cena dopravy ze zdroje ¢ na misto urceni j,
a; -..mnozstvi zasob se zdroji i, i =1,2,...,m,

b; ... pozadavek spotiebitele j, j =1,2,...,n.

Vystupem tlohy jsou optimélni hodnoty proménnych z;; (= mnozstvi jednotek dopravovanjch ze zdroje
m n

i ke spotfebiteli j) a celkova cena dopravy > > c¢;jx;.
i=1j=1
Tuto konkrétni tlohu praxe lze matematicky reprezentovat uzitim teorie grafi:
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spotrebitelé

pozadavky spotrebitelu

am — (m)
f

mnozstvi zasob

Ale uzitim grafovych algoritmu ji fesit nebudeme. Dopravni tlohu lze také formulovat jako tlohu linear-
niho programovani:

m n
minimalizujte z = > Y ¢;;2;; za podminek
i=1j=1

ri; <a;proi=1,2,....m

-

<
Il
—

NIE

ZTi; > bjproj=1,2,...,n

1

.
Il

Ale protoze dopravni tloha maé jakysi specidlni tvar, nebudeme ji feSit pfimo simplexovou metodou;
pouzijeme algoritmus, ve kterém je simplexovd metoda skryta, ale ktery je rychlejsi a pirehlednéjsi.

Pravé popsany model dopravni tlohy budeme vzdy Tesit az po eventualnim prevedeni na tzv. vyvazeny
n

=1 Jj=
analogii kanonického tvaru tlohy linearniho programovani.

m
tvar (vyvézeny dopravni model), kdy > a; = bj, tj. nabidka = poptavka. Tento vyvazeny tvar je
1

Priklad 10.1. Automobilové spoleénost MG méa zévody v Los Angeles, Detroitu a New Orleans a
distribu¢ni stfediska v Denveru a Miami. Kapacity vyrobnich zévodi pro planované obdobi jsou po fadé
1000, 1500 a 1200 ks aut, poptavka stiedisek je 2300 a 1400 ks. Cena dopravy 1 auta na jednu mili je 8
centu (cent je setina dolaru). Uréete optimalni rozdéleni dopravy od vyrobci ke spotiebitelskym misttim.
Vzdélenosti mezi misty (v milich) jsou uvedeny v tabulce:

Denver Miami
Los Angeles 1000 2690
Detroit 1250 1350
New Orleans | 1275 850

Reseni. a) Cenu dopravy c;; jednoho auta z mista vyroby do spotfebitelského stiediska lze ur¢it
vynasobenim vzdalenosti mist ¢islem 0,08, coz je cena za 1 kus. Nyni vSechny informace sestavime



10.1 Uvop 269

do prehledné tabulky, ze které budeme pfi feSeni vychazet (ceny c;; jsou uvadény v pravém hornim
rohu jednotlivych poli):

Denver Miami

80 215
Los Angeles 1000
) 100 108
Detroit 1500
102 68
New Orleans 1200
2300 1400

1000 + 1500 + 1200 = 2300 + 1400 = jedné se uz o vyvazenou ulohu, protoze kapacity vyrobct
jsou stejné jako pozadavky odbérateld. U této tilohy mizeme tedy spustit fesici algoritmus.

b) Pokud by kapacita vyroby v Detroitu nebyla 1500, ale 1300, museli bychom dopravni tilohu nejprve
vyvazit; protoze kapacita vyroby by nebyla dostacujici, zavedli bychom fiktivniho vyrobce:

Denver Miami

80 215
Los Angeles 1000
) 100 108
Detroit 1500
102 68
New Orleans 1200
.. 0 0
Fiction 200
2300 1400

Ceny dopravy od fiktivniho vyrobce zvolime rovny 0, protoze fiktivni vyrobce je nenaro¢ny. Nyni
uz ,celkova kapacita vyroby = celkova poptavka“, ¢ili tloha je vyvazena a pfipravena k tomu, aby
na ni byl vypustén fesici algoritmus.

c) Naopak, pokud by kapacita vyroby byla vétsi nez poptavka, tlohu bychom vyvézili zavedenim fik-

tivniho spotfebitele. Napfiklad pfi poptavce Denveru 1900 misto 2300 ks bychom zavedli fiktivniho
spotfebitele s poptavkou 400 ks:

Denver Miami Al Capone
80 215 0
Los Angeles 1000
. 100 108 0
Detroit 1500
102 68 0
New Orleans 1200
1900 1400 400

Kdybychom cht€li, aby napt. Detroit navzdory mensi poptavce vyvezl vSechna vyrobena auta,
misto 0 bychom cenu ce3 dopravy z Detroitu fiktivnimu odbérateli zvolili kladnou a dostatec¢né
velkou, a tim by se zarucilo, ze v optimélnim feseni x93 = 0.

O
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Reseni tloh a), b), c¢) zde nebudeme uvadét. Misto toho si fekneme daldi dva piiklady formulace
dopravniho modelu, a az poté uvedeme algoritmus reseni dopravnich uloh.

Priklad 10.2. Model dopravy vétsiho poctu typit vyrobki: Spolec¢nost MG vyrdbi Gtyii rtizné typy
aut (M7, Ma, M3, M,). Kapacity jednotlivych zadvod a pozadavky distribuénich center jsou uvedeny v
tabulkach:

zavod vyrabi | My My Mz My | celkem

Los Angeles - - 700 300 | 1000
Detroit 500 600 - 400 | 1500
New Orleans | 800 400 - - 1200

pozadavek distribu¢- | My M, M3 My | celkem
niho strediska

Denver 700 500 500 600 | 2300
Miami 600 500 200 100 1400

Vzdalenosti mezi mésty jsou uvedeny v pr.10.1, jednotkové ceny dopravy jsou stejné pro vsechny typy
aut. Urcete optimalni rozdéleni dopravy.

Matematicka formulace ulohy:
Kazdy ze zavodu rozdélime na tolik podzavodi, kolik typtu auta dany zdvod vyrabi. A podobné kazdé
distribuéni centrum rozdélime na ¢étyfi podcentra. Odpovidajici grafova reprezentace tlohy:

700 — @ @D_> 700
300 — @ @% 500
500 — @ @—) 500
Detroit 600 — @ @ ., 600
40— @ @D‘> 600
800 — @ @% 500
New Orleans Miami

400 — @ @% 200
_} 100

Los Angeles

Denver
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Piipravou pro feseni je tabulka dopravni tlohy. Ceny c;; téch tras, které nema smysl realizovat, polozime
rovny velkému ¢islu M. Dopravni tabulka ma pak tvar

Denver Miami
M, M, My Ms My M, My Ms M,
Los Angeles M M 80 M M M 215 M 700
My —pxr—r [ 80 M| M| M| 25
300
100 M M M 108 M M M
M, 500
M 100 M M M 108 M M
Detroit M, 600
M M M 100 M M M 108
400
My
102 M M M 68 M M M
800
M, M 102 M M M 68 M M 400
New Orleans
My 700 500 500 600 600 500 200 100

vvvvvv

Piiklad 10.3. Planovani vyroby: Spole¢nost potfebuje vyrobit (= ma poptévku)

béhem 1.mésice 100 ks vyrobku
2.mésice 200
3.mésice 180

4.mésice 300

Poptavka v aktualnim mésici mize byt pokryta

a) nadbytkem vyroby v pfedchozim mésici
b) vyrobou v aktualnim mésici

c¢) pfedem objednanou vyrobou v nasledujicim mésici.

Vyrobni cena je 4 dolary za kus, cena skladovani 0,5 dolaru za kus a mésic, penaliza¢ni poplatek za
vyrobek objednany pfedem je 2 dolary za kus a mésic. Vyrobni kapacita je omezena jinymi vyrabénymi
vyrobky a je 50 ks v 1.mésici

180 ks ve 2.mésici

280 ks ve 3.mésici

270 ks ve 4.mésici.
Vytvorte plan vyroby na nasledujici 4 mésice, ktery minimalizuje celkovou cenu naklad.

Matematicka formulace tlohy:
Matematicka formulace tlohy je stejna jako u dopravniho problému. Analogie mezi obéma tlohami jsou:
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dopravni problém plan vyroby
i ... zdroj i ... vyrobni obdobi
J ... spotrebitel J ... poptavkové obdobi
a; ... kapacita zdroje @ a; ... vyrobni kapacita obdobi i
b; ... poptavka spotfebitele j | b; ... poptévka v obdobi j

vyrobni cena v obdobi 7, prii=3j
Cij = vyrobni cena v ¢ + cena skladovani od ¢ do j, pfi¢<j

vyrobni cena v ¢ + penaliza¢ni cena od j do i, pfi:>j
P1i téchto analogiich lze problém sestavit do dopravni tabulky:

obdobi
1 2 3 4
4 4,5 5 5,5

50

obdobi 9 6 4 4,5 D 180

280

4 10 8 6 4 970

100 200 180 300

Tedy i tuto a podobné tulohy, které ptimo nesouvisi s dopravni tematikou, lze fesit dopravnim algoritmem.

10.2 Reseni dopravniho problému

A. Pocdateéni krok

V pocateénim kroku nalezneme néjaké pfipustné rozdéleni dopravy, které nemusi byt nutné optimélnim (v
optimaliza¢nim kroku je pak pfipadné vylepsime). Existuje vice metod pro nalezeni po¢étedniho rozdélent,
ukézeme si tfi z nich.

a) Metoda severozipadniho rohu (SZR)

1) Proménné z1; (kterd se nachazi v severozdpadnim rohu tabulky) pfifadime maximalni moz-
nou hodnotu dopravovanych jednotek. Protoze tedy 11 je maximalni mozné, vycerpa se tim
kapacita vyroby prvniho vyrobce (nebo poptavka prvniho spotfebitele), takze ve zbylych
polich prvniho fadku (resp. prvniho sloupce) umistime pomléky naznacéujici, ze se zde zadné
jednotky dopravovat nebudou.

2) Pokracujeme pfifazenim maximalni mozné hodnoty do pole g pfi vyGerpani fadku 1 v
kroku 1 (resp. do pole x12 pii vy€erpani prvniho sloupce v kroku 1). Zkrétka a dobfe — dalsi
vypliiované pole je vzdy smérem na vychod nebo na jih podle toho, zda byl v predchozim
kroku vycerpan sloupec nebo radek.

3) Krok 2 opakujeme tak dlouho, dokud se nedostaneme do pravého dolniho (= jihovychod-
niho) pole tabulky. U vyvazené ulohy tim docilime toho, Ze rozdéleni jednotek dopravy bude
spliiovat pozadavky na kapacity ve vsech fadcich i sloupcich.
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Priklad 10.4. Tuto i dalsi metody objasnime na nasledujici tabulkové formulaci dopravni tlohy:

S1 S S35

" 10 0 20| 11 15
v 12 7 91 20 o5
Vi 0| 14] 16| 18 5

5 15 15 10

ReSeni. Pro pocateéni rozdéleni tlohy se tfemi vyrobci a &étyfmi spotiebiteli uzijeme metodu
severozdpadniho rohu: z;; = 5, coz je poptavka v celém prvnim sloupci, ¢ili do poli s indexy
(2,1) a (3,1) umistime poml¢ku a posuneme se smérem na vychod, do pole (1,2). Kapacita ve
2. sloupci je 15, ov8em hodnotu 15 do pole (1,2) pfifadit nemtizeme, protoze by se pfekrodcil
soucet 15 (= kapacita 1. vyrobce) v 1. Fadku: z12 = 10, a tim se vycerpala kapacita vyrobce V7,
protoze x11 + z12 = 5+ 10 = 15. Cili do poli (1,3) a (1,4) mGZeme umistit poml¢ku. A posuneme
se smérem na jih — do pole (2,2), atd. az dostaneme vysledné vstupni rozdéleni ziskané metodou
SZR, uvedené v nasledujici tabulce:

S S Ss S
10— 0 20 11

ARNMENE L
\
vo| 12 575 Y 620 25

| O [ I8 I8

) 15 15 10

Celkova cena dopravy prfi tomto rozdéleni je
5-10+10-04+5-7+15-945-20+ 518 = 410 penéznich jednotek.

O

Vsimnéme si dulezité skutecnosti, ze pii m fadcich a n sloupcich dopravni tabulky mé prifazeni
dopravy tu vlastnost, ze pomlc¢ka neni umisténa v (m + n — 1) polich. Tento fakt musi platit pro
pocatecni rozdéleni, i pro kazdy optimaliza¢ni krok. Pfi metodé SZR je platnost tohoto faktu
ohrozena v situaci, kdy pfi jistém opakovani kroku 2 proménnd wx;; vycerpa kapacitu v fadku 4
i sloupci j soucasné — v takové situaci nemtzeme umistit pomlcky do zbyljch poli v radku ¢ i
sloupci j, protoze nepomlékovych poli by bylo mélo (méné nez m + n — 1). Proto nap¥. umistime
pomléky jen do fadku i. Déle pfifadime x;41,; = 0, a do zbylych poli sloupce j uz mtzeme umistit
pomlcku. Chtél bych upozornit na to, ze je velky rozdil v tom, zda je v uréitém poli hodnota 0,
nebo pomlcka. Tento rozdil bude patrny v optimaliza¢nim kroku, ale uz nyni mizeme prozradit, ze
pomlckové pole oznacuje nebéazickou proménnou, pole s hodnotou 0 oznacuje bazickou proménnou
s hodnotou 0 (¢ili jednd se o tzv. degenerované FeSeni, co se tyka analogie mezi timto algoritmem
a simplexovou metodou). A protoze pfi optimaliza¢nim kroku musime védét, které proménné jsou
bazické a které ne, je tfeba dobfe rozlisSovat mezi nulou a pomlckou.

Priklad 10.5. Pfiklad degenerovaného pocateéniho rozdéleni v dopravni tloze pfi metodé SZR:
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Vi 5‘0 s

Vs 0v2<ﬂ51a515 10

vi| 2] -t 58|
5 5 10

Nepomlckova pole oznacuji hodnoty bazickych proménnych.

b) Indexova metoda (IM)

Tato metoda zac¢ind prirazenim maximalni mozné hodnoty proménné s ohledem na kapacity
v poli s minimalni cenou ¢;; jednotkové dopravy (¢isla v polich vpravo nahore). Pak umistime
pomlcky v polich vyGerpaného fadku (nebo sloupce) a pokracujeme s pfifazovanim v poli s cenou
minimélni ze vSech poli zbyvajicich. Problém degenerace, kdy vyplnéni proménné z;; vycerpa
radek i sloupec soucasné, musime opét fesit citlivé — umistime pomlcky jen ve zbyvajicich polich
fadku 7 a do nékterého dalsiho pole ve sloupci j prifadime 0. Teprve pak sloupec j doplnime
pomlckami.

Ad Priklad 10.4. Pfipomenme si tabulkovou formulaci dopravni tilohy

S1 Se  S3 S

v 10 0] 20| 11 15
V% 12 7 91 20 95
Vs 0| 14] 16| 18 5

) 15 15 10

Miniméln{ jednotkové ceny jsou c¢i12 = 0 = c¢3;. Volime napf. pole (1,2) a pfifadime maximalni
mozny pocet jednotek s ohledem na kapacity v fadku i sloupci: z12 = 15. Tim se vycerpa
rfadek i sloupec, tj. bude se jednat o degenerované feseni. Do prvniho fadku ve zbylych polich
umistime pomlcky, ve druhém sloupci musime vyplnit jednu nulu, napf. zo2 = 0, abychom zarudili
dostateény pocet béazickych (= nepomlékovych) poli, a do zbylého pole (3,2) miZzeme umistit
pomlcku.

S Sa Ss3 Sa

y [ O] 0 20 C1n .

w2 T 9120,

Ve 0 14| 16| 18],
5 15 15 10

Dalsi minimalni zatim nevyplnéné pole je uréeno cenou c3; = 0. Vyplnime maximalné, tj. x3; = 5,
coz opét vycCerpa kapacitu soucasné ttretiho fadku i prvniho sloupce, tj. tfeti fddek doplnime
pomlckami a v prvnim sloupci musime pfidat jednu nulu: zs; = 0.
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Sl SQ 53 S4

v [ O] 0] 20 _IT] .

nl o2 of 9 20|,

vl 50 _HM[ 16 18]
5 15 15 10

Zbyva dokoncit vyplnéni posledniho fadku, kde jsou hodnoty proménnych jednoznacné urceny
(protoze se jednd o vyvazenou tlohu): xo3 = 15, z94 = 10. Vysledné pocatecni rozdéleni dopravy
ma tedy tvar:

Sl SQ Sg 54

y [ O] 0] 20 _IT] .

vl o o7 1Y 107

vl 50 _HM[ I6[ 18]
5 15 15 10

Celkova cena dopravy v tomto pfipadé je

10 - 20 + 15 - 9 = 335 finanénich jednotek.

Je pochopitelné, ze pocatecni rozdéleni dopravy provedené indexovou metodou bude mit zpravi-
dla vzdy nizsi celkovou cenu dopravy, protoze metoda SZR vibec nebrala ohled na ceny c¢;;. A
nasledujici metoda by obecné méla byt jesté lepsi nez indexova.

¢) Vogelova aproximaéni metoda (VAM)
Tato metoda nejenze zacind vypliiovat pole s miniméalni cenou, ale navic pridava kritérium, Ze ze
vSech poli s malymi cenami za¢ne tim polem, které splituje navic tzv. penalizaéni podminku (a je
jistym zpisobem nejvhodnéjsi ze vhodnych).
Postup:

1)

2)

Vypocteme pro kazdy fédek i sloupec tzv. penalizaci, kterd je rovna rozdilu ,,(druhé nejmensi
cena) minus (nejmensi cena)“.

Zvolime Tadek nebo sloupec s nejvétsi penalizaci, vybereme zde pole s minimalni cenou c;;
a vyplnime maximalni moznou hodnotu z;;. Dale doplnime pomlcky do vycerpaného fadku
nebo sloupce. Pokud vyplnéni x;; vycerpa kapacitu fadku i sloupce souc¢asné¢, musime vyplnit
zbyla pole pomlc¢kami jen napiiklad v daném tadku, ve sloupci musime umistit do jednoho
pole 0 a az do zbylych pomlcky; zkratka a dobfe, pokud vyplnéni jisté proménné vycerpa
radek i sloupec soucasné a hodnoty nékterych poli v tabulce v pfislusném fadku nebo sloupci
jesté nejsou vyplnény, vzdy se musi do nékterého pole v tom fadku nebo v tom sloupci doplnit
jedna 0.

Kroky 1 a 2 opakujeme tak dlouho, az v tabulce zbude pouze jeden fadek nebo sloupec,
kterého vyplnéni je jednoznac¢né dano. Pritom pfi vypoctu penalizaci uz nebereme v tivahu
ceny v polich, kde uz je vyplnéna hodnota nebo pomlcka.
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Ad Priklad 10.4. Penalizace uréime jako rozdil dvou nejnizsich cen v daném fadku nebo sloupci:

S1 Sa S3 S

p [0 0] 20 1T,

vl o2 T 9] 2,

v | S0 [ 16 T8
0 77T

Maximaélni penalizace 14 urcuje tieti radek, ve kterém vyplnime co nejvétsi hodnotu s ohledem na
kapacity (ty zde ted nejsou napsény, ale jsou uvedeny na predchozi strané): x3; = 5, coz vycerpa
kapacitu fadku i sloupce soucasné, ¢ili napt. pfiradime x2; = 0 a zbyla pole v 1.sloupci a 3.fadku
vyplnime pomlc¢kami.

Pokracujeme dalsim krokem, ¢ili znovu prepocteme penalizace fadk a sloupct, pficemz ve
tfetim fadku a prvnim sloupci to uz nema smysl, a ani pro ostatni fadky a sloupce ceny z téchto
vyplnénych poli uz nebudeme uvazovat:

S1 [Br—Sr—b1
y [0 0] 0] 10,
w20 T 59 20,
I e = s e

Dvé z penalizaci jsou rovny 11, zvolme jednu z nich, napfiklad tu kterda urcuje tieti sloupec. Ve
tfetim sloupci vybereme minimalni co3 = 9 a pritadime maximélné: zo3 = 15. Tim se vycerpa
kapacita sloupce, do posledniho pole ve 3.sloupci, které zbyva vyplnit, piSeme pomlcku.

V dalsi fazi jsou uz penalizace celkem jednozna¢né (vzdy rozdily dvou cen nevyplnénych poli v
daném fadku ¢i sloupci):

Si S5 S3 57

y [ 10O 2o | 1T

v O12 107 159 _20 [E

V3 5 0 _L‘-J: _16 _LO

Maximalni penalizaci uréuje druhy faddek, vybereme v ném dosud nevyplnéné pole s minimalni c¢;;:
T9o = 10, tim je vyCerpana kapacita druhého radku.

Nyni zbyva k vyplnéni uz jen posledni fadek, kterym je pozi¢né prvni fadek — doplnime vzhledem
k pozadavkim kapacit jednoznac¢né urcéené hodnoty x15 = 5, x14 = 10.
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S1 S Ss Sy
10 0 20 11

12 7 9 20

Va| 50| = =7 -

Celkova cena dopravy je
5:-0+10-114+0-12+10-74+15-9+ 50 = 315 financnich jednotek,

coz je jesté lepsi vysledek nez pocatecéni rozdéleni ziskané metodou indexovou. Poc¢ate¢ni rozdéleni
nalezené pomoci VAM je uz dost dobré, ale stale to nemusi byt feseni nejlepsi. Takové algoritmy,
které sice nenaleznou optimélni, ale jakési dost dobré feseni, nazyvame heuristikams.

Ukéazali jsme si tedy tii metody, které naleznou poéateéni rozdéleni dopravy v dopravni tloze. Ctenaf
tohoto textu by si mozna mohl polozit otazku, zda je nutné tolik metod a zda nestaci hodnoty do tabulky
pro zacatek jakymkoliv zptusobem, ktery vyhovuje kapacitnim pozadavkiam radku a sloupct. Odpovim
na tuto otazku, i kdyz si ji ¢tenafr zrovna nepoklada:

Ne kazdé rozdéleni dopravy je povolenym pocatecnim rozdélenim — zakazéna jsou rozdéleni, ktera
obsahuji tzv. uzavieny okruh, coz je pravoihelnik s hranami vodorovnymi ¢i svislymi a s vrcholy v
nepomlckovych polich.

Ad Priklad 10.4. Napt. rozdéleni

_ 5 I 0 _
5 uzavienym okruhem je
- 10 5 10 zde &tverec (1,2)—(1,3)—
<2v3)7(272)
5 _ _ _
nebo rozdéleni
0 = L5 —
uzavienym okruhem je
— 15 - 10 zde ¢tverec (1,1)—(1,3)-
(3v3)7(3a1)
5 — 0 —

neni povolenym pocatecnim rozdélenim. Tedy pocatecni rozdéleni dopravy lze provést i jinym zptisobem
nez uvedenymi metodami, ale takovému vyplnéni nepomlékovych poli, které vytvari vrcholy uzavieného
okruhu, se musime vyvarovat (na vrcholy uzavieného okruhu nemusi byt vyuzita vSechna nepomlckova
pole). Metody a), b), c) jsou konstruovany tak, aby pfi jejich pouZiti uzavieny okruh pomoci nepomlé-
kovych poli nevznikl.

B. Optimaliza¢ni krok

Tento krok vysvétlime na prikladé 10.4 — vezmeme pocatecni rozdéleni dopravy ziskané metodou SZR a
budeme je dale zlepSovat. Protoze se jedna o tlohu linearniho programovani, optimaliza¢ni krok sestava
ze ti1 Casti:

a) urCeni vstupni proménné (= vstupniho pole) ze vSech nebdzickych (= pomlckovych poli)
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b) uréeni vystupni proménné (= vystupniho pole, které se stane v dal§im optimaliza¢nim kroku
pomlékovym)

c¢) provedeni optimaliza¢niho kroku (= pfepocitani nového béazického FeSeni)

Optimalizaéni krok ¢&.1:
a) urdeni vstupni proménné: Nejprve pro dané rozdéleni dopravy prifadime kazdému fadku i kaz-
dému sloupci tzv. multiplikdtory u;,v;, které jsou fesenim systému rovnic
(173 + Vj = Cij
pro nepomlckova pole:

V1 = Vg = V3 = Vg =

oo 50 O] 207 _1I

= 12 5 7 15 9 520

Dtilezité upozornéni:

1) pravé strany rovnic jsou tvofeny cenami ¢;; v pravém hornim rohu, nikoli poétem jednotek
uprostfed pole

2) neznamgych je o jednu vice nez rovnic. ProtoZe ndm sta¢i najit jedno z téch nekoneéné mnoha
feSeni, jednu nezndmou mizeme zvolit. Zpravidla volime u; = 0.

Nyni pro pole (1,1) plati u3 + v; = 10 = v1 = 10 (protoze u; = 0).

Pokrac¢ujeme dalsim nepomlckovym polem (1,2): u3 +ve = 0= vy = 0.

Déle pole (2,2): ug +ve =7 = ug = 7 (protoze vy = 0).

Déle (2,3): uz + v3 =9 = vz = 2 (protoze uz = 7).

Pole (2,4): uz +vq4 = 20 = vy = 14.

A koneé¢né pole (3,4): uz +vg = 18 = uz = 4.

A tim jsou v8echna nepomlc¢kova pole vycerpana. Z popsaného feSeni je vidét, ze rovnice FeSime
v takovém potadi, Ze pri feSeni dané rovnice uz hodnotu jedné neznamé zname — pak druhou
neznamou muzeme lehce dopocitat. Tohle jsme provadéli pouze pro pole, ve kterych se nevyskytuje
pomlckal

Nyni po urceni multiplikdtor pokroc¢ime k pomlékovym polim a urc¢ime pro né jakési prepoctené
ceny Cpq ze vztahu

Cpg = Up + Vg — Cpgq (pouze pro pomlckova pole!).

Pomocné ceny ¢,, v poml¢kovych polich budeme psat napiiklad vlevo dole (vypocet je prirozeny:
u; v piislusném radku plus v; v pfislusném sloupci minus cena ¢;;), tedy i3 = us +v3 —c13 = 0+
+ 2 —20 = —18, atd.

’U1:10 ’UQZO U3:2 1}4:14

10 0 70 i1
w=0| 5 107 | - .
" 5712 7 9 20

0 17 16 is
us=41 147 | 107 0" >
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A nyni tedy koneéné urceni vstupniho pole: za vstupni proménnou vezmeme tu na pozici s ma-
ximalni kladnou cenou ¢,, (podobné jako pfi minimalizaci v jakékoli jiné tloze LP). Pokud jsou
vSechny ¢,, < 0, dané rozdéleni dopravy je optimdlni.

V naSem pfipadé max¢,, = 14 na pozici (3,1) ... méme uréeno vstupni pole.

b) urdeni vystupniho pole: Uvazujme ted bézickd (=nepomlckovd) pole spolecné s dodavanym
polem (3,1). Bazickd pole jsou maximalni mnoZinou poli, kterd nevytvari (neobsahuji) uzavieny
okruh. Dodanim vstupniho pole do této mnoziny se v této mnoziné uzavieny okruh uz vytvoii —
a sice vzdy préavé jeden!

V naSem pfipadé dodanim pozice (3,1) do mnoziny {(1,1),(1,2),(2,2),(2,3),(2,4), (3,4)} vznikne
uzavieny okruh (3,1) — (1,1) — (1,2) — (2,2) — (2,4) — (3,4) (pozici (2,3) neuvazujeme, protoze
pole (2,3) neni vrcholem daného okruhu).

5OH 10 @
51@7 5@
® 5 ©

Vstupni pole nyni vzdy oznac¢ime znakem @ , sousedni vrcholy vstupniho pole ozna¢me @ , SOu-
sedni pole poli @ oznaCme @ . Zkratka a dobfe, pfi postupném prochazeni vrcholt uzavieného
okruhu se stfidaji znaménka. Jaky vyznam udavaji znaménka 4+, —7 Pricteme-li do poli oznace-
nych @ urcity pocet jednotek dopravy a odecteme-li z poli @ tutéz hodnotu, prislusné kapacity
vyrobct a spotfebitelti ve vSech Fadcich i sloupcich zistanou v platnosti (protoze v kazdém Fadku
nebo sloupci je vzdy jedno pole @ a jedno pole

Nyni tedy urceni vystupniho pole: za vystupni pole vybereme to z poli © , které obsahuje mini-
malni pocet jednotek dopravy. Pokud je téchto minimdlnich hodnot vice (jako v naSem pfikladu,
kdy vsechna pole @ obsahuji stejnou minimalni hodnotu 5), vybereme jedno z nich. Zvolme tedy
za vystupni napf. pole (3,4).

c) provedeni optimalizaéniho kroku: Byla-li zdména bazické proménné v piipadé o-becné tlohy LP
pocetné nejslozitéjsi, u dopravni tlohy se pro zménu jedné o nejjednodussi ¢ast optimaliza¢niho
kroku: do poli @ pfi¢teme hodnotu z vystupniho pole, z poli @ ji odecteme. Ostatni pole zusta-

nou nezménéna. Pfitom ve vystupnim poli se objevi pomlcka.

Pokud by se stalo (jako je tomu v nasem piikladé), Ze vystupni pole nebylo uréeno jednoznac¢né, i
tak napiSeme pomlc¢ku pouze na pozici (3,4), do pozic (1,1) a (2,2) musime napsat 0. Zkratka a
dobfe, nepomlckovych (=bazickych) poli musi byt vzdy m + n — 1 (tedy v naSem p¥ipadé 6). Uz
vime, pro¢ to je dilezité: nepomlckova hodnota jednotek dopravy (tedy i 0) oznacuje pole slouzici
k urceni multiplikatort u;, v;, kdezto pomlcka oznacuje pole slouzici k vypoctu pomocné ceny ¢pq.

Dostavame tedy rozdéleni dopravy

JO] 0] 20 11

12 T 9] o2

SO T4 16| 18

Optimaliza¢ni krok ¢.2:
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a) urceni vstupniho pole: Musime znovu pfepoéitat multiplikdtory u;,v;, protoze nékteré z nich
budou jiné diky zméné nepomlckovych pozic. Volime u; = 0 a dalsi nezndmé dopisujeme do
tabulky ve vhodném pofadi pomoci nepomlcékovych poli:

1}1:10 ’U2:O ’U3:2 ’1)4:13

B 10 0 _18_20 2_11

Uy =17 5—12 0 7 15 9 1020
0 11 16 18

us=—101 5 o=l oy | 157

Nyni do téze tabulky (v ramci urychleni ¢asu) vpisujeme do pomlckovych poli pomocné ceny €,
(vlevo dole). Protoze max¢,, = 5 = vstupni pole je (2,1).

b) urdeni vystupniho pole: Uzavieny okruh vznikly po dodéni vstupniho pole k bézickym je

00OH 15®

I I
®H 00

Obé pole @ obsahuji stejnou minimalni hodnotu minz;; = 0 = vystupni pole opét neni urceno
pole ©

jednoznacné, volime napft. (1,1).

c) provedeni optimalizaéniho kroku: Jedinou zménou v tomto kroku je, Ze pomlcka a nula v polich
(1,1) a (2,1) se vyménily — ale to, jak vime, je zména podstatna.

0] 0] 20] 11
o' 07| 157 10%
L0 14 16| 18

Optimaliza¢ni krok ¢.3:

a) urceni vstupniho pole: Pomoci nepomlckovych poli uréime wu;,v;. Pak v pomlckovych polich
uréime pomocné ceny ¢,, (vlevo dole).

111:5 ’UQZO 1}3:2 1}4:13

10 0 20 i1
u; =0 5 15 18~ 9~
— 012 0/ 15 9 1020

0 11 16 18
ug =51 9 197 | c197 | -10”
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max Cpq = 2 = vstupni pole je (1,4).

b) uréeni vystupniho pole: Vznikly uzavieny okruh je

15 © ®
ol@ 101@

tedy minxz;; =10 = (2,4) je vystupni pole.

pole ©

c) provedeni optimalizaéniho kroku: Hodnotu 10 odeéteme z poli @ a pri¢teme do poli @ :

107 0] 20 I
21 T 9] 20
L0 W[ 16| 18

Optimalizaéni krok ¢.4:
Pro vzniklé rozdéleni dopravy vypocteme u;,v; a ceny Cpq :

1}125 UQZO 1}322 1}4211
10 0 20 11

up =0 5~ 5 18~ 10
Uy =17 012 10 7 15 9 _2—20
0 14 16 18

us==51 5 | 497 | 197 | .12~

Protoze vSechny ¢,, < 0, dané rozdéleni dopravy je optimalni.

Co k tomu dodat? Snad jakési vysvétleni celého algoritmu: u;,v; jsou vlastné dudlni proménné k
dopravni tloze, u; + v; < ¢;; jsou dudlni omezeni, ve kterych pro bazické proménné musi nastat rovnost
(u; +v; = ¢;5). A Ty jsou koeficienty téelové funkce nebazickych proménnjch v k-tém kroku (proto
Cpg = Up + Vg — Cpg)-

10.3 Prirazovaci uloha

Do logického sledu vykladu patii nésledujici tloha, kteraz slove pfitazovaci:

Jak pfitadit m tkol (délnikw, pracovniki) k n strojtim, aby celkova cena ndkladi byla minimalni (resp.
celkovy uzitek byl maximalni)?

Tato tloha je tlohou LP, protozZe ji Ize formulovat nasledovné:

n n
Naleznéte minimum funkce z = > > ¢;;z;;, kde ¢;; je cena prifazeni tlohy ¢ ke stroji j za omezeni
i=1j=1
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Zl‘ij =1

ixzj:l proi,j=1,2,...,n,
J

pfi¢emz z,; mize nabyvat hodnoty 0 (i-ty tkol neni pfifazen j-tému stroji) nebo 1 (i-ty tkol je pfifazen
j-tému stroji).

Je to vlastné tloha binarniho programovani. Ba co vic, jedna se i o dopravni problém, kde vyrobce
predstavuji ukoly a spotfebitele predstavuji stroje:

stroje
1 2 ... n
ci1 €2 ... Cin |1
tkoly 2 | €21 €22 ... cC2n |1
m|cmi Cm2 - Cmn |1
1 1 1

Kapacity ukoli a pozadavky stroji jsou rovny 1. Dopravni tlohu lze feSit po vyvaZeni (zaruceni toho,
Ze plati m = n).

Priklad 10.6. Nasledujici pfifazeni pro m = n = 3 bylo ziskdno metodou SZR:

stroje
1 2 3
1 15 07 _ 9 1
tikoly 9 14 11() 012 1
3 15 13 116 1
1 1 1

(feSeni pfifazeni je degenerované v kazdém optimalizaénim kroku).

Zvlastni struktura prifazovaciho modelu ovSem dovoluje vyvinout rychlejsi metodu, nez je algoritmus
dopravni dlohy. Vyuzijeme nasledujiciho faktu:

Véta 10.7. Pokud k vddku nebo sloupci matice (c;j) je prictena konstanta, bod optima se neménd, jen
se o konstantu zmeni hodnota ucelové funkce.

Dukaz. pokud od i-tého fadku odecteme konstantu p;

Jj-tého sloupce odecteme konstantu g;,
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, / . /
dostaneme novy cenovy koeficient Cij = Cij —Di — qj, & pak

n

n
/ ..
CijTij

1j=1

/
z

I
NE
NE

(cij — pi — qj)Tij

i=1 j=1
n n n n
=z- E Di g Lij — § (b‘g Lij
i=1 j=1 j=1 =1
N——
1 1
= z — konst.|

O]

Vytvofime tedy algoritmus pro pfipad minimalizace ndkladt pfifazeni. Hlavni mysSlenkou algoritmu je:

Pokud mutZzeme v matici (céj) vyrobit tolik nul, Ze z nich lze vybrat bazi, je tato baze optimalni bod,

protoZe cena 2’ je nulova (a zdporna byt nemtize).

Ad Priklad 10.6. Pripomenime si tabulkovou formulaci tlohy

) 7 9
14 10 12
15 13 16
Od kazdého radku ode¢teme minimélni cenu: p; = 5
p2 =10
P3 = 13.
Ziskame matici:
0 2 4
4 0 2
2 0 3

Odecteme jesté od kazdého sloupce minimalni cenu v tomto sloupci: ¢ =0

G2 = (2)
q3 = 2.
Vznikla matice (c;;):
1 0 2 2
4 0 1 0
2 1 0 1
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Ze ¢tyt poli ocenénych nulou nyni lze vybrat bazické pozice — je to mozné jedinym zptsobem. Tento kol
je analogicky ukolu najit na Sachovnici 3 x 3 z jistych pozic takovou kombinaci rozestavéni vézi tak, aby
jedna druhou navzajem neohrozovaly. Tedy x11 = 223 = 233 = 1, ostatni z;; = 0. VSimnéme si také, ze
z =p1 +p2+ps+g3 =30

Neékdy ovsem pouhé odecitani konstanty od fadku nebo sloupce k nalezeni optima nevede a je nutno
provést optimalizacni krok. To vysvétlime nasledujicim prikladem.

Pi#iklad 10.8. Uloha je ddna nasledujici tabulkou:

stroje
1 2 3 4

T AT ST 3,
akoly 2| O T O] Y ,ov
S A5,
J S 7 B 5,5

Po odecteni konstant od radki dostéavame tabulku:

0 3 ) 2

2 0 3 2

3 2 3 0

g3 =3

Po odecteni konstant i od sloupcti nastaya situace, kdy nelze z poli ohodnocenych nulou vybrat bazi:

0o B @ ©

Musime provést optimalizaéni krok: Co nejmensim poc¢tem vodorovnych a svislych pfimek vyskrtame
vSechna pole ohodnocenad nulou. Pak ze vSech nepfeskrtnutych poli vybereme nejmensi cenu, kterou
odecteme ode vsech nepreskrtnutych poli a pricteme k cené v prusecicich ,Skrtacich“ primek.

V nasSem piipadé je minimalni cena v nepfeskrtnutych polich rovna 1; provedenim zmén optimaliza¢niho
kroku ziskdvame cenové ohodnoceni, ve kterém uz lze nalézt optimum x11 = x93 = T30 = 244 = 1. V
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opacném pripadé bychom museli pokracovat dalsim optimalizacnim krokem.

0 2 1 1

1
3 0 10 2
0 10 3 2
4 2 0 0

Pokud by cenové ohodnoceni v prifazovaci tloze vyjadrovalo zisk nebo obrat a nasim tkolem by bylo
najit maximum pfifazeni, ode¢tenim vSech cen od maximéalni ceny v tabulce bychom ziskali jakési ohod-
noceni popsané cenovymi zbytky (rozdily) n;;, na které pak uz lze nasadit pravé popsany algoritmus
minimalizace. Pfevod ptvodnich cen na cenové zbytky:

nij = H}E;.X {Cij} — Cij'

10.4 Problém prekladu materialu

Jedna se o modifikaci dopravni Glohy, kdy se nékterym vyrobkim v modelu povoluje prochézet
jiné zdroje a spotfebitele, nez dorazi k tomu svému — kazdy uzel sité mtze byt soucasné zdrojem
i spotfebitelem.

Ad Priklad 10.1.a) Uvazujme zadani z piikladu 10.1.a); doplime jesté pozadavek, ze

kazdy zdroj i spotfebitel mtze byt navic jesté dopravnim uzlem, tj. dostavame piekladovy
m n

model pro 5 zdroji a 5 spotfebiteltl. Ptislusna sitova formulace, kde B = > a; = b; = 3700
i=1 j=1

oznacuje povolené mnozstvi preklddaného materialu, je tvaru:

L.A. ...B+1000 — L.A.
Detroit ... B +1500 — Detroit
N.O. ...B+1200 N.O
Denver ...B . Denver
Miami ...B . Miami
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Neékteré jednotkové ceny jsou stejné jako v ptvodni tloze; jednotkova cena dopravy z mista do
sebe sama je rovna nule. Cena z X do Y miize byt jind nez cena dopravy z Y do X (v opa¢ném
sméru je pouzit jiny druh dopravy).

Pro B = 3700 je optiméalni feSeni tlohy v tabulce:

L.A. Detroit N.O. Denver Miami
0 130 90 80 215
L.A. 3700 — — 1000 — 4700
) 135 0 101 100 108
Detroit - 3700 200 1300 — 5200
95 105 0 102 68
N.O. — - 3500 1400 4900
79 99 110 0 205
Denver — — — 3700 3700
o 200 107 72 205 0
Miami — — — — 3700 3700
3700 3700 3700 6000 5100

Toto feSeni 1ze mimo hodnoty na hlavni diagonale zndzornit i sifové:

Los Angeles 1000 — @ 1o,

@ — 2300 Denver
1300

Detroit 1500 —

200. . . prekladova operace @ — 1400 Miami

New Orleans 1200 — 1400

Rozsifme nyni piiklad 10.1.a) o fakt, Ze spotiebitelé @ , @ jesté zbozi rozvazi péti dealertium,
tj. uzly a jsou jediné prekladové uzly:
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zavody distribu¢ni stfediska dealefi

Neni dovolena doprava ze zavodi piimo k dealerim — vSe se musi piepravit pfes uzly @ a
(B = 3700 je pfidano pouze zdrojim a spotfebitelim a )-
Tabulkova reprezentace dané tlohy:

1 1000
M| M| M M| M

2 1500
M| M| M M| M

3 1200

4 3700

5 3700

3700 3700 800 500 750 1000 650

Dostatecné velkd konstanta M v prislusné tabulkové reprezentaci sitové tlohy zarucuje, ze dané
soutfadnice nebude vybrana pro optimalni rozdéleni dopravy. Ponévadz je povolen pfeklad pouze
v uzlech a , cesty zpét z uzla , do , , v tabulce neuvazujeme. Pokud
bychom povolili pieklad v bodech az , prislusné tabulkova reprezentace uz tyto cesty
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zpét musi zapracovat:

1 2 3 4 5 6 7 8 9 10

M| M| M M| M

1 4700
M| M| M M| M

2 5200
M| M| M M| M

3 4900

4 3700

5 3700

3700 3700 3700 3700 3700 800 500 750 1000 650

Pojmy k zapamatovani

— Uvodem kapitoly jsme formulovali zadani dopravni tlohy: rozhodnéte o zpiisobu rozvozu
jednoho typu vyrobku (nebo suroviny) z m zavodi do n spotiebitelskych skladii tak, aby
se minimalizovala celkové cena dopravy, je-li dano

cij ... jednotkova cena dopravy ze zdroje ¢ na misto urceni j,
a; ... mnozstvi zasob se zdroji i, i =1,2,...,m,
bj ... pozadavek spotiebitele j, j = 1,2,...,n.
Vystupem tlohy jsou optimalni hodnoty proménnych z;; (= mnozstvi jednotek dopravo-
m n
vanych ze zdroje i ke spotfebiteli j) a celkova cena dopravy ) > ¢;jxij.
i=1j=1
— Model dopravni tlohy lze fesit az po eventualnim prevedeni na tzv. vyvdZeny tvar, kdy
m n
dYa; = b;, tj. nabidka = poptéavka. Tohoto tvaru lze dosdhnout zavedenim fiktivniho
i=1 j=1
vyrobce nebo fiktivniho spotfebitele. Cenu dopravy u fiktivnich ¢lenti naseho systému
poloZzime rovnu nule, pfipadné volime dostatecné velké kladné ¢islo (zélezi na pozadavcich
ulohy).
— Déle jsme se zabyvali jiz samotnym TreSenim dopravniho problému, které lze rozdélit do
nasledujicich fazi:
A. Pocatecni krok: V pocatecnim kroku nalezneme néjaké pfipustné rozdéleni dopravy,

které nemusi byt nutné optimalnim. Ukazali jsme si 3 metody pro nalezeni pocatec-
niho rozdéleni

a) Metoda severozapadniho rohu (SZR)
Metoda pridéluje maximalni moznou hodnotu dopravovanych jednotek do jed-
notlivych poli tak, Ze za¢ne na pozici (1,1) (severozapadni roh tabulky) a po-
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kracuje jihovychodnim smérem. Do ostatnich poli, kde je jiz hodnota prepravo-
vanych jednotek vycerpana, ptrifadime pomlcku.
b) Indexova metoda (IM)
Tato metoda zacina prifazenim maximalni mozné hodnoty proménné s ohledem
na kapacity v poli s minimalni cenou ¢;; jednotkové dopravy (¢isla v polich vpravo
nahote). Pak umistime pomlcky v polich vycerpaného fadku (nebo sloupce) a
pokracujeme s pfifazovanim v poli s cenou minimalni ze vSech poli zbyvajicich.
c) Vogelova aproximaéni metoda (VAM)
Tato metoda nejenze zacina vyplnovat pole s minimalni cenou, ale navic pridava
kritérium, Ze ze vSech poli s malymi cenami zacne tim polem, které spliiuje
navic tzv. penaliza¢ni podminku.

B. Optimalizac¢ni krok Protoze se jedna o tlohu linedrniho programovéani, optimalizac¢ni
krok sestava ze t¥i casti:

a) urceni vstupni proménné (= vstupniho pole) ze vSech nebazickych (= pomlcko-
vych poli)

b) urceni vystupni proménné (= vystupniho pole, které se stane v dal$im optima-
lizaénim kroku pomlékovym)

c¢) provedeni optimaliza¢niho kroku (= piepocitdni nového bazického feseni)

— Modifikaci dopravniho problému je tzv. prifazovaci wloha, jejiz formulace zni:
Jak pfifadit m kol (délnikd, pracovnikii) k n strojim, aby celkova cena nakladi byla
minimalni (resp. celkovy uzitek byl maximdlni)? Tato tloha je tlohou LP, protoze ji lze

formulovat néasledovné:
n

n
Naleznéte minimum funkce z = > > ¢;;x45, kde ¢;; je cena pfifazeni tlohy i ke stroji j
i=1j=1
dowij =1

ixijzl proi,j=1,2,...,n,
J

za omezeni

pficemz z;; mize nabyvat hodnoty 0 (i-ty tikol neni pfifazen j-tému stroji) nebo 1 (i-ty
ukol je pfifazen j-tému stroji).

— Reseni tohoto problému je velmi podobné feSeni dopravni tlohy a je demonstrovano na pii-
kladé. Vyuziva se zde toho, Ze proménnd x;; je binarni.

— Dalsi modifikaci dopravni ulohy je tzv. problém prekladu materidlu, kdy se nékterym vy-
robkim v modelu povoluje prochazet jiné zdroje a spotiebitele, nez dorazi k tomu svému
— kazdy uzel sité mize byt soucasné zdrojem i spotiebitelem. Pti feSeni je tfeba uvédomit
si spravnou tabulkovou reprezentaci zadané ulohy. Algoritmus je pak stejny jako u doprav-
niho problému.

Kontrolni otazky

1. U nésledujicich vyrokt rozhodnéte, zda se jednéd o vyrok pravdivy ¢i nepravdivy.
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a) Pfi feSeni dopravniho problému musime tlohu upravit tak, aby byl stejny pocet ,zdroju*
i ,spottebitelt“, tj. m = n.

b) Pfi feSeni dopravniho problému mutzeme piidavat fiktivni ,zdroje“ nebo fiktivni ,spo-
trebitele”.

¢) Pii pouziti nékteré z metod SZR, IM nebo VAM nalezneme vzdy pripustné feseni.

d) Metoda SZR muze skoncit v jakémkoliv rohu dopravni tabulky.

)
)
e) Metoda IM je zpravidla lepsi nez SZR, protoze bere také ohled na ceny Cij-
f) Pii pouziti metody VAM nemuiZze nastat problém degenerovaného feseni.

)

g) Pfi pouziti metody SZR muze vzniknout feSeni, které obsahuje uzavieny okruh pomoci
nepomlckovych poli.

h) Béazicka pole mohou tvofit uzavieny okruh.

i) Bazickych poli musi byt vzdy m + n.

j) Pfi feSeni pfifazovaciho problému musime tulohu upravit tak, aby byl stejny pocet
,yakoli® 1, stroju, tj. m = n.

k) Dopravnim algoritmem lze feSit pouze tlohy, které pfimo souvisi s dopravni tematikou.

Odpovédi na otazky
la) =N, 1b) — A, 1c) — A, 1d) — N, 1e) — A, 1f) — N, 1g) - N, 1h) — N, 1i) = N, 1j) — A, 1k) - N

Cviceni
1. Najdéte pocatecni feseni v nasledujici dopravni tloze
a) metodou SZR

b) indexovou metodou

c¢) metodou VAM.
Uzitim nejlepsiho pocatecniho feseni vypoctéte optimalni feseni.

S1 So S3 Sy
10 20 5 7

Wi 10
13 9 12 8

Va 20
4 15 7 9

Vi 30
14 7 1 0

Vi 40

Vs 50

60 60 20 10
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2. Najdéte pocatecni fesSeni v nasledujici dopravni tloze
a) metodou SZR
b) indexovou metodou
c¢) metodou VAM.
Uzitim nejlepsiho pocatecniho feSeni vypoctéte optimalni feseni.

Sl SQ S3 S4

23 27 16 18
Wi 30

12 17 20 o1
Vs 40

22 28 12 32
Vs 53

22 35 25 41

3. Uvazujme dopravni tlohu pro piipad t¥i vyrobct a tfi spotiebiteli:

S1 | S2 | S3
Vill1]0
Vol 3|5 | 4 6
Vsl 12310
3|5 |12

Cisla v 5.fadku jsou kapacity spotfebitelt, ¢isla v 5.sloupci tabulky kapacity vyrobct, jinak
jsou v tabulce uvedeny ceny dopravy.
a) Metodou severozapadniho rohu uréete pfipustnou vstupni verzi.
b) Najdéte optimalni rozdéleni dopravy dostate¢nym opakovanim optimaliza¢niho kroku.
4. Vyfteste nasledujici ptifazovaci tlohu, kde se maji optimalné ptifadit 4 operatori ke 4 strojtm.

Ptitom se pozaduje, aby l.operator nebyl pridélen ke 3.stroji a 3.operator nebyl ptidélen ke
4.stroji. Tabulka udava ceny jednotlivych pfifazeni, chceme minimalizovat celkovou cenu.

Stroj 1 | Stroj 2 | Stroj 3 | Stroj 4
Operator 1 5 5 — 2
Operator 2 7 4 2 3
Operator 3 9 3 5 —
Operator 4 7 2 6 7

Vysledky priklada viz ?7.
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Vysledky

ad 1. Metoda VAM dévala nejlepsi pocateéni feSeni. Byly tieba 3 itera¢ni kroky k nalezeni
optimélniho feSeni r13 = 10, T2 = 20, r31 = 30, Tg9 = 30, Tag = 10, 51 — 30, Ir52 = I53 —
=10 a z = 820.

ad 2. Metoda VAM nasla pfimo optimélni feSeni x14 = 30, z91 = 5, T9o = 35, x31 = 17, 133 =
=25, x34 = 11 a z = 2221.

ad 3. Optimédni FeSeni je T2 = 4, To3 — 6, Ir31 — 3, T3 = 1, xIr33 — 6 az=47.

ad 4. Optiméalni feSeni je x14 = 223 = T32 = 41 = 1, x;; = 0 pro ostatni 4, j, celkova cena je 14.
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11 Dynamické programovani

Pruvodce studiem

V této kapitole se budeme zabyvat dalsi moznost hledani extrému funkce za danych omezeni, tzv.
dynamickym programovanim. Pritom si ukaZeme, Ze pfi hledani optimalni moznosti je nékdy nejrych-
lejsi rozdélit dany problém na nékolik podproblémi (fazi) a najit optimum v dané fazi se zretelem na
kombinace mozZnosti z predchozi faze.

spravné definovat faze, stavy a pfipustné alternativy.

Ukazeme si dva mozné typy algoritmu: prfimy postup a zpétny postup. PouZiti pfimého nebo zpétného
postupu algoritmu v praxi zavisi na tom, ktery typ rekurentnich rovnic je jednodussi.

Pri Feseni iloh dynamického programovani nemusi byt funkce, jejiz optimum hleddme, nutné linearni.

Cile

Po prostudovani této kapitoly budete schopni:

e Formulovat tlohu dynamického programovani.

e Vhodné definovat jednotlivé faze, stavy a mozné alternativy.

e Hledat optimalni feseni problém® dynamického programovani.

Hlavni myslenka dynamického programovani: Pfi hledani optimalni moznosti je nékdy nejrychlejsi rozdélit

dany problém na nékolik podproblému (fazi) a najit optimum v dané fazi se zfetelem na kombinace moz-
nosti z predchozi faze — algoritmus je tedy rekurzivni. Podrobnéji jej vysvétlime na nasledujicim prikladu.

Priklad 11.1. Spolec¢nost chce investovat 5 miliént dolarti do rozvoje svych t¥i zavodu. Kazdy ze
zévodi predlozil nékolik navrhi, jak by penize mohl vyuzit a s jakym vynosem. Jak rozdélit penize, aby
byl celkovy vynos maximalni?
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zavod 1 zévod 2 zavod 3
navrh | ¢; Ri ¢ R c3 Rs
1 0 0 0 0 0 0
2 1 5 2 8 1 3
3 2 6 3 9 - -
4 - - 4 12 - =

Jednotkou je jeden milién dolarti; nulovy navrh u kazdého ze zévodd naznacCuje, Ze bereme v
tvahu i moznost, ze ur¢itd ¢ast investic nemusi byt vycerpana.

Reseni. Nejprve musime definovat — a) faze j

b) stavy x; ve fazi j

c) ptipustné alternativy k; ve fazi j.
Existuji dva mozné typy algoritmu: pfimy postup a zpétny postup.
1) Pfimy postup:

ad a) faze = zavod

ad b) z1 ... mnoZstvi investic pfidélené zavodu 1
o ... mnozstvi investic pfidélené zavodim 1 a 2
T3 ... mnozstvi investic pridélené zavodim 1, 2 a 3

ad ¢) oznacme

k; ... ne konstanta, ale proménné podle poctu pfipustnych alternativ ve fazi j
k3 ... optimalni hodnota alternativy ve fazi j

R;(k;) ... vynos alternativy k; ve fazi j

fi(z;) ... optimalni vynos fazi 1,2,. ..,  za daného stavu proménné z;

cj(kj) ... cena alternativy k; ve fazi j

Za daného oznadeni nyni hleddme f5(z3 = 5); klicem je sestaveni rekurzivnich rovnic

fi(z1) = max (Ri(k1))

Cl(kl)fﬂﬁl
$j71
—_———
fi(zj) = max (R;(kj) + fi-1(z; —ci(ky)) )

cj(kj)<=z;

maximalni vynos
celkem za féaze
1,2,...,5—1

Nyni uz pfistoupime k pfimému prichodu jednotlivych fazi:
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faze 1:

r1) = max (Ri(k ro ks =1,2,3
fi(z1) q(kl)gml( 1(k1))  pro ky

(v zédvodu 1 existuji t¥i alternativy)

Ry(kq) optim. FeSeni faze 1
o | k=1 k=2 k=3 fie)] &
o | [o] | - - 0 1
1| o - 5 2
2| 0 5 | 6] | 3
31 0 5 | [6] ] 6 3
4| o 5 | [6] ] 6 3
51 0 5 | 6] | 3

Sloupec k; = 1 odpovida té varianté (¢.1), Ze zavod 1 nedostane penize;

sloupec k1 = 2 odpovida varianté, Ze zdvod 1 dostane penize na névrh 2,

sloupec k; = 3 odpovida varianté, ze zdvod 1 dostane penize na navrh 3 (Zadny ze zavodii
nemiZe ziskat penize na vice ndvrhli soucasné, tj. vice variant ve fizi 1 neexistuje); tyto
sloupce udavaji vynosy jednotlivych variant pro mozné hodnoty proménné x;.

faze 2:
fa(z2) = max (Ra(k2) + fi(z2 — c2(k2)))

ca(k2)<x2

Tabulka méa nasledujici tvar (k% je ¢islo optimalniho ndvrhu v ¥ddku faze 2, ovSem uz v
zévislosti na fazi 1):

Ry(k2) + f1(z2 — ca(k2))
T kg =1 ]CQ =2 k’g =3 kQ =4 fQ(IQ) k;

0+040] - - - o | 1
0+545] -
0+6=6|8+0=8] - - s | 2
0+6=6|8+5=13]| 9+0=9 - 13 | 2
0+6=6 | 8+6=14][ 945 1240=12| 14 |2v3

4

0+6=6|8+6=14|9+6=15|12+5=17| 17

T =~ W N = O

faze 3:

fa(zs) = max  (Rs(ks) + fa(zs — c3(ks)))
ca(ks) < z3

ks =1,2
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V posledni fazi potfebujeme uz jen jeden fadek: x3 = 5 (i kdyZ i napf. fadek x5 = 4 by byl
zajimavy tim, ze by ukazoval optimum pro 4 miliény celkovych investic apod., ¢ili jednalo
by se o jistou citlivostni analyzu — tento pojem viz kapitola 8.1).

R (ks) + fa(x3 — c3(ks))
xs3 ks=1 ks =2 f3(x3) k3

5 10+17917) 3+14 17| 17 |1v2

vysledek: Zpétné projdeme £}, abychom vidéli mozné kombinace fesent:

xIs k§ i)

9 (5-0=05)
®|6-1-9

Z posledniho sloupce je vidét, ze existuji tfi optimalni rozd€éleni investic pro jednotlivé navrhy.

a1 ki | (KT, k3, K3)

G-4=1)|@)] 241
(3’272)

4-3=1) @) 2372

"CEE
®

2) Zpétny postup: Je to druhd moznost feSeni; ovem kromé opa¢ného postupu od zavodu 3 k zévodu
1 (jiné rekurentni rovnice) budou jinak definovény stavy:

ad a) faze jsou stejné

ad b) y; ... mnozstvi investic pridélené zadvodtim 1, 2 a 3
Y2 ... mnozstvi investic pridélené zavodim 2 a 3
ys ... mnozstvi investic pridélené zavodu 3
ad ¢) f;(y;) ... optimalni vynos fazi j,j + 1,...,n za daného stavu proménné y;.

Pro toto oznaceni miZeme psat rekurzivni rovnice:

f3(ys) = max (R3(k3))
cs3(ks) < w3
fily)) = max (By(k;) + fia(yi — ¢i(ky))

cj(kj) < xj
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faze 3:
R3(k3) optimélni feSeni

ys | ks =11 ks =2 f3(ys) k3

o [o] | - 0 1

1] o0 3 2

2| 0 3 2

3| 0 3 2

4] 0 3 2

50 o 3 2
faze 2:

Ro(k2) + f3(y2 — ca(k2))
yo | ka=1 ky =2 k=3 kp=4 | fa(y2) | k3
0o+0=0] - = - 0 1
0+343] -
0+3=3 | 8+0=8 | - - 8 2
0+3=3|8+3=11] 9+0=9 - 1n | 2
0+3=3|8+3=11|9+3 124012 12 [3v4

0+3=3 |8+3=11|9+3=12|12+315] 15 | 4

[ SN V=)

faze 1: Staci jen fadek: y; = 5.

Ry(k1) + fa(yr — c1(k1))
U1 kl = 1 kl = 2 kl = 3 fl(yl) kf

5 [0+15=15|5+1217] 6+ 11 17] 17 [2v3

»Rozpletenim“ v pfimém sméru dostaneme stejna 3 feseni.

Pouziti pfimého nebo zpétného postupu algoritmu v praxi zavisi na tom, ktery typ rekurentnich rovnic
je jednodussi.

Yy

zavislosti faze na predchozich fazich v rekurentni rovnici).
Procvi¢me na nékolika prikladech:
Priklad 11.2. Na konci kazdého roku se rozhoduje, zda urcity stroj nechdme v provozu, nebo jej vy-

ménime za novy; pokud ziistane v provozu, klesne zisk (diky vétsi poruchovosti), pokud koupime novy,
bude to néco stat. Urcete faze, alternativy v kazdé fazi a stavy.
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alternativy........ a) nechat dany stroj
b) koupit novy stroj
stav j ...l stari stroje na pocatku roku j
Priklad 11.3. Vedouci chce zjistit pocet délnikt potfebnych na nejblizsich 5 tydni, kdyz zna pocty
potfebné pro kazdy tyden.
Jsou znamy také ceny, které zaplati za — prijeti
— propusténi
— nevyuzity cas prace délnika
(na str.296 je ptiklad uveden pro konkrétni hodnoty).

Kolik délnika kazdy tyden prijmout a propustit, aby se minimalizovala celkova cena s tim spojena?
Urcete faze, alternativy v kazdé fazi a stavy.

Reseni. fazej ............ tyden j
alternativy ....... pocet délniki — prijatych
— propusténych v tydnu j
stav tydne j ...... pocet délnikli pfipravenych k prici na pocétku tydne j (= na

konci tydne (j — 1)). Poc¢ty délnika pFijatych nebo propusténych
v predchozich fazich zde nehraje roli.

Priklad 11.4. Problém ndkladu (problém plnéni batohu). Na ¢lun chceme nalozit nékteré z polozek
1,2,..., N tak, aby naklad nepfekrocil uré¢itou hmotnost a mél pfitom maximélni hodnotu. Oznadceni:

w; ... hmotnost polozky ¢
v; ... hodnota polozky i
k; ... pocet polozek ¢

w ... maximalni hmotnost celého nakladu

Uvazujme nasledujici zadéni

Reseni. Jednd se vlastné o tlohu celo¢iselného linedrniho programovéni:

maximalizujte funkci z = v1k1 + - - + vyky za podminky
wirky + -+ wyky < w, k; jsou nezaporna cela cisla.

Ale vyfeSme tuto tlohu pomoci algoritmu dynamického programovani:
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faze j ...l polozka j
stavy; vefdzi j.............. celkova hmotnost pritazend fazim j,5 +1,... N
(i =w, y; =0,1,...,wproi > 1)

alternativa k; ve fazi j ....... pocet jednotek j-té polozky, kterou bereme s sebou.

Tato Gloha je podobna piikladu 11.1 — jedné se opét v jistém smyslu o pridéleni zdroji. Zpétné rekurentni
rovnice jsou tvaru:

fN(yN) — Imax (UN k‘N)
kn
YN

Jily;) = max (v; kj + fi+1(y; —wjky)) proj=12,....N—1
J

Yj

Zpétnym postupem (féze 3, faze 2, faze 1) si bystry ¢tendf ovéri, Ze (2,0,1) je optiméaln{ rozdéleni polozek.

Priklad 11.5. Problém spolehlivosti. Elektronické zafizeni se sklada ze tii hlavnich komponent zapo-
jenych sériové, tj. selhani komponenty vede k selhani celého zafizeni. Paralelnim pfidanim rezervnich
komponent lze zvysit spolehlivost zafizeni. Kazda komponenta mtze byt az dvakrat zalohovand (tj.
maximélné lze paralelné zapojit 3 kusy komponenty téhoz typu). Celkova cena zafizeni ma byt maximalné
10000 dolarii. Tabulka udava, jak roste spolehlivost R;(k;) a cena c¢;j(k;) pro rizny pocet komponent
téhoz typu:

ji=1 j=2 j=3
ki | R1 < Ry ¢ Rs c3
1106 1 0,7 3 0,5 2
2108 2 0,8 5 0,7 4
3109 3 0,9 6 0,9 5

(ceny jsou v tisicich dolart). Jak zapojit ndhradni komponenty, aby spolehlivost pfi dané cené
byla maximalni?

Reseni. celkova spolehlivost = souéin jednotlivich spolehlivosti

N
tkol: naleznéte maximum funkce R = [] R;(k;) za podminky
j=1

N

¢;j(k;) <10 (tisic dolart).
j=1

Pouzijeme zpétny postup dynamického programovani:
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stav y; ve fazi j

alternativy k; ve fazi j

Rekurentni rovnice:

typ komponenty j

celkova cena pfifazend typtum 7,5+ 1,... N
pocet paralelné zapojenych jednotek typu j
(ky € {1,2,3))

celkové optimélni spolehlivost typta 5,5+ 1,... N

pro dany kapital y;

(Rn(kn))

i) fi+1(y; — ci(k;)))

In(yn) = max
kn
en(kn) <yn
filyy) = max  (R;(k
J
cj(kj) <wyj

proj=12...,N—-1

y; €{0,1,2,...,10}; ovSem pocet fadki v

jednotlivych fazich mtzeme snizit nasledujici uvahou:

y3 > 2 a yz < 10 — (cena 1 komponenty typu 1 + cena 1 komponenty typu 2),

yo > cena 1 komponenty typu 2 + cena 1 komponenty typu 3

< 10 — cena 1 komponenty typu 1

faze 3.......

t.2<y3 <6
faze 2.......

celkem 5 < yy <9
faze 1.......

<10
celkem 6 < y; <10

y1 > cena komponenta 1 + komponenta 2 + komponenta 3

Mizeme se tedy pustit do rekurentniho algoritmu (zpétny postup):

faze 3:
R3(ks) optimélni feSeni
ys | k3 =1|ks=2| kz=3| f3(y3) k3
2 | [05] | - — | 05 1
3 110,5 — — 0,5 1
41 0,5 0,7 — 0,7 2
5 0,5 0,7 0,9 0,9 3
6 0,5 0,7 0,9 0,9 3
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faze 2:
Ro(k2) - f3(y2 — c2(k2))
Yo ky = 1 fy = 2 ky = 3 Folyo) | k3
5 10,7-0,5=0,35 | - - 0,35 | 1
6 0,7-0,5=0,35 | - - 0,35 | 1
7 10,7-0,7=10,49 || 0,8-0,5=0,4 - 0,49 | 1
8 10,7-09=0,63]| 0,8-0,5=0,4 [0,9-0,5=0,45| 0,63 | 1
9 [0,7-0,9=[0,63]]0,8-0,7=0,56|0,9-0,5=0,45| 0,63 | 1
faze 1:

Ry(ky1) - fa(yr — c1(k1))
Y1 kp=1 ki =2 k1 =3 filyr) | kY

10 | 0,6-0,63=0,378 | 0,8-0,63 =0,504 | | 0,9-0,49 = 0,441 | 0,504 | 2

Optimalni varianta je tedy (kf, k3, k3) = (2,1, 3).

Ad Piiklad 11.3 (pro konkrétni hodnoty)

tyden 1

potrebny pocet délniki b; | 5

Pokud pocet délniki aktudlniho tydne presahne pocet délnikid minulého tydne, musime zapocitat cenu
spojenou se ziskdnim novych pracovnich sil. Na druh€ strané, pokud je dany tyden vice délniku nez
potrebujeme, stoji to urcitou prebytkovou cenu.

Yjooroeaeeanann, pocet deélnikiu na pocdtku tydne j
ci(y; —bj)........ prebytkovd cena, kdyz y; prevysi b;
co(Yj — Yj—1)-vnnnn cena ziskdni novych pracovnich sil

Data vedouctho ukazuji, Ze

) A+ 2(y Y1) -y > Y

c2(y; —yj-1) = 0 b <y
Y S Y-

(propousdténi nic nestoji)

Yo =9, ys = 6.

Jaké jsou optimdlni hodnoty y1, Y2, Y3, ya ?
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ReSeni. faze j..................... j-ty tyden
stavve fazi j.............. yj—1 (= pocet délnikid na konci faze j — 1)
alternativy ve fazi j....... y; (= pocet délniki v tydnu j)
Fityjmt) oo optimalni cena Fizeni pracovnich sil

za tydny 7,5 +1,...,5 pro dané y;_;

Rekurentni rovnice zpétného postupu:

fs(ya) = ;?335(01@5 —bs) + c2(ys — ya))

fi(yj—1) = min (e1(y; —bj) + ea(y; —yj-1) + fi+1(y;)) proj=1,2,3,4

YiZ0j

pocet radkid v jednotlivych fazich mtzeme snizit touto tvahou:
A=1by <bs=06=ys € {4,5,6).

Déle y3 = 8 (protoze propousténi nic nestoji).

Déle yo € {7,8}.

Daéle y; € {5,6,7,8} (musime uvazovat i y; = 6, 7,8, protoZe nevime, zda neni levngjsi

nabrat v 1.tydnu 8 lidi a nechat si je az do 3.tydne).

A nyni uz se miZzeme pustit do zpétného postupu:

faze 5: b5 =6

c1(ys — 6) + c2(ys — ya) | optimalni FeSeni

Ya ys =6 f5(ya) Y5
4| 3.0+4+2.2=|8]] s 6
5 3-0+4+2.1=[6]| 6 6
6 3:0+0=0] 0 6

faze 4: by =4

c1(ys —4) + ca(ys — y3) + fs(ya)
Y3 ys =4 Ya =5 Yys =6 fa(ys) | vi
§ |0+0+8=83-1+0+6=9[3-2+0+0=|6] 6 |6
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faze 3: b3 =8

c1(ys —8) + ca(ys — y2) + fa(ys3)
Y2 yz3 =8 f3(y2) | v3
7 0+4+2-1+6=|12] 12 |8
8 04+0+6=6] 6 | s
faze 2: by =7
c1(y2 = 7) + c2(y2 — y1) + f3(y2)
Y1 y2 =17 y2 =8 fa(y1) | v
5 |0+a+2.2112=20 |3 144+2.3+6=[19] 19 |8
6 |0+4+2.1+12=18 |3-1+4+2.2+6=|17] 17 |8
7 o0+0+12=12] |[3.1+4+2.146=15| 12 |7
8| 040+12=12 3-140+6=|9] 9 |8
faze 1: b1 =5
c1(y1 —5) +c2(y1 — yo) + f2(y1)
Yo y1=2>5 y1 =6 y1 =17 y1 =8 filyo) | vi
3-14+ 4+ 3:2+ 4+ 3-34+4+
5 1 04+0+19=19 19 5
T+ 2-14+17=26| 2-2+12=26| 2-3+9 =28

optimum: yp=5= y; =5

Tedy idealni strategii je

y2 =8
ys =8
ys =6
ys =6

1.tyden ...
2.tyden ...

3.tyden ... 0

4.tyden ...

5.tyden ... 0.

3 najmeme

2 propustime

0 (méme 5 délnikt z minulého tydne)

Posledni tloha se lisila od téch pfedchozich v tom, ze v kazdém radku tabulky jsme hledali mini-
mélni hodnotu (jednalo se o minimaliza¢ni tlohu).

Vsechny probirané tlohy byly jednodimenzionalni; u vétsi dimenze netimérné nartistd pocet pfipustnych
kombinaci proménnych.

Ulohy linedrniho programovani lze rovnéZz feSit pomoci algoritmu dynamického programovani (viz
pr.11.4), ale polet omezeni urcuje pocet proménnych v tloze, tj. dynamické programovani se zde
nepouziva pro vice nez 1 omezeni (nebo nez 2 v pfipadé dvou proménnych).
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Pojmy k zapamatovani

— 'V této kapitole jsme ukézali dalsi moznost hledani extrému funkce za danych omezeni.

— Hlavni myslenka dynamického programovani zni: pri hledani optiméalni moznosti je nékdy
nejrychlejsi rozdélit dany problém na nékolik podproblému (fazi) a najit optimum v dané
fazi se zietelem na kombinace moznosti z predchozi faze — algoritmus je tedy rekurzivni.

— Nejtézsi tkol u tloh dynamického programovani je vhodné formulovat zadany problém. Je

tfeba spravné definovat a) faze j
b) stavy x; ve fazi j
c) pfipustné alternativy k; ve fazi j.

— Pripomernime oznaceni, které se pouziva:

k; ... optimalni hodnota alternativy ve fazi j

R;(k;j) ... vynos alternativy k; ve fazi j

fj(xzj) ... optimalni vynos fazi 1,2, ..., j za daného stavu proménné x;
cj(kj) ... cena alternativy k; ve fazi j

— Existuji dva mozné typy algoritmu: pfimy postup a zpétny postup

1) Pi¥imy postup: vede k sestaveni a Feseni rekurzivnich rovnic

fi(z1) = max (Ri(k1))

c1(k1)<zy

fi(zj) = max (R;(k))+ fi—1(z; — c;(k;))),

cj(kj)<z;

jejichz vysledky se v jednotlivych fazich zapisuji do tabulky.

2) Zpétny postup: Je to druhd moznost feSeni; ovSem kromé opac¢ného postupu (jiné
rekurentni rovnice) budou jinak definovany stavy a optimalni vynos f;(y;):

e fi(y;) ... optimalni vynos fazi j, j +1,...,n za daného stavu proménné y;.

Pro toto oznaceni sestavime a resSime rekurzivni rovnice:

In(yn) = miLX (Rn(kn))
cn(kn) < xpn

filys) = max (B(ky) + fi+1(y; — cj(ky)))
Cj(kj)JS Zj

— Pouziti primého nebo zpétného postupu algoritmu v praxi zavisi na tom, ktery typ reku-
rentnich rovnic je jednodussi.
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— Pii feSeni Gloh dynamického programovani nemusi byt funkce, jejiz optimum hledame,
nutné linearni (viz pt.11.5), coz je velmi vyhodné. Naopak, tlohy celoé¢iselného linedrniho
programovani 1ze rovnéz fesit pomoci algoritmu dynamického programovani (viz pt.11.4),
ale pocet omezeni urcuje pocet proménnych v tloze, tj. dynamické programovani se zde
nepouziva pro vice nez 1 omezeni.

Kontrolni otazky

1. U nésledujicich vyrokt rozhodnéte, zda se jednéd o vyrok pravdivy ¢i nepravdivy.
a) Dynamické programovani pouziva rekurzivni algoritmus.

b) Algoritmem dynamického programovani lze fesit pouze tlohy na hledani maxima néjaké
funkce.

c¢) Pfi zmenseni pravé strany omezeni musime pfepocitat vSechny faze algoritmu dynamic-
kého programovani znovu.

d) P¥imy i zpétny postup algoritmu dynamického programovani vedou vzdy ke stejnému
vysledku.

e) Kazdou tlohu dynamického programovani lze pfevést na tlohu linedrniho programovani.
f) Kazdou tlohu linedrniho programovani lze fesit algoritmem dynamického programovani.

Odpovédi na otazky
la) — A, 1b) — N, 1c) — N, 1d) — A, 1le) — N, 1f) — A.

Cviceni

1. Spolec¢nost chce investovat 8 miliont dolard do rozvoje svych tii zavodi. Kazdy ze zavodi
ptredlozil nékolik navrhd, jak by penize mohl vyuzit a s jakym vynosem. Jak rozdélit penize,
aby byl celkovy vynos maximalni?

zévod 1 zévod 2 zévod 3
navrth | g R; o Ro c3 Rs
1 3 5 3 4 0 O
2 4 6 4 5 2 3
3 - - 5 8 3 5
4 - - - - 6 9

Jednotkou je jeden milién dolart. Pouzijte pfimy postup algoritmu dynamického programo-
vani k ziskani optimalniho feSeni.

2. (hledani nejkratsi cesty)
Graf na obrazku znazornuje mozné cesty vedouci z mésta A do mésta B prochéazejici mésty



306 DYNAMICKE PROGRAMOVANT

oznacenymi ¢isly 1 az 5. Hodnoty nad Sipkami udévaji délky jednotlivych cest. Nasim tikolem
je najit nejkratsi cestu z A do B.

/\/\
\/\/

Formulujte tento problém jako tlohu dynamického programovani. Definujte faze, stavy a pri-
pustné alternativy, pak najdéte optimélni feseni.

3. Formulujte nasledujici tlohu celociselného linearniho programovani jako tlohu dynamického
programovani

najdéte maximum funkce z = 2x1 + 39 + 4 x3 za omezeni 221+ 2290+ 323 <4

x; €7, x; >0, prot=1,2,3.
Urcete optimalni feSeni pfimym postupem algoritmu dynamického programovéani.

4. Studentka si musi vybrat 10 volitelnych pfedmét, které budou prednaseny na 4 rtznych
katedrach, pritom na kazdé katedfe musi absolvovat minimalné 1 pfedmét. Pfi rozhodovani,
kolik predméti si na kazdé katedre zvoli, se fidi pozadavkem, aby maximalizovala svoje ,,po-
znani“ ve vSech ¢tyrech oblastech. Dobte vi, ze pokud jeji volba pro danou katedru preséhne
urc¢ity pocet predmeéti, jeji védomosti z daného oboru se jiz nebudou dale zvysSovat. To proto,
ze bud bude mnozstvi probirané latky pfilis velké pro jeji pochopeni, nebo se bude dan4 te-
matika v predmétech neustale opakovat. Vytvorila si tedy pro kazdou katedru 100-bodovou
stupnici poznani (100 = maximalni poznéni) v zavislosti na po¢tu studovanych predméti,
ktera je zapsadna v nasledujici tabulce

pocet predmétu
katedra | 1 2 3 4 5 6 7 8 9 10
I 25 50 60 80 100 100 100 100 100 100
II 20 70 90 100 100 100 100 100 100 100
I1I 40 60 80 100 100 100 100 100 100 100
IV 10 20 30 40 50 60 70 8 90 100

Formulujte tento problém jako tlohu dynamického programovéani a urcete optiméalni feseni.
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Vysledky

ad 1. Optimélni rozdéleni investic pro jednotlivé navrhy je (1,3,1) se ziskem 13 miliéni dolari.
ad 2. Optimalni cesta je A -1 — 3 — 5 — B, celkovd minimélni vzdalenost = 12.
ad 3. £ = (0,2,0), z(z) =6.

ad 4. Optimélni po¢ty pfedméti na jednotlivych katedrach jsou (2, 3,4, 1), celkovy pocet bodii
je 250.
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12  Modely skladovych zasob

Pruvodce studiem

V této kapitole se budeme vénovat matematickému zpracovanim odpovédi na ndsledujici otazku z
teorie zasob: Kdy a kolik zboZi je optimalini objednat?

Rozhodnuti o skladové politice je vzdy provadéno s ohledem na celkovou cenu, kterou chceme mi-
nimalizovat. Tato cena se sklada z ceny zboZi, plus ceny objednavky, plus ceny dopravy, plus ceny
skladovani, plus ceny penalizaéni (za skody vzniklé pfi nedostatku zdsob).

Podle typu poptdvky zboZi rozdélujeme matematické modely na deterministické (je zndma velikost
poptavky zboZi) a pravdépodobnostni (poptdvka presné neni zndma, pouze jeji pravdépodobnd hod-
nota).

Dale mizeme modely délit podle toho, jestli se velikost poptavky s rostoucim ¢asem méni nebo ne,
a to na statické a dynamické (v pfipadé deterministickych modelii) a na staciondrni a nestacionarni
(v pripadé pstnich modelii).

UkdZeme si moznosti reseni jednotlivych typua dloh.

Cile
Po prostudovani této kapitoly budete schopni:

e Odpoveédét na otazku: Kdy a kolik zbozi je optimalni objednat?

e Stanovit celkovou cenu zbozi.

e Rozlisit od sebe jednotlivé modely na deterministické a pravdépodobnostni.
e Rozlisit od sebe modely statické, dynamické, stacionarni a nestacionarni.

e Najit vhodné feseni pro jednotlivé typy tuloh.

12.1 Uvod

V této kapitole se budeme zabyvat matematickym zpracovanim odpovédi na nésledujici otazku
z teorie zasob: Kdy a kolik zbozi je optiméalni objednat?

Pritom lze uvazovat rizné situace skladového provozu: nékdy se zasoby ve skladu kontroluji
jednou za ¢as (za mésic, za rok ...), u jiného typu zbozi se kontroluji nepfetrzité (a k nové
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objednavce dojde, pokud zésoby klesnou na urcitou hodnotu).

Rozhodnuti o skladové politice je provadéno s ohledem na celkovou cenu (tuto celkovou cenu
chceme minimalizovat):

celkova cena = cena zboZi + cena objednavky + cena skladovani + cena penaliza¢ni
(dopravy) za Skody vznik-
nuvsi prfi nedo-

statku zasob

Podle typu poptavky zbozi rozdélujeme matematické modely na:

a) deterministické — je znama velikost poptavky zbozi

1. statické ... velikost poptavky je konstantni, neméni se
2. dynamické ... velikost poptavky je v riznych obdobich rovna rtiznym kon-

stantam

b) pravdépodobnostni — poptavka pfesné neni zndma, pouze hustota (nebo pravdé-
podobnostni funkce), kterd vyjadiuje jistou pravdépodobnou hodnotu poptavky

1. stacionérni ... hustota (nebo pstni funkce) poptévky se neméni v ¢ase

2. nestacionarni ... hustota (nebo pstni funkce) s ¢asem méni svij tvar

N[OPOW }SO}IZO[S BYII}EUDIBU 9}SOI

12.2 Deterministické modely

12.2.1 Staticky model pro jednu polozku

Predpoklady pouziti modelu:

— poptavka je konstantni ... jednotek zbozi za jednotku casu

zésoby jsou jednorazové dopliiovany po urcité casové periodé tg

neni uvazovan nedostatek zasob (zdporné zasoby na skladé znamenaji nevyfizenou objed-
navku zbozi)

— velikost objednavky ...y jednotek zbozi
— dodaci lhtta objednavky je znaméa konstanta ... L ¢asovych jednotek

— graf mnozstvi zbozi ve skladu v zavislosti na case lze znézornit:



310 MODELY SKLADOVYCH ZASOB

to = to to

whe

— cena objednavky (dopravy) ... K finan¢nich jednotek
— h ...cena skladovani jednotky zbozi za jednotku casu
Reseni modelu: jak zvolit optimalni velikost objednavky y, aby celkové cena byla minimalni?

Zavedeme funkci vyjadiujici celkovou cenu za jednotkovy ¢as ...TCU(y)

(omlouvam se, ale ze slabosti vii¢i angli¢tiné jsem ponechal anglické znaceni:
TCU = Total Cost per Unit (time))

TC’U(y):yI/(B+h-‘g
f

prumérné mnozstvi zbozi na skladé

il celkova cena _ cena objednavky (dopravy) cena skladovani
za jednotkovy ¢as za jednotkovy Cas za jednotkovy Cas
Nyni feSenim rovnice
0
—(I'CU =0
5o (TCUW)
najdeme minimum
_ |2Kp
Yo = h

(tzv. Wilsonova ekonomicka velikost objednavky).
Casto existuje ¢asové prodleni L mezi objednanim a dodanim zbozi. Objednavku tedy
musime realizovat vzdy L c¢asovych jednotek pred vycerpanim zasob.

Priklad 12.1. Denni poptavka zbozi je asi 100 jednotek. Cena objednavky je vzdy 100 Ké
navic k cené zbozi. Skladovaci cena jednotky zbozi na 1 den je 0,02 K¢. Dodaci lhuta je 12 dni.
Urcete ekonomickou velikost objednavky a upfesnéte, jak dlouho pied vycerpanim zasob se musi
objednavka provést.

Reseni. yy = ,/2'187070'2100 = 1000 jednotek, ty = %0 = 1%(())0 = 10 dni. Kazdych 10 dni je nutno

provést novou objednavku 1000 jednotek, a sice po ustaleni cyklu vzdy 2 dny pred vycerpanim
zasob.
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12.2.2 Staticky model pro jednu poloZzku s diskontnimi cenami

Predpoklady pouziti modelu jsou stejné jako u predchoziho modelu az na to, Ze do celkové ceny
se navic zapoc¢itava i fakt, ze pri vétSim objednaném mnozstvi klesa cena jednotky zbozi:

celkova cena cena zbozi cena objednavky cena skladovani
za jednotkovy ¢as  za jednotkovy cas za jednotkovy Cas za jednotkovy Cas
A)=B8-a+E8 0.y y<gq
TCU(y) = ) Kyﬂ IQL (c1 > ¢2)
f2(y):B'CQ+T+§'y y=q
Obé 7 funkei fi, fo nabgvaji svého minima ve stejném bodé yo = /252 .

fi

cena A

J2

ffffff fo(qr) = fi(yo)

II

Body %0, ¢1 rozdéli vodorovnou osu na ¢asti I, II, ITII. ReSeni modelu zavisi na tom, ve které z
casti I, II, III se nachazi kritické mnozstvi ¢, pfi jehoZ dosazeni dochazi k diskontnimu sniZzeni
ceny jednotky zbozi z c; na co.

a) q € I: (silné je zvyraznén graf funkce TCU)
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cena ,
|
‘ . . e yd
I minimum nastava v bodé
\ \
‘ ‘ [0, f2(y0)]
\ \
\ \ \
| | |
l l l -
q Yo q1 Yy
b) ¢ € II:
cena ,

minimum nastava v bodé

[, f2(q)]

I
I
I
I
I
I
I
I
|

[
[
[
[
|
Yo q q1 Y

c) g€ Il
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cena )

minimum nastava
v bodé

[y07 f1 (yo)]

Postup pfi rozhodovani: uréime yg = y/@; pokud yp > ¢, jedné se o pfipad a); jinak uréime
q1 tak, aby fa(q1) = f1(yo); pak pro ¢ < ¢ nastane ptipad b), jinak c).

Priklad 12.2. Rozhodnéte o optimalni velikosti objednavky pfi nésledujicich adajich:
K =10 K¢, h =1 K¢, 8 =5 jednotek zbozi za den, ¢; = 2 K¢, co = 1 K&, ¢ = 15 jednotek.

Reseni. yo = 10 jednotek zbo#i, yo < ¢ = feSme rovnici f1(10) = fa(q1):
upravou dostaneme

3,82
@ —30q1 +100=0=qi,, = { 06, 18
Protoze objedndvame na vice nez 1 den a § = 5, redlné pripadd v Uvahu jen ¢; = 26, 18;

q < q1 = q € 11, tj. optimélni je objednat 15 jednotek zbozi, celkova cena za jednotkovy cas je
fa(q) = f2(15) = 15,83 K¢ za 1 den.

12.2.3 Staticky model pro vice druhti zboZi s omezenim sklado-
vého prostoru

Predpoklady pouziti modelu:

— maximaélni plocha skladovani ... A
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— pozadavek skladovaci plochy na jednotku ¢-tého druhu zbozi ..

— velikost objednavky zbozi druhu ¢ ..

. Qg

- Yi
musi platit

(%) Zn:az‘ Yy < A
i1

— zbozi kazdého druhu je jednorazové doplinovano s periodou t; = %, kde 5;, K;, h; maji
stejny vyznam jako v modelu 12.2.1, ale pro zbozi druhu ¢ neni uvazovan nedostatek
zasob ani diskontni ceny (tj. model jako 12.2.1, ale ve vyssi dimenzi).

Reseni modelu: Hleddme minimum ceny za jednotku ¢asu

TCU(yla s >yn)

23

=1

KZ Z’L
(57 +)
Yi 2

n
Zaiyi < A; y; > 0.
i1

za omezujici podminky

Pokud y? =
V opacéném pripadé postupujeme tzv. Lagrangeovou metodou: hleddme minimum funkce

2K Bi oyt . , .
= spliluji omezeni (%), mame optimum.

n
K;
LN y1, -y Yn) Z( 5@ zyz>+)\<2azyz A) pro A > 0.
i=1 =1
0 _ 2K, Bi
’ gyL = 0 o , yZ - hi+2Xa;
Systém ! lze prevést na
9L =0 aiy?—A=0
=1

Posledni uveden}’r systém lze FeSit numericky: zvysujeme A s urc¢itym krokem tak dlouho,

az vyraz Z a; y; — A je zaporny; z poslednich dvou hodnot A\ pak interpolaci najdeme

i=
optimalni )\ tj. 1 optimalni yl

P¥iklad 12.3. Urcete optimélni objednavané mnozstvi pii nasledujicich datech (A = 25m?):

druh zbozi i | K; (K&) B; (Zaj ggigfﬁﬁkeasu) : (K&)  a; (m?)
1 10 2 0,3 1
2 5 4 0,1 1
3 10 4 0,2 1
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2K’LB’L

Reseni. Vypodéteme o /\a1 pro rizné hodnoty A:

n
A Y1 Y2 ys Yo aiyi— A
=1

0 11,5 20,0 24,5 31,0
0,05|10,0 14,1 17,3 16,4
0,1 | 9,0 11,5 14,9 10,4

0,15| 8,2 10,0 13,4 6,6
0,2 | 7,6 8,9 12,2 3,7
0,25| 7,1 82 11,3 1,6
0,3 | 6,7 7.6 10,6 —0,1

Optimélni A je téméf = 0,3, tj. y? =6,7; yd =7,6; yd =10,6

t1 =3,395; ta =1,9; t3 = 2,65 ¢.j.
(Pro A > 56 nastane optimum uz pro A =0 ...uz je dost prostoru pro hodnoty v 1.fadku.)

12.2.4 Dynamicky model pro jednu polozku a N obdobi

Predpoklady pouziti modelu:

poptévka v obdobi i ... D; (D; € R)

— mnozstvi zbozi objednédvané na zacatku obdobi ¢ ... z;

— mnozstvi zbozi, které je na skladé na zacatku obdobi i pied pfijetim objednavaného z;

— jednotkové cena skladovani, jestlize zbozi skladované v obdobi i zlistane na skladé i na

zaGatku obdobi i +1 ... h;
— cena objednavky v obdobi i ... K;

— vyrobni cena zbozi pfi objedndvaném mnozstvi z; ... c;(z;)
(mtzZe se ménit v rtznych obdobich, lze uvazovat i diskontni ceny)

0 ...ZiZO

— cena nakupu zbozi v obdobi i ...Cj(z;) =
Kl—FCZ(ZZ) .2 >0

Reseni modelu: Ukolem je urcit optimalni z;, pro které je minimalni soucet

cena nakupu + cena skladovani
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celkem za vSechna obdobi 1,2,..., N.

Pouzijeme pfimy algoritmus dynamického programovani:

oznacme f;(x;41) ... minimélni celkova cena (nakupu i skladovani)
za obdobi 1,2, ...,4, je-li ddno x;41

rekurzivni rovnice:

— 1 h
J1(2) 0§2112gll+x2(01(21) + hy x2)
fi(:ci“) = OSZiénDliIixiH(Ci(Zi) + h;ixip1 + fz_l(xl)) proi=2,...,N

kde h;x;q1 ...cena skladovani za obdobi i (obecnéji by mohla byt misto konstanty h;
i funkce H;(z;+1) nebo misto x;41 i tfeba %(ml + xi41), apod.)

Tit1 = T + 2 — Dy, tj. fic1 (@i + Dy — ).

Dale v jakékoliv fazi musi platit 0 < x;41 < D;p1 + -+ Dy
(na skladé nemtizeme nechat vic, nez je poptévka za vSechna nasledujici obdobi).

Priklad 12.4. Uvazujme hospodafeni jedné polozky v prubéhu t¥i obdobi (N = 3):

obdobi i | D; (v jednotkach) K; (v Ké) h; (v K&)

1 3
2 2 7 3
3 4

Déle x1 = 1 (na zacatku prvniho obdobi mame na skladé jednu jednotku zbozi), ndkupni cena
je 10 K¢ za jednotku u prvnich tii jednotek a 20 K¢ za kazdou dalsi jednotku, tj.

i\%zi) =
304+20(z; —3) ...z > 4.

Stanovte optiméalni plan objednavek.

Reseni. Pouzijeme pravé popsany algoritmus rekurentni rovnice:
faze 1: D1 =3
0<x2<Dy+D3=6
2=D1—-11<x1<D1+Dy+D3—x1=8
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f1(z1]@2) = C1(21) + h1 w2 optimum
21 =2 3 4 5 6 7 8
o | hixe | C1(z1) =23 | 33| 53| 73| 93| 113|133 | fi(x2) | 2}
0 0 23 - - =] =1 =1 = 23 2
1 1 — 34 | — — — — — 34 3
2 2 — — | 55 | — — — — 55 4
3 3 — — | -7 ] -] - | = 76 5
4 4 — — — — |97 | — — 97 6
5 5 — — — — — | 118 | — 118 7
6 6 — - — — — — 1139 139 8
faze 2: Dy =2
0< T3 < D3 =1
0 <29 < Dy+ D3 — x93 < Ds+ D3 =6 (optimélni x5 nezname)
fa(z2|x3) = Ca(22) + haxs + fi(xs + D2 — 23) optimum
29 =10 1 2 3 4 5 6
x3 | haxg | Ca(22)=0 | T+10=17 | 74+20=27 | 7+30=37 | 7+50=57 | 7+70=77 | 7+90=97 | fa(x3) | 25
0+0+55 | 174+0+34 | 27+0+23 _ _ _ _
0 0 =55 =51 =50 50 2
0+3+76 | 17+3+55 | 27+3+34 | 37+3+23 _ _ _
1 3 =79 =75 =64 =63 63 3
0+6+97 | 17+6+76 | 27+6+55 | 37+6+34 | 57+6+23 _ _
2 6 =103 =99 =88 =77 =86 T 3
3 9 0+9+118 | 1749497 | 27+9+76 | 37+9+55 | 57+9+34 | 77+9+23 _ 100 | 4
=127 =123 =112 =101 =100 =109
4 12 | 04124139 | 17124118 | 27412497 | 37-+12+76 | 57+12455 | 77+124+34 | 97+12+23 | 193 | 5
=151 =147 =136 =125 =124 =123 =132
faze 3: D3 =4
T4 = 0
23=0,1,2,3,4
f3(z3]|r4) = C3(23) + ha x4 + fo(xs + D3 — 23) | optimum
23 = 1 2 3 4
x4 | h3xy | C3(23)=0 | 6+10=16 | 6+20=26 | 6+30=36 | 6+50=56 | f3(z4) | 23
0+0+123 | 16404100 | 2640477 | 36+0+63 | 56+0+50
0 0 =123 =116 =103 =99 =106 99 3
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Nejnizsi celkovy soucet je 99, tj. 23 =3

29 =23

21 =2
Poznamka. Zvlastni pfipad pro konkavni cenové funkce Cj(z) — tento pfipad vétsinou
nastane, protoze napf. ceny u diskontni politiky maji konkavni priabéh:

pro r1 = 0 (pfipad z; > 0 by se prevedl na z; = 0 odeCtenim x; od D;) a napf.
N =5, D; = 10,15, 20, 50, 70:

1) pocet Ffadku 1ze podstatné redukovat; napt. ve 3.fazi 1ze misto 121 Ffadku

z4=0
Ty — 0
T4 = 1
uvazovat pouze radky 3: x4 = 50
x4 = 50+ 70.

x4 = 50470 =120
Neboli — optimum nastane pro néktery z pripadia x; =0
z;, = D;
;= D; + D

ri=D;+ -+ Dy

2) pocet sloupct tabulky lze podstatné redukovat; napi. ve fazi 3 mizeme misto 141 sloupct

zZ3 = 0
=0
z3 = 1 =
. 23 = 20

23 =2 uvazovat pouze 4 sloupce:

zZ3 = 20+ 50

23 = 20 + 50 + 70.
z3 =204 50+ 70 = 140

Neboli — optimum nastane pro néktery z pripadd z; =0
Zi = Dl
zi=Dj+ Dit1

Zz‘:Di—i-"‘-l-DN
(v pfipadé z; nemusime dokonce uvazovat ani z; = 0, protoze pii 1 = 0 musi byt z;
rovno aspon hodnoté Dy)

Priklad 12.5. Sestavte plan objednavek pro N =4,
h; = 1 pro vsechna i,
Ci(z;) = 2 z; pro v8echna 1,
x1 = 15 jednotek

a je-li dano
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obdobi i | D; (v jednotkach) K; (v K¢)
1 76 98
2 26 114
3 90 185
4 67 70

Reseni. Odectenim Dy — 21 = 76 — 15 = 61 pievedeme na piipad z; = 0. Vyuzijeme ptedchozi
poznamky, diky niz se podstatné zredukuje pocet radku i sloupcii:

faze 1: D1 =61

fi(z1]z2) = C1(21) + b1 22 optimum
z1 =61 61+26=87 | 61+26+90=177 | 614-26+90+67=244
Ta hiTy | C1=98+261=220 | 98+2-87=272 | 98+2.177=452 98+2-244=586 fi(ze) | 2F
0 0 2204-0=220 — — — 220 61
26 26 — 272+26=298 — — 298 87
116 116 — — 452+4116=568 - 568 | 177
183 183 — — — 5864183=769 769 | 244
ohicdndvdme |y L2 | 123 1234
faze 2: Dy = 26
Ja(z2|z3) = Co(22) + ha w3 + fi(x3 4+ D2 — 22) optimum
29=0 26 26+90=116 | 26+90+67=183
T3 ha 3 C2(22)=0 11442:26=166 | 114+2.116=346 | 114+2.183=480 | fa(x3) | 23
0 0 040+298=298 | 166+0-+220=386 — — 298 0
04904568 piipad 3 = 90 3464904220 _
90 90 =658 neni optimalni =656 656 116
157 157 041574769 ptipad z2 = 131 | pfipad x2 = 41 48041574220 857 183
=926 neni optimalni neni optimalni =857
objednévame .
na obdobi. .. 2 2,3 2,3,4

faze 3: D3 =90
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f3(z3]wa) = C3(23) + h3 w4 + fa(xg + D3 — 23) | optimum
z3=0 90 90 4 67 = 157
T4 hs x4 C3(23)=0 185+2:90=365 185+2-157=499 fa(za) | 25
0 0 040+4656=656 | 3654+0-+298=663 — 656 0
0-+67+857 piipad 499+67+298

67 67 =924 neni optimalni =864 864 157
objednavame -
na obdobi. .. 3 3,4

faze 4: Dy, = 67

fa(za|zs) = Cy(24) + haxs + f3(xs + Dy — 2z4) | optimum
z4 =20 24 = 67
x5 | hgzs Cy(z4) =0 70 4+ 2 - 67 = 204 fa(zs) | 2
0 0 040+ 864 =864 204 4+ 0 + 656 = 860 860 | 67
objednavame _ 4
na obdobi. ..

optimalni plan: z4 = 67

z3 =
zo = 116
z1 = 61

fa(xs) = 860 ...celkova cena objednavka + skladovéani

12.2.5 Dynamicky model planovani vyroby jedné polozky na N
obdobi

Cilem modelu je naplanovat vyrobu tak, aby se minimalizovala jeji celkova cena.
Oznaceni a predpoklady pouziti modelu:
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¢; ... vyrobni cena jednotky zbozi v pracovni dobé obdobi ¢

d; ... vyrobni cena jednotky zbozi v pfescasové dobé obdobi i (¢; < d;)

h; ... skladovaci cena jednotky zbozi, které ziistalo na skladu na konci obdobi
i

pi ... penaliza¢ni cena jednotky zbozi objednaného v obdobi i, ovSem vyrobe-
ného v obdobi 7 + 1

ag, ... vyrobni kapacita (v po¢tu jednotek) v obdobi ¢ v pracovni dobé

ar, ... vyrobni kapacita v obdobi i v prescasové dobé

b; ... poptavka (v poétu jednotek) v obdobi i

Graf zavislosti ceny na vyrobenim mnozstvi je konvexni:

cena

] >

; . . mnozstvi vyroby
rozsah pracovni doby presCasova zona

Graf muze mit i vice sklond c¢;,d;,e;, f;, apod. pri zachovani konvexnosti, coz je logicky
pozadavek ristu ceny. Nasledujici algoritmus pak lze rozsitit i na tento pfipad vétsiho mnozstvi
cenovych skokt.

a) FeSeni modelu pro p; = 0 (neuvazujeme piipad, Ze vyroba v i nepokryje objednavky v 7):
Ulohu lze formulovat jako dopravni tlohu, kde
— dodavatelim odpovidaji fadné + prescasové doby v jednotlivych obdobich
— spotrebitelim odpovidaji jednotliva obdobi
— cenam dopravy jednotky zbozi od k-tého dodavatele k [-tému spotiebiteli odpovidaji

soucty ceny vyrobni a skladovaci v daném typu pracovni doby a daném obdobi

Udaje lze pak sestavit do tabulky dopravni tlohy:
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1 2 3 N navic
Ry |ci|ea+hy|eci+hi+hy|...]ct+hi+---+hya| O |ag,
Ty |di|di+hy |di+hi+he|...|di+h1+ - +hy_1 0 ar,
Ry 2 c2 + ha .|+ ha+--+hya 0 AR,
T ds da + ho . lda+he+--+hnya| O ar,
Ry CN 0 ARy
Tn dn 0 |ary

b1 b bs bn s

s=1Y a;—y_ bj ... piipadny pfidany sloupec, ktery vyvazuje kapacitu vyroby ) a;
a kapacitu poptavky > b;; vétsinou je na vyrovnani kapacit po-
tfeba sloupec, protoze vyroba je zpravidla vétsi nez poptavka.

Diky predpokladu p; = 0 plati

k

k
(*) > (ag +ag)=> by, k=12...N
j=1

i=1
(vyroba v obdobich 1,2, ...,k musi naplnit poptavku v obdobich 1,2,... k),

a proto k optimalnimu rozdéleni vyroby dospéjeme takto:

— v prvnim sloupci vybereme pole s nejnizsi cenou a vlozime do néj hodnotu co mozna
nejvétsi vzhledem k radkové i sloupcové kapacité; pak pokracujeme druhou nejnizsi
cenou v prvinim sloupci, atd.

— ve druhém sloupci vybereme pole s nejnizsi cenou a vyplnime maximalné vzhledem
k chybéjicim kapacitam; atd.

— po projiti vsech sloupct je vysledek uz optimalni plan.

Priklad 12.6. Je dano:

kapacity vyroby | poptavka
obdobi i | ag, ar, b;
1 100 50 120
2 150 80 200
3 100 100 250
4 200 50 200
550 280 770

¢ =2,d; =3,h; =0,1 pro vSechna 1.
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Reseni. Kapacita vyroby je o 60 jednotek vétsi nez poptavka, tlohu tedy vyvazime
pridanim sloupce s kapacitou 60 jednotek

1 2 3 4 navic
2 2,1 2,2 2,3 M

Ry 100
3 3,1 3,2 3,3 M

T 50
2 2,1 2,2 M

Ry 150
3 3,1 3,2 M

15 80
2 2,1 M

R3 100
3 3,1 M

T3 100
2 M

Ry 200
3 M

Ty 50

120 200 250 200

(=2}
(e}

V pravém hornim rohu poli jsou vepsany jednotkové ceny vyroby + skladovani. Konstanta
M oznacuje dostatecné velké ¢islo (vétsi nez jakakoli jind cena v tabulce).

Algoritmus vyplnéni tabulky:

1) V prvnim sloupci je minimalni cena 2 v poli (1, 1) — zde vlozime maximélni moznou
hodnotu 100 (tim se vycerpa kapacita v 1.Fadku a vSechna ostatni pole v 1. fadku
mizeme proskrtnout pomlckou).

Do pole (2,1) vlozime zbyvajici hodnotu 20, ktera vycerpé kapacitu 1.sloupce.

2) Ve 2.sloupci do pole (3, 3) s minimalni cenou 2 vlozime hodnotu 150 omezenou kapaci-
tou 3.fadku (tim je tato vycerpana a ostatni pole ve 3.Fadku proskrtneme pomlckou).
Dalsi neprogkrtnuté pole s minimalni cenou ve 2.sloupci je (4, 2), kam vlozime zbylou

kapacitu 50 druhého sloupce. Posledni zbylé pole (2,2) proskrtneme pomlékou.

3) Atd., vysledné vyplnéni je déano tabulkou
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1 2 3 4 navic
2 2,1 2,2 2,3 M
Ry 100 — — — — 100
3 3,1 3,2 3,3 M
T 20 - 20 — 10 50
2 2,1 2,2 M
Ry 150 — — — 150
3 3,1 3,2 M
15 50 30 — — 80
2 2,1 M
R3 100 — — 100
3 3,1 M
T3 100 — — 100
2 M
Ry 200 — 200
3 M
Ty — 50 50
120 200 250 200 60

b) feseni modelu pro p; # 0: Uz nemusi byt splnéna (x), tj. po vyplnéni tabulky postupem
z a) musime jeSté provést optimalizac¢ni krok, kterym se eventuelné snizi celkova cena
vyroby + skladovani. Optimalizacni krok dopravni tlohy byl podrobné popsan v kapitole
10, proto ¢tenéare odkazuji na pfislusny prednaskovy text.

Priklad 12.7. Optimalizujte plan na t¥i obdobi:

| ar, ar
1] 15 10
2| 15 0

31 20 15

Poptavky a jednotkové ceny vyroby jsou uvedeny v tabulce:

1 2 3 navic
5 6 7 M
Ry 15
10 11 12 M
T 10
7 5 6 M
Ry 15
9 7 5 M
R3 20
14 12 10 M
Ty 15
20 35 15 5
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Reseni. Po vyplnéni zptisobem popsanym v a) dospéjeme k tabulce:

1 2 3 navic
5 6 7 M
Ry 15 — — — 15
10 11 12 M
T — 5 — 5 10
7 5 6 M
Ry 5 10 — — 15
9 7 5 M
R3 — 20 — — 20
14 12 10 M
T3 — - 15 - 15
20 35 15 5

Celkova cena = 15-5+5-11+5-7+---+15-10 = 505 f.j. (polozku 5- M na pozici (2,4) jsme
nebrali v ivahu, protoze se jedné o fiktivni obdobi).

Toto rozdéleni 1ze jesté zlepsit optimalizaénim krokem (viz kapitola 10), dospéjeme k tabulce

1 2 3 navic
5 6 7 M
Ry 15 — - — 15
10 11 12 M
T 5 5 - — 10
7 5 6 M
Ry — 15 — — 15
9 7 5 M
R3 — 5 15 — 20
14 12 10 M
T — 10 — 5 15
20 35 15 5

s celkovou cenou 485 f.j. (opét jsme nepocitali fiktivni cenu 5 - M v poslednim sloupci).

12.3 Pravdépodobnostni modely

12.3.1 Model nepretrzité kontroly pro jednu polozku
Oznaceni a predpoklady pouziti modelu:

— zbozi na skladé je neustale kontrolovano a jestlize jeho mnozZstvi klesne na jistou hodnotu
R, ptikroci se k objednavce o velikosti y:
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Yy
R | |
Y ! [
| |
[ [
| y oo
[ [ )
[ [
| |
[ [
\ \
[ [
cas mezi cas mezi
objednanim objednanim
a dodanim a dodanim
cyklus 1 cyklus 2

— nahodna veli¢ina poptavky mezi objednanim a dodanim ... X

— podminéna hustota poptavky X béhem ¢asu mezi objednanim a dodédnim (nenulova pro
z>0)...r(z|t)

— hustota doby ¢ mezi objednédnim a dodanim ... s(t)

— hustota poptavky x béhem doby mezi objednanim a dodanim:

o0

@) = [ rtalt) - s(e) d

0
— velikost objednavky v jednom cyklu ...y
— ocekavana celkova poptavka za jednotku ¢asu (zpravidla 1 rok) ...D
— jednotkové skladovaci cena za jednotku casu ...h
— jednotkova cena penalizaci pfi nevytizené objednavce za jednotku casu ...p

— cena objednavky (doprava) ... K

Reseni modelu: Uréime optimalni R a y tak, aby celkova cena skladovani za jednotku ¢asu
byla minimalni

— oCekavané mnozstvi na skladé na konci cyklu ... E(R—z) =R — Ex

na zacatku cyklu ... y+ R — Ex
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— pramérné velikost zasob za jeden cyklus ... H = (y+R7E$%+(R7Ex) = %+ R— Ez (v tomto
¢lenu H je zanedbana situace, kdy R— Ex je zadpornd; predpoklada se, Ze se tim dopustime
malé chyby)

— mnozstvi zbozi, kterého je v daném cyklu nedostatek (a tudiz prodej nelze vy¥idit)

0 ...z<R
S(x) =
r—R...x>R

— primérna velikost nevy¥izené poptavky ... S = [ S(z)- f(z)dz = [(z — R)f(z) dx
0 R

— celkova cena skladovani za jednotku casu =

= primérnd cena objed- 4 ocekdvand cena -+ ocekavand penalizace v
navky za jednotku casu skladovani dtisledku pozdéji vytize-
nych objednavek

DK DS
TAC(y, R) = —+h(%+R—E:ﬁ) +p =2
Y
Zde doslo k dalsimu zjednoduseni, Ze totiz penaliza¢ni ¢len uvazujeme nezavisly na dobé

zpozdéni dodavky, i kdyz zavisly je.

Stacionarni body funkce TAC(y, R) najdeme fesenim systému

OTAC(y,R) _DK | h _ pDS _
DAL | B =0
oo
OTAC(y,R) _ _ pD =
ATACWR) g h y}{f(x)d:p 0

Systém lze pfepsat ve tvaru

y— 2D(Kh+ pS) (12.1)
9) hy
/f(x) dr = oD (12.2)
R

a TeSit numericky itera¢ni metodou (pokud tato konverguje k pfesnému feseni).
Zavadime nasledujici postup:

a) y; uréime ze zjednodusené verze rovnice (12.1):

_ [2DK
Y1 = T

b) dosazenim y; do (12.2) uréime R;

c) dosazenim R; do (12.1) ur¢ime yo
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d) dosazenim y, do (12.2) uréime Rs atd.

Za jistych predpokladi (pro R =0 mame y = w z rov. (12.1)

y= % z rov. (12.2),
pro y > y feSeni existuje)
plati v, — v*, R, — R*.

Priklad 12.8. Urcete feSeni pro K = 100 K¢, D = 1000 jednotek zbozi, p = 10Ké, h = 2Ké a
rovnomérné rozdéleni poptavky X na intervalu [0; 100].

Reseni. § = 22 = 5000 > § = 774,5 = feseni existuje.
Nejprve urcime S:

00 100
—_ 1 R2
— — de = R dr = Y _
5 /(x R)f(z) da /(a: R)- qoodr = oo~ R+ 50
R R
Rovnice (12.1) a (12.2) jsou tvaru:
2
(12.1) y— \/2-1000(100+102(§W_R+50>)
100
(12.2) [ g de = 15245 = R =100 - &
R

Nyni uzitim itera¢niho procesu:

1. iterace: pro S = 0 uréime z (12.1): y; = W% =316
z (12.2): Ry = 100 — 38 = 93,68

2. iterace: S = % — R1 +50=0,19971 = y9 = 319,37 z rovnice (12.1)
Ry = 93,612 z rovnice (12.2)

3. iterace: y3 = 319,43 dosazenim Ry do (12.1)
R3 = 93,612 dosazenim y3 do (12.2)

Hodnoty y3, R3 se uz moc nelisi od yo, Ra, uzavirdme tedy

y* =319,4; R* =93,61.

12.3.2 Model pro jednu polozku a jedno obdobi s jednorazovou
objednavkou na zacatku obdobi a jednorazovou poptav-
kou

Predpoklady uziti modelu a oznaceni:
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— na zacatku obdobi (pfed provedenim objednavky) mame na skladé x jednotek zbozi
— neuvazujeme cenu objednavky K (objednavé se pouze jednou)

— po obdrzeni objednévky velikosti (y — x) se odéerpa poptavka D

< o 0 ...D>y
a na skladé ztstane H(y) =
y—D ...D<y,
0 ...D<
pfi¢emz se nedostava G(y) = Y jednotek zbozi
D—-—y...D>y

1 D<y 1 D>y

na skladé po vyfizeni poptavky D

ziistane y — D jednotek zbozi nebylo vyfizeno D—y jednotek zbozi
poptavky D

— penaliza¢ni cena (pfi nevyfizeni prodeje zbozi) jednotky zbozi za jednotku casu ...p

— cena skladovani jednotky zboZi za jednotku ¢asu (= za dané obdobi) ...h

— vyrobni cena jednotky zbozi ...c
Vzhledem k typu poptavky budeme uvazovat dvé verze modelu:
a) poptavka je spojita nadhodna veli¢ina s hustotou f(D)

oCekavana celkova vyrobni cena ocekavand cena oCekavana cena

cena za obdobi ~ zbozi skladovani penalizace

EC(y) = c(y—a)+h | H(y) f(D)dD +p / G(y) f(D)dD
0

o

(y— D) f(D)dD +p / (D —y) f(D)dD.

=cly—xz)+h

Ot — 0\8
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LI vr ; s s ) . OEC
Optimalni y* uréime nalezenim stacionarniho bodu, tj. feSenim rovnice ay(y) =0

c+h/yf(D)dD—p/oof(D)dD—0
0 )

Y Yy
c+h [ f(DYdD—p [1— [ f(D)dD | =0
/ /

Odtud y* ziskdme z rovnice

.
_p=c
JﬂDMD—p+h

Model dava rozumny vysledek jen pro p > ¢, coz je pozadovano proto, ze integral na levé
strané rovnosti je kladny.
Optimalnim rozhodnutim pak tedy je:

y* > x ... objednat y* — x
y* < ... neobjednavat dalsi zbozi

Priklad 12.9. Urcete feseni pro h = 0,5 K&, p=4,5, c = 0,5 a hustotu

L ... De(0;10)
— 10
f(D)_{ 0 ...jinak

Reseni. Mame ;:z =0,8; tj.

)
ngywz/ﬂDMDzms
0

1
~—dD=0.8
/10 ’
0
Y .
7 —0,8=y" =8
0=0 Yy

b) poptavka je diskrétni ndhodna veliéina s pstni funkei f(D;)

EC(y)=cly—a2)+h Y (y—Di) f(Di)+p > (Di—y)f(Dy)
D;=0 D;=y+1

Nutnou podminkou pro minimum je

EC(y* —1) > EC(y*) a soucasné EC(y* +1) > EC(y").
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Dosazenim EC méame (po jisté tpravé)

* * p—c * *
F - 1) =PD<y"—1) < < PD<L =F
(y ) (D<y ) < h = (D <y") (¥")

(jak vsichni vi, F' oznacuje ptislusnou distribuéni funkci).

Priklad 12.10. Urcete feSeni pro h = 1, p = 1, ¢ = 2 a je-li poptavka zaddna pstni funkci
f(Ds):

D; o] 1] 2 |3] 415
f(D;) |l 0,1]0,2]0,25[0,2/0,15|0,1

eni. Sestrojime distribu¢ni funkci F' (jedna se o kumulativni psti ziskané sectenim psti, ze

Se
< vi):
yi || 0|1 [[2]] 3 |4]5s

F(y;) | 0,1]0,3/0,55|0,75|0,9]| 1

Re
D;

P = 0,4, ). y* = 2.

12.3.3 Model pro jednu polozku a jedno obdobi se stejnomérnou
poptavkou v prubéhu celého obdobi

Predpoklady uziti modelu a oznaceni:

— na skladé mame x jednotek, jednorazové objedname (y — z), tj. mame k dispozici celkem
y jednotek zbozi

poptéavka za celé obdobi je D
— neuvazujeme cenu K objednavky

— prubéh zasob v zavislosti na case:

D <y D>y
Yy Yy
D
N -
primérné je na skladé ... y — % primérné je na skladé ... Zy—D
_ )2
primeérné se nedostava ... 0 primeérné se nedostava ... (D-y)
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P1i reseni modelu si vybereme napt. jen tu situaci, ze y je spojita velicina:

Yy o] [ee]
D 2 D —y)?
EC(y)=c(y—z)+h / y— = f(D)dDJr/yf(D)dD +p/( Y {(D)aD
2 2D 2D
0 Y Y
Najdeme stacionarni bod fesenim rovnice 8Ea(; W — 0.

o0

Yy o)
D—y
ct+h| [ fdD+ | LfD)dD | —p F(D)dD = 0.
0/ y/D / D

Y

Upravou dostaneme vztah pro optimalni hodnotu *:

y* 00
y*

Ad Piiklad 12.9. UvaZzujme situaci z piikladu 12.9 jen s tim rozdilem, %e poptavka neni
jednorazova, ale konstantni (rovnomérné rozlozend) v pribéhu celého obdobi. Pak vztah pro
optimalni hodnotu y* lze psat ve tvaru

C—w

10
5dD +y [ 55 dD =0,8
Y

o (y—yny+23y)=0,8
3,3y—ylny—8=0
Resenim dané nelinerni rovnice najdeme numericky:

y*=4,5.

12.3.4 Model pro jednu polozku a jedno obdobi s jednorazovou
poptavkou na zacatku obdobi, pfiemz uvazujeme cenu
K objednavky

Predpoklady modelu jsou stejné jako u 12.3.2 s tim rozdilem, ze uvazujeme cenu K objednavky.

Reseni modelu je analogické feseni modelu 12.2.2 (s diskontni sazbou). Pokud k objednavce
nedojde, je vysledek stejny jako u modelu 12.3.2; jinak musime pfi realizaci objednéavky k celkové
cené modelu 12.3.2 pric¢ist konstantu K.

Uvazujme tedy vétve f; = EC(12.3.2)
fo=EC(12.3.2) + K.

Analogicky modelu 12.2.2 (viz obréazek):
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fo= EC(5.2.2) + K

f1 = BC(5.2.2)

Oznacme s ... takovy bod, ze fi(s) = f2(95)

S ... minimum funkci fi, fo
Na rozdil od modelu 12.2.2 je bod s nalevo od bodu S.
S uréime na zakladé 12.3.2:

Body s, S rozdéli redlnou osu na tii ¢asti; podle toho, ve které z nich se nachézi hodnota z
poctu jednotek zbozi na skladé pfed provedenim objednavky. Mluvime zde o tzv. s — S politice.

a) x < s:
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Protoze x jednotek uz neobjednavame, jejich cena je fi(z) = EC(x,12.3.2); (y — ) jed-
notek objednavame s cenou fo(r) = K + EC(x,12.3.2). Optimum nastane pro S ...tj.
objednat (S — x).

b) s<x<S:
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Minimum ceny je v bodé x, tj. rozhodnuti: neobjednavat vice.

c) S<u:

Minimum je v S, opét je nejlepsi neobjednévat nic vic.

Ad Priklad 12.9. Uvazujme situaci v prikladu 12.9 z modelu 12.3.2, navic ovSem cenu objed-

navky K = 25 K¢; z = 0. Protoze y* = 8, mame S = 8. Najdeme s:

Yy 10
1 1
EC’(y,12.3.2):0,5(y—x)+0,5/m(y—D)dD+4,5/1O(D—y)dD
0 Yy

D2 Yy D2 10
:0,5(y—1‘)+0,5[yD—} +0,45[—yD]
2 |, D) ,
=0,2592 -4y +22,5—0,5x
=0,25y% —4y +22,5

EC(s) = K + EC(S)
0,2552 —45+22,5=25+0,25-64 —4-8+22.5
2 —16s—36=0

-2
S =
b2 18

Volime to s, jez je mensi nez S = 8§, tj. s = —2. To znamen3, Ze pfipad x < s nemuze nastat, tj.

rozhodnuti je v kazdém pripadé neobjednévat.



336 MODELY SKLADOVYCH ZASOB

Pojmy k zapamatovani

— V této kapitole jsme se zabyvali matematickym zpracovanim odpovédi na néasledujici
otazku z teorie zasob: Kdy a kolik zbozi je optiméalni objednat?

— Rozhodnuti o skladové politice je provadéno s ohledem na celkovou cenu (tuto celkovou
cenu chceme minimalizovat):

celkova cena = cena zbozi 4+ cena objednavky + cena skladovani + cena penaliza¢ni
(dopravy) za Skody vznik-
nuvsi prfi nedo-
statku zasob
— Podle typu poptéavky zbozi rozdélujeme matematické modely na deterministické (je znama
velikost poptévky zbozi) a pravdépodobnostni (poptévka pfesné neni znama, pouze jeji
pravdépodobna hodnota). Dale mizeme modely délit podle toho, jestli se velikost poptéavky
s rostoucim ¢asem méni nebo ne, a to na statické a dynamické (v ptipadé deterministickych
modelil) a na staciondrni a nestaciondrni (v pfipadé pstnich modelu).

— A. Deterministické modely A.1. Staticky model pro jednu poloZzku
Predpoklady pouziti modelu:

— poptéavka je konstantni ... jednotek zbozi za jednotku ¢asu
— zéasoby jsou jednorazové dopliiovany po urcité ¢asové periodé tg

— neni uvazovan nedostatek zasob (zaporné zasoby na skladé znamenaji nevyfizenou
objednavku zbozi)

velikost objednavky ...y jednotek zbozi

— dodaci lhtita objednavky je znama konstanta ... L ¢asovych jednotek

cena objednavky (dopravy) ... K finané¢nich jednotek
— h ...cena skladovani jednotky zbozi za jednotku casu

Reseni modelu: fesenim je optimalni velikost objednavky vy takova, aby celkovi cena
byla miniméalni
2K (3

Yo = T

Objednavku musime realizovat vzdy L ¢asovych jednotek pfed vycéerpanim zéasob.

A.2. Staticky model pro jednu polozku s diskontnimi cenami

Predpoklady pouziti modelu jsou stejné jako u predchoziho modelu az na to, ze do celkové
ceny se navic zapoc¢itava i fakt, ze pokud objednané mnozstvi prekroci néjakou hranici g,
klesa cena jednotky zbozi. Tj. celkova cena za jednotku casu je dana vztahem:

fl(y):B'Cl+%+%'y--~y<q
B8

(Cl>62)
f2(y):5‘c2+7+%‘y---y2q

TCU(y) = {

Reseni modelu: uréime yg = 4/ %; pokud yo > ¢, optimélni hodnota objednavky je yo;
jinak uréime ¢q; tak, aby fa(q1) = fi(yo); pak pro ¢ < ¢1 objedndme ¢ jednotek zbozi,
jinak je optimalni hodnota opét yyg.
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A.3. Staticky model pro vice druhti zboZi s omezenim skladového pro-
storu
Predpoklady pouziti modelu:

— maximalni plocha skladovéani ... A
— pozadavek skladovaci plochy na jednotku i-tého druhu zbozi ... a;

— velikost objednavky zbozi druhu ¢ ... y;
musi platit

) S ey <A
=1

— zbozi kazdého druhu je jednorazové doplnovano s periodou t; = %, kde B;, K;, h; maji
stejny vyznam jako v modelu A.1, ale pro zbozi druhu ¢ neni uvazovan nedostatek
zésob ani diskontni ceny.

Reseni modelu: Pokud yl-o = % spliiuji omezeni (*), mame optimum.
K2

0_ 2K Bi
er hi+2Xa;

Yaiyl—A=0
i=1

V opac¢ném pripadé resime systém numericky: zvySujeme A s

n

uréitym krokem tak dlouho, az vyraz ) a;y; — A je zaporny; z poslednich dvou hodnot A
i=1

pak interpolaci najdeme optimalni A, tj. i optimalni yio.

A.4. Dynamicky model pro jednu polozku a N obdobi
Predpoklady pouziti modelu:

— poptavka v obdobi i ... D; (D; € R)
— mnozstvi zbozi objednédvané na zacatku obdobi i ... z;

— mnozstvi zbozi, které je na skladé na zacatku obdobi ¢ pred pfijetim objednavaného

— jednotkova cena skladovani, jestlize zbozi skladované v obdobi ¢ zlistane na skladé i
na zacatku obdobii+1 ...h;

cena objednavky v obdobi i ... Kj;
— vyrobni cena zbozi pfi objedndvaném mnozstvi z; .. .c;(2;)

(mize se ménit v riznych obdobich, lze uvazovat i diskontni ceny)
0 e 2y = 0

— cena nakupu zbozi v obdobi i ...C;(z;) = { Kitei(z) ... % >0
(2 (3 (2 e (2

Reseni modelu: Ukolem je urcit optimalni z;. PouZijeme pfimy algoritmus dynamického
programovani, rekurzivni rovnice jsou tvaru:

fi(x2) = 0§2111§1gll+x2(01(21) + h1z2)
fi(wig1) = min  (Ci(2%) + hi viy1 + fic1(x;)) proi=2,...,N

0<z;<D;+xit1
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V jakékoliv fazi musi platit 0 < x;41 < Djy1 4+ -+ Dy.

A.5. Dynamicky model planovani vyroby jedné polozky na N obdobi
Cilem modelu je naplanovat vyrobu tak, aby se minimalizovala jeji celkova cena.
Oznaceni a predpoklady pouziti modelu:

— vyrobni cena jednotky zbozi v pracovni dobé obdobi ¢ ...c;

vyrobni cena jednotky zbozi v pfes¢asové dobé obdobi i (¢; < d;) ...d;
— skladovaci cena jednotky zbozi, které ziistalo na skladu na konci obdobi i ... h;

— penalizacni cena jednotky zbozi objednaného v obdobi i, ovSsem vyrobeného v obdobi
i + 1.. . Di

— vyrobni kapacita (v po¢tu jednotek) v obdobi ¢ v pracovni dobé ...ag,
— vyrobni kapacita v obdobi ¢ v pres¢asové dobé ...ar,
— poptavka (v poc¢tu jednotek) v obdobi i ...b;

Reseni modelu

a) p; = 0: Diky tomuto pfedpokladu zde plati

k

k
() > (ag +ar)=> b, k=12...,N
j=1

i=1

Ulohu lze formulovat jako dopravni tilohu a zapsat do tabulky. Protoze plati (), staci
projit vSechny sloupce uvedenym algoritmem pouze jednou a jiz mame optimalni
feseni.

b) p; # 0: Uz nemusi byt splnéna (x), tj. po vyplnéni tabulky postupem z a) musime
jesté provést optimalizacni krok, kterym se eventuelné snizi celkova cena vyroby +
skladovani.

— B. Pravdépodobnostni modely B.1. Model nepfetrzité kontroly pro jednu poloZzku
Oznaceni a pfedpoklady pouziti modelu:

— zbozi na skladé je neustéle kontrolovidno a jestlize jeho mmnozstvi klesne na jistou
hodnotu R, ptikroci se k objednavce o velikosti y

— ndhodna veli¢ina poptavky mezi objedndnim a dodanim ... X

— podminéna hustota poptavky X béhem ¢asu mezi objednanim a dodanim (nenulova
prox >0) ...r(x|t)

— hustota doby t mezi objednédnim a dodanim ... s(t)
— hustota poptavky z béhem doby mezi objednanim a dodanim:

[e.o]

() = /r(:v|t) - s(t) dt

0

— velikost objednavky v jednom cyklu ...y

— oCekavana celkova poptavka za jednotku ¢asu (zpravidla 1 rok) ... D
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— jednotkova skladovaci cena za jednotku Casu ...h
— jednotkova cena penalizaci pfi nevyrizené objednévce za jednotku casu ...p
— cena objednavky (doprava) ... K

Reseni modelu: Nasledujicim postupem uréime optimalni R a y tak, aby celkova cena
skladovani za jednotku ¢asu byla miniméalni:

B [12DK
Y1 = 7}1

r _ hyn
Ry,

a) Vypocteme y;

b) dosazenim y; do

uréime R;.

c) dosazenim R; do

2D(K + pSy)
Y1 =\ T
kde
Sn = /(:Jc —R,)f(x)dx
Ry
uréime 7.

Za jistych predpokladt plati y, — y*, R, — R*, tj. kroky b) a c¢) opakujeme tak dlouho,
az jsou hodnoty dostatecné presné.

B.2. Model pro jednu polozku a jedno obdobi s jednorazovou objednav-
kou na zacéatku obdobi a jednorazovou poptavkou
Predpoklady uziti modelu a oznaceni:

— na zacatku obdobi (pfed provedenim objedndvky) mame na skladé z jednotek zbozi
— neuvazujeme cenu objednavky K (objednédva se pouze jednou)

— po obdrzeni objednavky velikosti (y — x) se od¢erpa poptavka D

0 ...D>
a na skladé zustane H(y) = =Y
y—D ...D<y,
0 ...D<
pfi¢emz se nedostava G(y) = 4 jednotek zbozi
D—y...D>y

— penaliza¢ni cena (pii nevy¥izeni prodeje zbozi) jednotky zbozi za jednotku ¢asu ...p
— cena skladovani jednotky zbozi za jednotku ¢asu (= za dané obdobi) ...h
— vyrobni cena jednotky zbozi ...c

Reseni modelu:
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a) poptavka je spojita ndhodna veli¢ina s hustotou f(D)
Optimalni y* ziskdme fesenim rovnice

p—cC
p+h

;
0/ F(D)dD =

b) poptavka je diskrétni nahodna veli¢ina s pstni funkci f(D;)
Optimalni y* ziskdme feSenim rovnice

p—c

Fly*—1) < < F(y*)

=
+
=

Optiméalnim rozhodnutim pak je:

*

y* > x ... objednat y* — x

y* <z ... neobjednavat dalsi zbozi.

B.3. Model pro jednu poloZzku a jedno obdobi se stejnomérnou poptavkou v
prubéhu celého obdobi
Predpoklady uziti modelu a oznaceni:

— na skladé méame x jednotek, jednorazové objedname (y — x), tj. mame k dispozici
celkem y jednotek zbozi

— poptévka za celé obdobi je D
— neuvazujeme cenu K objednavky

ResSeni modelu: Optimalni hodnotu y* (pro spojitou ndhodnou veli¢inu y) ziskdme Fese-

nim rovnice: i
y T D) —c
/ﬂDMD+¢/f%cw—p
0 y*

Cp+h

B.4. Model pro jednu polozku a jedno obdobi s jednorazovou poptavkou
na zacéatku obdobi, priéemz uvazujeme cenu K objednavky
Predpoklady modelu jsou stejné jako u B.2 s tim rozdilem, Zze uvazujeme cenu K objed-
navky.
Reseni modelu: Je analogické feseni modelu A.2. Pokud k objednavce nedojde, je
vysledek stejny jako u modelu B.2; jinak musime pfi realizaci objednavky k celkové cené
modelu B.2 pfic¢ist konstantu K.
Uvazujeme tedy vétve f; = EC(B.2)

fo=EC(B.2)+ K.
Ozna¢me s ... takovy bod, ze fi(s) = f2(95)

S ... minimum funkei f1, fo
Body s, S rozdéli redlnou osu na t¥i ¢asti; optimalni feSeni najdeme podobné jako v
modelu A.2.
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Kontrolni otazky

1. U nésledujicich vyrokt rozhodnéte, zda se jedné o vyrok pravdivy ¢i nepravdivy.
a) Casova perioda tg, po které jsou zasoby jednorézové doplnény, je ve ,statickém modelu
pro jednu polozku* konstantni.

b) Ve ,statickém modelu pro jednu polozku®“ je optimalni hodnota yp jedinym minimem
funkce T'CU (y).

c) Ve ,statickém modelu pro jednu polozku s diskontnimi cenami“ mize byt funkce TCU (y)
na nékterém intervalu konkavni.

d) V pfipadé ,statického modelu pro vice druhi zbozi s omezenim skladového prostoru® je
zahrnut i pfipad nedostatecnych zasob zbozi libovolného druhu 3.

e) Pti hledani optima ,statického modelu pro vice druhti zbozi s omezenim skladového
prostoru® se fesi systém n rovnic o n neznamych.

f) V pfipadé ,dynamického modelu pro jednu polozku a N obdobi“ musime v kazdém
obdobi vycerpat vSechny zasoby.

g) Pfi feSeni ,,dynamického modelu planovani vyroby jedné polozky na N obdobi* vyuzi-
vame dynamického programovani.

h) V pfipadé ,,dynamického modelu planovéni vyroby jedné polozky na N obdobi“ je za-
hrnut i pfipad nedostatecnych zasob zbozi v libovolném obdobi .

i) Casova perioda t, po které jsou zasoby jednorazové doplnény, je v ,modelu neptetrzité
kontroly pro jednu polozku* konstantni.

j) V pfipadé ,modelu pro jednu polozku a jedno obdobi s jednorazovou objednavkou na za-
¢atku obdobi a jednorazovou poptavkou® je optimalni velikost objednavky piimo iimérna
rozdilu penaliza¢ni a vyrobni ceny jednotky zbozi.

k) V ,modelu pro jednu polozku a jedno obdobi se stejnomérnou poptavkou v pribéhu
celého obdobi“ je poptavka za celé obdobi znamé konstanta.

1) V ptipadé ,modelu pro jednu polozku a jedno obdobi s jednordzovou poptavkou na
zacatku obdobi, pficemz uvazujeme cenu K objednavky“ je zahrnut i pfipad nedosta-
te¢nych zasob zbozi.

Odpovédi na otazky
la) — A, 1b) — A, 1c) - N, 1d) — N, 1le) — N, 1f) — N, 1g) — N, 1h) — A, 1i) — N, 1j) — A, 1k) —
N, 11) — A.

Cviceni

1. Ro¢ni poptavka zbozi je 1500 jednotek. Cena objednavky je vidy 20 K¢ navic k cené zbozi.
Skladovaci cena jednotky zbozi je 2 K¢ na mésic a neni dovolen nedostatek zasob.

a) Urcete optimélni velikost objednévky a ¢as mezi jednotlivymi objednavkami.

b) Uréete rozdil roéni celkové ceny optiméalni strategie a roéni celkové ceny, kdyby se ob-
jednavalo kazdy mésic 12-krat za rok.
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2. Cena zbo#i je 4 K¢ za jednotku, ale pfi odbéru 150 kust a vice dostaneme 10% slevu. Firma,
ktera spotrebuje 20 kusii za den, se rozhoduje, jestli se ji vyplati vyuzit akéni nabidky. Cena
objednavky je 50 K¢ a skladovaci cena jednotky zbozi je 0,30 K¢ za 1 den. Méla by firma
vyuzit slevu?

3. Pro potieby vyrobniho procesu jsou skladovany 4 druhy materidlu. Poptavka po vSech typech
je stale stejnéd a neni povolen nedostatek zasob. D; oznacuje potfebné mnozstvi i-tého druhu
za rok. V souladu se znacenim v kapitole 12.2.3 jsou dany nésledujici idaje:

materidl ¢ | K; 5; hy D;
1 100 10 0,1 10000
2 50 20 0,2 5000
3 90 5 0,2 7500
4 20 10 0,1 5000

Urcete optimélni velikosti objednévek pro jednotlivé druhy materidlu, jestlize pozadujeme,
aby maximalni pocet vSech objednavek neptekrocil 200.

4. Uvazujme hospodareni jedné polozky v pribéhu ¢tyr obdobi:

obdobii | D; K; h;
1 5 5 1
2 7T o7 1
3 11 9 1
4 3 7 1

Nakupni cena je 1 K¢ za jednotku u prvnich Sesti jednotek a 2 K¢ za kazdou dalsi jednotku.
Stanovte optiméalni plan objednavek.

5. Poptévka po produktu muze byt v ndsledujicich ¢tyfech obdobich uspokojena bud vyrobou v
normalni pracovni dobé nebo v presc¢asové dobé. Kapacity vyroby a poptavka pro jednotliva
obdobi jsou dany v nasledujici tabulce:

kapacity vyroby | poptavka
obdobi i | ap, ar, b;
1 120 50 160
2 70 20 80
3 90 80 150
4 70 50 100

Vyrobni cena jednotky zbozi je po vSechna obdobi stejna, v normalni pracovni dobé je 1 K¢,
v prescasové dobé je 2 K¢. Skladovaci cena jednotky zbozi je také po vSechna obdobi stejnéa
a je rovna 0,5 K¢ za jedno obdobi. Déle také nesmi nastat pripad, ze by v nékterém obdobi
vyroba nepokryla objednavky. Stanovte optimélni plan vyroby.
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6. Uvazujme model nepfetrzité kontroly pro jednu polozku. Urcete optimalni feseni pro K =
= 20K¢, D = 10000 jednotek zbozi, p = 4 K¢, h = 2K¢ a normalni rozdéleni poptavky X se
stfedni hodnotou 100 a rozptylem 4.

7. Jednorazové poptavka zbozi pro jedno obdobi méa exponencidlni rozdéleni se stfedni hodnotou
10 jednotek. Objednavame jednorazové na zacatku obdobi, cena skladovani a penaliza¢ni cena
jednotky zbozi za jednotku casu jsou 1K¢, resp. 3K¢. Vyrobni cena jednotky zbozi je 2 K¢.
Urcete optimalni velikost objednavky, jestlize pfed provedenim objednavky mame na skladé
2 jednotky zbozi. Jaka je optiméalni velikost objednévky, jestlize pied provedenim objednéavky
méame na skladé€ 5 jednotek zbozi?

8. Reste piiklad 7, jestlize jednorazova poptavka zbozi pro jedno obdobi méa Poissonovo rozdéleni
se stfedni hodnotou 10 jednotek.

9. Poptavka zbozi, ktera ma rozdéleni dano hustotou

_J1-4D...D€(0,2)
f(D)_{ 0 ...jinak,

je konstantni (stejnomérné rozdélend) v pribéhu celého obdobi. Objednavame jednordzoveé
na zacatku obdobi, cena skladovani a penaliza¢ni cena jednotky zbozi za jednotku ¢asu jsou
1 K¢, resp. 4 K¢. Vyrobni cena jednotky zbozi je 2 K¢. Urcete optimalni velikost objednavky.

10. Urcete optimélni strategii objednavani u modelu pro jednu polozku a jedno obdobi s jedno-
razovou poptavkou, je-li dano

ip ... De (510
— 5
f(D)_{ 0 ...jinak,

h =1K¢, p = 5K¢ a ¢ = 3K¢. Uvazujeme také cenu objednadvky K = 5 K¢ a vime, ze pred
provedenim objednavky mame na skladé 10 jednotek zbozi.

Vysledky priklada viz ?7.

Vysledky

ad 1. ad a) yo =~ 50 jednotek, ¢ty ~ 12 dni; ad b) rozdil celkovych cen za rok je 540,20 K¢.

ad 2. Firma by mé€la objednat 150 kust zbozi a vyuzit tak slevu.

4
ad 3. Ulohu je t¥eba Tesit s omezenim )
1

D;
= Yi
Optimalni feseni je yo = (201,49;123,09;110,57;119,58) (A\* ~ 0,103).

L < 200, dostaneme pak jiny vztah pro vypocet yo.
ad 4. (21, 22, 23, 24) = (5,7,14,0) nebo (6,6,14,0).

ad 5. Plan vyroby v normalni pracovni dobé je xr = (120, 70,90, 70), v prescasové dobé xp =
= (40, 10,60, 30) s celkovou cenou 630 K¢.
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ad 6. Poptavku X je tfeba transformovat na standardizované normaélni rozdéleni, jehoZz hodnoty
najdeme v tabulce; optiméalni feSeni je y* = 447,34; R* = 2,379.

ad 7. Jestlize x = 2, objednat 0,877 jednotek. Pro x = 5 neobjednévat dalsi zbozi.
ad 8. Jestlize z = 2, objednat 6 jednotek. Pro x = 5 objednat 3 jednotky.
ad 9. y* =2,71.

ad 10. Pro x < 3,78 objednat (6,7 — x); jinak neobjednavat.

Maplety

V nasledujicich mapletech si mtizete nékteré studované pojmy priblizit, pfipadné si sestavit vlastni zadani
priklad.
1. Urcity integral

2. Integrovani


http://matika.umat.feec.vutbr.cz/maplenet/maplety/UrcityIntegral.html
http://matika.umat.feec.vutbr.cz/maplenet/maplety/Integrovani.html
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13 Pravdépodobnostni dynamické
programovani

Pruvodce studiem

V posledni kapitole se budeme zabyvat problematikou pravdépodobnostniho dynamického programo-
vani. Pro obecnou formulaci tloh pravdépodobnostniho dynamického programovani budeme vyuzivat
Markovské retézce.

Zakladni otdzky, na které budeme hledat odpovéd, jsou: Jakou posloupnost strategii zvolit, aby
celkové vynosy za dané obdobi byly maximalni? Jaky vynos celkem pfinese dand posloupnost strategii

vv/s

v nejblizsich obdobich?

Réseni budeme hledat pomoci rekurzivni rovnice.

Cile

Po prostudovani této kapitoly budete schopni:

e Formulovat tlohy pravdépodobnostniho dynamického programovani.
e Vyuzivat Markovské fetézce.

e Hledat feseni vybranych typi tloh.

Nasledujici tloha jen slouzi jako demonstrace problematiky. Vyuziti uvadénych metod spada i
do jinych oblasti, pravé i do probirané teorie skladovych zésob, déle teorie obnovy, fizeni toku
penéz, regulace vodni nadrze, apod.

Priklad 13.1. Problém zahradnice.

Zahradnice kazdy rok testuje kvalitu pudy své zahrady. Vysledky déli do t¥i kategorii: vyborna
(stav 1), dobra (stav 2), Spatna (stav 3).

Vsimla si, ze mtze predpokladat, ze Grodnost pudy zavisi na jeji kvalité pouze v pfedchozim
roce, tj. ze psti pfechodu z jednoho stavu do druhého lze reprezentovat Markovského fetézcem:
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1 2 3 — stav ptdy v pristim roce
1 /0,2 0,5 0,3
2 0 0,5 0,5
(pij) = P' =
3 0 0 1

i)
stav pidy letos

Z matice prechodovych psti je vidét, ze kdyz se puda necha ladem, jde jeji produktivita od
deseti k péti. Samoziejmé, ze psti pfechodu mohou byt ovlivnény pfihnojovanim putdy:

1 2 3
1 /0,3 0,6 0,1
2101 06 03
3 \0,05 0,4 0,55

(p?j) =P =

(P? neznamen3 ,pé na druhou“, ale ,pé s indexem 2).
Pfislu$né roéni vynosy pudy (ve stovkach dolart), kdyz puda pfijde ze stavu i do stavu j, jsou:

e kdyz se nehnoji:

76 3
(rj)=R'=1]0 5
00 -1
e kdyz se hnoji:
6 5 —1
(r)=R*=|[7 4 0
6 3 —2

Z matic R', R? je napiiklad vidét, ze proces 1 — 1 mé nizsi vynos pfi hnojeni nez bez hnojen,
protoze ve vynosu pii hnojeni je zapocitana cena hnojiva.
Otéazka tlohy:

1) Hnojit ¢i nehnojit v daném roce, aby celkové vynosy za k let byly maximalni?

2) Jaky vynos celkem pfinese dana posloupnost rozhodnuti v nejblizsich k letech?
(Napf. jednoduché je odpovéd v pfipadé tzv. stacionarni politiky

»,nojit jen za stavu 3“:

v tomto pripadé se matice s vyhledem na k& = oo obdobi najdou snadno:

0,2 0,5 0,3 76 3
P=| 0 05 05|, R=]|05 1
0,05 0,4 0,55 6 3 —2

(prvni dva fadky jsou shodné s maticemi P!, R!, tieti fadek s maticemi P?, R?)).



347

Reseni.
a) feSeni ulohy pro kone¢né k = N

Ulohu vyfesime pomoci dynamického programovani:

m ... poCet moznych stavi (v nasem piikladu m = 3)

fn(@) ... optimélni (o¢ekdvany) vynos z fazi n,n +1,...,N za
daného stavu ¢ na pocatku obdobi n

Vyuzijeme zpétné rekurzivni rovnice (viz obrazek):

faze n faze n + 1

@ fn-i—l(l)

@ fn-i—l (m)

fn(i) = ml?x{ilpfj [Tfj —|—fn+1(j)} }, n=12....N
j=

fn+1 =0 pro kazdé j

m

v s ko Lk k s . .

Oznacime-li v = 221 Pp;jTij» rekurzivni rovnice maji tvar
J:

fn (i) :m’?x{vf}
fn(i):m?X{Uf—f— in:pf]fn+1(])} pron=12...,N—1
j=1

Napf. v nasi tloze pro k =1

1 pr— —
v3=0-04+0,5-5+0,5-1=3 stavll pii alternativé
vi=0-0+0-0+1-(-1)=-1 »nehnojit*
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Ad Piiklad 13.1. Predpokldadejme N = 3 ... tfilety horizont planovani

2 _
v =47 zisky  jednotlivych
v3 =31 stavil pii alternative
vg —0.4 »hnojit®
faze 3:
vf opt. feseni
il k=1|k=2]f3(i) | k*
1| 53 | 47 | 53| 1
2| 3 3,1 | 3,1 | 2
3] -1 ] 0,4 |0,4] 2
faze 2:
oF + pk f3(1) + ply f3(2) + pks £3(3) opt. FeSeni
i k=1 k=2 fa(i) | E*
L[| 5:3+0,2:53+0,5-3,1 4,740,3-53+0,6-3,1 | ¢ 19| o
+0,3-0,4=28,03 +0,1-0,4=28,19 ’
5 3+0+0,5-3,1 3,140,1-53+0,6-3,1 5.61| 2
+0,5-0,4=4,75 +0,3-0,4="5,61
5 —14+04+0+1-0,4 0,4+0,05-5,3+0,4-3,1 213 | 2
=-0,6 +0,55-0,4 = 2,13
faze 1:
oF + pk fo(1) + ph f2(2) + P& f2(3) opt. FeSeni
i k=1 k=2 fi(i) | k*
L] 53+02:819+40,5-561 | 4,7+0,3-819+0,6-561 |, -, | ,
+0,5-2,13 = 10, 38 +0,1-2,13 = 10,74 ’
5 34+0+4+0,5-5,61 3,14+0,1-8,19+0,6-561 | . o | ,
+0,5-2,13 = 6,87 +0,3-2,13=17,92 ’
5 —140+0+1-2,13 0,4+0,05-8,19+0,4-5,61 | , o0 | o
=1,13 +0,55-2,13 = 4,23 ’

Miuzeme psat odpovéd: zahradnice by méla v prvnim a druhém roce hnojit vzdy,
a ve tretim roce hnojit tehdy, pokud je stav 2 nebo 3.
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Optimdlni zisk zalezi na stavu plidy v roce planovani (=pfed prvnim rokem, ktery jsme v
planovani uvazovali).

Pi#i ptidé ve stavu 1 bude 10,74-1008$
2 7.92-100%
3 4,23-100$

Vyhodou zpétného chodu metody dynamického programovani je to, ze pokud chceme zvysit
planovaci horizont o 1 rok (tj. na 4 roky), vSechna data ztistanou vyuzita, pouze pii fazi 1
pridame jesté dalsi fazi — fazi 0.

Tato ,iloha zahradnice“ mtze byt zobecnéna dvéma zpisoby:

— prechodové psti mohou byt kazdy rok jiné ... pfjn. Pak by byly rovnice ve tvaru

fn (i) = max {vf’N}

m
fn(i) = max {vf’” + 2 pi?”fnmj)} pron=1,2...,N-1
j=1

— chceme znat souc¢asnou hodnotu o¢ekavanych ziski (tj. vynosy pfistich let budou nasobeny
koeficientem o < 1):

D dolari pristi rok = o - D dolart dnes

L kde t je roéni irokova mira (= interest rate)).

(Oé:m7

Pak bychom mohli uzit rovnice ve tvaru

fn(i) = max {vF}

m

fuli) = m,g»x{vf +a prjan(j)} pron=12,...,N -1

Jj=1

Pfi vyhodnoceni stacionarni politiky (=stale stejné politiky v kazdém roce) uzivame vztahu

Fa()) = Ni+ ) pij fai1(4)

j=1
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ro¢ni zisk zvolené politiky
\

prislusny radek matice zvolené politiky

Naprtiklad pro stacionarni politiku ,,hnojit jen ve stavu 3“ je

v1 =07 =53 | odhad hodnoty f,(i)
vy =vs =3 pro nizsi n lze urcit
vz =03 =0,4 a uspoiadat do tabulky:

n
i 3 2 1
| |53 53+0,2:5340,5-3 5,340,2-7,984+0,5-4,7
’ 4+0,3-0,4=17,98 +0,3-2,09 = 9,87
9 | 3 | 3+04+0,5-3+0,5-0,4 34+0,5-4,7+0,5-2,09
=4,7 = 6,39
5 lo4| 044005:53+0,4-3 | 0,4+0,05-7,98+0,4-4,7
’ +0,55-0,4 = 2,09 +0,55-2,09 = 3,83

l

zisky vzhledem k pocateénimu stavu
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b) Feseni tlohy pro k nekone¢né (nebo hodné velké)

1) metoda uplného vycisleni ...ohodnotime vSechny stacionarni politiky a vybereme tu op-
timalni (Ize ji uzit jen pfi nizkém poctu staciondrnich politik):

pro S stacionarnich politik P!, R!

P2 R?
PS RS
vypocteme
— v ...vynos jednoho kroku politiky s ve stavui (i =1,2,...,m)

— 7} ...dlouhodobé stacionarni psti pro jednotlivé politiky (slovo ,politika“ je zde
uzito v Zenském rodé):
FeSenim systému

(je zde maticové zapsan systém (m + 1) linedrnich rovnic o m neznamych (jedna z
prvnich m rovnic je nadbytecnd))

— ocekavany vynos pro politiku s:

Pak optimalni politika je ta, pro niz je F; maximalni.

Ad Priklad 13.1. Diky 3 stavim a dvéma moznostem v kazdém z nich existuje
23 = 8 politik:  hnojit v kazdém stavu

nehnojit nikdy

hnojit jen ve stavu 1

hnojit jen ve stavu 2

hnojit jen ve stavu 3

hnojit jen ve stavech 1 nebo 2

hnojit jen ve stavech 1 nebo 3

hnojit jen ve stavech 2 nebo 3
Kdybychom pro kazdou z nich urcili P* R® vj,m}, zjistili bychom, Ze optimdlni
stacionarni politika je ,hnojit v kazdém stavu“.

2) metoda zlepSent politiky (+ neuwvaZujeme inflaci)
Uz pro 4 alternativy v kazdém roce (napf. hnojit, nehnojit, hnojit 2x roéné, hnojit 3x
ro¢né) je mnozstvi stacionarnich politik 43 = 256. Zde je vyhodné&jsi uzit nasledujici
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metodu:

Pfepisme rovnici jednoho roku politiky
m
Fa(®) = vi+ Y pijfara(f)
j=1
do tvaru

fa0) =i+ pijfya() (%)

j=1
kde n je pocet fazi, které zbyva vzit v tvahu (abychom mohli studovat asymptoticky

proces 1 — 00);
dale

(1,72, .., Tm) -..Ppsti rovnovazného stavu asymptotického procesu,
ocekdvany zisk za jednu fazi (= jeden rok) je
E=muv+ 4+ Tpvm.

Lze ukazat, ze pro velkd n plati

fa(t) =n-E+ f(i),

kde f(i) je jakasi konstantni hodnota pro stav i o¢ekavand pfi asymptotickém chovani.
Rekurzivni rovnici () lze tedy psat ve tvaru

n-E+f@)=vi+Y pj{n-1)-E+ f(j)}
j=1
a po upravée
E=v+ Zpijf(j) — f(7) proi=1,2,...,m
j=1

To je systém m rovnic o (m + 1) nezndmych, tj. jednu z nich lze zvolit, napf. f(m) = 0.

krok 1: zvolime libovolnou politiku s, tj. P®, R?;
predpokladejme f*(m) = 0 a vyfeSme systém m rovnic o m neznamych

m
B =vl+ (D p f°G) | - f£26),  i=12....m
j=1

krok 2: (zlepseni politiky)
pro kazdy stav ¢ ur¢ime alternativu k& s maximalni hodnotou vyrazu

tim se ur¢i maximalni £
pro kazdy stav

to bude nové politika ¢.
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Pokracujeme opakovanim krokt 1,2 tak dlouho, az s =t.

Ad Priklad 13.1.

krok 1: zvolme politiku s ... ,nehnojit viibec* = P* = ptivodni P!
R?® = ptivodni R!

FeSme systém

E + f(1)-0,2 f(1)-0,5 f(2)—0,3 f(3) =5,3

E+ f(3) —f(3) =-1
E=-1= f(1)~12,88
1) =8
f3)=0
krok 2:
oF + pl F(1) + P £(2) + Pl £(3) opt. feseni
i k=1 k=2 F@) |k
(| 534021288 | 474031288 | g0
10,5-8=11,875 | -+0,6-8=13,36
2| 3+0,5.-8=7 3, 14+0,1-12,88 1 4 19 | o
40,6-8=9.19
. 10— 0,440,05-12,88 | 4 o |
40,4-8=4,24

4

nova politika ¢ ... hnojit vzdy*; ¢t # s, tj. pokracujeme.

krok 1°: P2 R? = fesime systém, ziskivame FE = 2,26

£(1) = 6,75
£(2) = 3,79
f(3)=0
krok 2’:

oF +pk F(1) + phf(2) + P £(3) opt. feSeni
i k=1 k=2 £6) | K
| os3t0.2.675 47403675 | ool

40,5-3,79=8,54 | +0,6-3,79 = 8,99
2034+05.3,79=4.289| SL1T0OL-675 fgul o

40,6-3,79 = 6,05
; o 0.4+0,05-6.75 |, o]

40,4-3,79 =225

4



354

PRAVDEPODOBNOSTNI DYNAMICKE PROGRAMOVANT

t = s, tj. koncime, F = 2,26 je zisk optimalni politiky

Tedy k optimélnimu feSeni stacionarni politiky jsme dospéli uz po dvou iteracich, nemuseli
jsme prochéazet vsech 8 politik.

metoda zlepseni politiky (+ uvazuje inflaci)

m
fo(i) = max § o+ Y pl fy-1(4)
j=1

Pro n — oo je f,(i) = f(4), tj. fy(i) nezavisi na n narozdil od metody zlepseni bez uvazo-
vani inflace (je to vidét z toho, ze E = 0 ...budouci zisk se vlivem inflace blizi k nule).
Postup feseni: opét jsou zde kroky 1,2, ovSem v kroku 1 je systém m rovnic o m nezna-
mych (E =0 ...vypadlo ze systému) a ve 2.kroku volime variantu s maximalni hodnotou
vyrazu

m
vf +a ) pl ()
j=1
Oba kroky opakujeme tak dlouho, az nova varianta je stejna jako ta stara.

Ad Priklad 13.1.

krok 1: pocatecéni politika ... (1,1,1)
FeSenim systému

F(1) = 0,6(0,2 f(1)+0,5 £(2)+0,3 £(3)) =5,3

f(3) —0,6( f@3)=-1
dostaneme
f(1) =~ 6,6
F(2) ~ 3,21
f(3) ~ _275
krok 2:
of +a(ph (1) + ply F(2) + Pl f(3))
7 k=1 k=2 k*
1 5,3+0,6(0,2-6,640,5-3,21 4,740,6(0,3-6,6+0,6-3,21 9
-0,3-2,5)=6,6 —0,1-2,5)=6,89
9 340,6(0,5-3,21 3,14+0,6(0,1-6,64+0,6-3,21 9
—0,5-2,5) =3,21 —0,3-2,5) =4,2
3 _140,6(=2,5) = —2,5 0,4+0,6(0,05-6,6+0,4-3,21 9
—0,55-2,5) = 0,54

tj. 51 = (2,2,2)
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krok 1’: feSenim systému

F(1)=0,6( 0,3 f(1)+0,6 £(2)+ 0,1 £(3)) =4,7
£(2) = 0,6( 0,1 f£(1)+0,6 f(2)+ 0,3 f(3)) =3,1
£(3) = 0,6(0,05 f(1)+0,4 f(2)+0,55 f(3)) =0, 4

dostaneme
f(1) =~ 8,88
f(2) ~ 6,62
f(3) ~ 3,37.
krok 2’:
il k=1 k=2 k*
1] 895 | 8,838 | 1
2| 5,9 | 6,62 | 2
31 1,02 | 3,37 | 2
tj. s2 = (1,2,2) ... ,hnojit ve stavu 2 nebo 3“
krok 1”

vede k varianté s3 = (1,2,2) = sa.

krok 2”

Uloha mé tedy jiné feSeni nez v pripadé, kdy jsme neuvazovali inflaci.

Diky tomu, ze se zde vyuziva jisty optimaliza¢ni krok zlepSeni, absolvent pfedmétu OPV
by i véfil, ze ulohu lze preformulovat jako tlohu linedrniho programovani. A skutecné je
tomu tak. Ale pro velka k, m algoritmus linedrniho programovani neni moc rychly, rychlejsi
je pravé uvedend metoda zlepsSeni politiky.

Pojmy k zapamatovani

— V posledni kapitole jsme pifimo na prikladu z praxe demonstrovali problematiku
pravdépodobnostniho dynamického programovani. Obecné lze ilohu pstniho dynamického
programovani formulovat takto:

Méame m moznych stavii néjakého objektu a S politik (strategii), kterymi muzeme
ovliviiovat pravdépodobnost zmén jednotlivych stavi za dané obdobi.

— Pravdépodobnosti pfechodu od jednoho stavu k jinému pro s-tou politiku jsou reprezen-
tovany tzv. Markovskym tetézcem, tj. ¢tvercovou matici fadu m, kterd je stochasticka (jeji
prvky jsou nezaporné a soucet fadku je 1). Tuto matici zna¢ime P*, s = 1,...,S5. Déle
také znadme matice vynost jednotlivych politik R', ..., RS.

— Zéakladni otazky, na které chceme odpovédét, jsou:

1) Jakou posloupnost strategii zvolit, aby celkové vynosy za N obdobi byly maximalni?



356 PRAVDEPODOBNOSTNI DYNAMICKE PROGRAMOVANT

2) Jaky vynos celkem pfinese danéd posloupnost strategii v nejblizsich N obdobich?
— Reseni

a) feSeni ulohy pro kone¢né k = N

Na obé otazky najdeme odpovéd algoritmem dynamického programovani. Jednotlivé faze
jsou v tomto pripadé obdobi a pfipustnymi alternativami jsou nase mozné strategie. Ozna-
¢ime

fn(?) ... optimdlni (o¢ekévany) vynos z fazi n,n + 1,..., N za
daného stavu ¢ na pocatku obdobi n

m
vf = Z:lpf]rf] ... Vynos k-té politiky za daného stavu 1.
J:

K feSeni vyuzijeme zpétné rekurzivni rovnice

fn(i) = max {vF}

m
fn(z):mgx{”f+ngfn+l(J)} pron:1727"'7N_1
j=1

Tato tuloha jde jesté zobecnit napr. tak, ze prechodové psti mohou byt kazdé obdobi
jiné nebo pokud chceme znat soucasnou hodnotu ocekdvanych ziskt. Princip feSeni je
stejny, jen se casteéné pozmeéni vypocet jednotlivych vynost. Naopak, pfi vyhodnoceni
stacionarni politiky se algoritmus zjednodusi.

b) feSeni tlohy pro k nekone¢né (nebo hodné velké)

1) metoda tuplného vycisleni. ..ohodnotime vSechny stacionarni politiky a vybereme tu
optimalni (lze ji uzit jen pfi nizkém poctu stacionarnich politik).
Resenim systému

vypocteme vektor m° dlouhodobych stacionarnich psti pro jednotlivé politiky a uréime
oc¢ekavany vynos pro politiku s:

_ S,,8
E, = E ™ v;

i=1
Pak optimalni politika je ta, pro niz je F; maximalni.
2) metoda zlepseni politiky (+ neuvazujeme inflaci)

krok 1: zvolime libovolnou politiku s, tj. P, R®;
predpokladejme f*(m) = 0 a vyfeSme systém m rovnic o m neznamych

m
B =vi+ (D p £2G) | - f£26), i=12,....m
j=1
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krok 2: (zlepseni politiky)
pro kazdy stav ¢ ur¢ime alternativu k& s maximalni hodnotou vyrazu

m
& A . , > 1
ok + § :pij £20G); _, timse }11"?1 maximalni £
=1 pro kazdy stav

to bude nova politika t.
Pokracujeme opakovanim krokt 1,2 tak dlouho, az s = t.

3) metoda zlepSeni politiky (+ wvazuje inflaci)
Piedpokladame zde, ze E = 0, nebot budouci zisk se vlivem inflace blizi k nule).
Postup feseni: opét jsou zde kroky 1,2, ovSem v kroku 1 je systém m rovnic o m
neznamych (E =0 ...vypadlo ze systému) a ve 2.kroku volime variantu s maximéalni
hodnotou vyrazu

m
ol +ay w0
j=1

Oba kroky opakujeme tak dlouho, az nova varianta je stejna jako ta stara.

Kontrolni otazky

1. U nésledujicich vyrokt rozhodnéte, zda se jedna o vyrok pravdivy ¢i nepravdivy.
a) Matice pravdépodobnosti P pfechodu z jednoho stavu do druhého nemusi byt obecné
Ctvercova.
b) Matice zisku R musi mit jen nezdporné prvky.

c¢) Pfi prabéhu algoritmu dynamického programovéani hleddme maximu z celkového vynosu
vzhledem ke zvolené strategii.

d) Pii feSeni tloh této kapitoly pomoci algoritmu dynamického programovani pouzivame
zpétnou rekurzi.

e) Matice pravdépodobnosti P pfechodu z jednoho stavu do druhého se muze kazdé obdobi
meénit.

f) Pojem ,stacionarni politika“ znamend, Ze se vSechny strategie kazdé obdobi pravidelné
stfidaji.

g) Pii hledéni optimalni strategie na (nekoneéné) mnoho obdobi dopfedu se omezujeme
pouze na stacionarni politiky.

h) Inflace neovliviiuje celkovy dlouhodoby zisk.

Odpovédi na otazky
la) =N, 1b) — N, 1c) — A, 1d) — A, le) — A, 1f) - N, 1g) — A, 1h) — N.

Cviceni

1. Firma kazdorocné kontroluje tuspésnost prodeje svého vyrobku na trhu a rozhoduje, jestli
je uspokojiva (stav 1) nebo neni (stav 2). Na zdkladé téchto poznatki pak rozhoduje, zda
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investovat do reklamy na tento vyrobek a zvysit tak jeho prodej. Matice Py a P udéavaji
pravdépodobnosti pfechodu mezi stavy s vyuzitim a bez vyuziti reklamy v priibéhu roku. P1i-
slusné zisky jsou dany maticemi R; a Ry. Stanovte optimalni politiku rozhodovani v pribéhu

3 let.
0,9 0,1 2 —1
P1: ’ ’ s R1:
0,6 0,4 1 -3
0,7 0,3 4 1
Po=|"" 7], Ry= :
0,2 0,8 2 -1

2. Spole¢nost mize propagovat svij vyrobek prostiednictvim reklamy ve tfech médiich: v radiu,
televizi nebo v novinach. Tydenni ceny reklamy v jednotlivych médiich jsou postupné 200 K¢,
900K¢ a 300Ké. Muze také hodnotit jeho prodejnost v pribéhu kazdého tydne jako (1)
prumérnou, (2) dobrou, (3) nejlepsi. Nasledujici matice udavaji psti pfechodu mezi stavy pro
jednotliva média

Radio Televize Noviny
0,4 0,5 0,1 0,7 0,2 0,1 0,2 0,5 0,3
0,1 0,7 0,2 0,3 0,6 0,1 0 0,7 0,3
0,1 0,2 0,7 0,1 0,7 0,2 0 0,2 0,8

Piislusné tydenni zisky (v tisicich K¢&) jsou

Rédio Televize Noviny
400 520 600 1000 1300 1600 400 530 710
300 400 700 800 1000 1700 350 450 800
200 250 500 600 700 1100 250 400 650

Stanovte optimalni politiku rozhodovani pro nésledujici 3 tydny.

3. Stanovte optimalni rozhodovaci politiku u pfikladu 1 na nekone¢né mnoho let uzitim metody
uplného vydisleni.

4. Stanovte optiméalni rozhodovaci politiku u prikladu 1 na nekone¢né mnoho let uzitim metody
zlepseni politiky.

Vysledky

ad 1. V prvnim a druhém roce: investovat jen pokud je prodej vyrobku neuspokojivy; ve tfetim
roce: neinvestovat do reklamy.

ad 2. Pokud je prodejnost vyrobku prumérné, vyuzit reklamy v radiu; jinak vyuzit reklamy v
novinach.

ad 3. Nikdy neinvestovat do reklamy.

ad 4. Investovat do reklamy jen v pripadé neuspokojivého prodeje.
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